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Resumo

Este estudo de caso investigou alternativas para automatizar a classificacdo binaria de
textos com classes desbalanceadas no contexto do Participa DF, uma plataforma de par-
ticipacao social do GDF. Esse canal digital tem como objetivo ampliar a participacao
cidada na gestao publica do Distrito Federal por meio de manifestagoes textuais. Esses
textos sao enviados pelos cidadaos ao Participa DF e categorizados manualmente pelos
usuarios entre dois sistemas: o e-SIC DF e o Ouv-DF. Diversas técnicas de PLN foram
aplicadas, como redugao de dimensionalidade por PCA, métodos de redimensionamento
(como o NM), além de multiplos algoritmos de AM, tais como BERTimbau, LR, SVM
e LGBM. A avaliacao priorizou a capacidade de identificar a classe minoritaria e-SIC
DF, cuja classificacdo correta é especialmente dificil. O desbalanceamento normalmente
compromete a eficicia de modelos tradicionais de AM. Entre os métodos analisados,
destaca-se o EFC, originalmente desenvolvido para detec¢do de anomalias em redes e
explorado neste trabalho pela primeira vez em tarefas de classificacdo textual. Esse al-
goritmo utiliza estatisticas inversas para treinar modelos. Os resultados mostram que o
EFC, quando treinado exclusivamente com exemplos da classe e-SIC DF e submetido a
um nivel reduzido de pré-processamento, atinge alto Recall (94%), demonstrando forte
capacidade de reconhecer a classe minoritaria. Entretanto, apresentou elevada taxa de
FDR, o que implicaria aumento significativo do retrabalho por parte dos servidores re-
sponsaveis pelo tratamento das manifestagoes e pela reclassificacdo. Em comparacao com
o EFC, modelos classicos e modelos baseados em transformers apresentaram desempenho
mais equilibrado entre Recall, F1-Score, AUC-ROC e Acuracia. Conclui-se que, apesar
de o EFC ser promissor para cenarios de deteccao de anomalias em conjuntos de dados
textuais desbalanceados, ele gera muitos falsos positivos. Para implantacao no ambiente
de produgao da plataforma Participa DF, o modelo treinado com o algoritmo SVM, com
reducao de dimensionalidade via PCA e uso de textos sintéticos, mostrou-se a alternativa

tecnicamente mais viavel.
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Abstract

This case study investigated alternatives for automating the binary classification of texts
with imbalanced classes in the context of Participa DF, a social participation platform of
the GDF'. This digital channel aims to enhance citizen participation in the public adminis-
tration of the Federal District through textual submissions. These texts are submitted by
citizens to Participa DF and manually categorized by users into two systems: e-SIC DF
and Ouv-DF. Several NLP techniques were applied, including dimensionality reduction
via PCA, resampling methods (such as NM), as well as multiple ML algorithms, including
BERTimbau, LR, SVM, and LGBM. The evaluation prioritized the ability to identify the
minority class, e-SIC DF, whose correct classification is particularly challenging. Class
imbalance typically compromises the effectiveness of traditional ML models. Among the
methods analyzed, the EFC algorithm stands out. Originally developed for anomaly
detection in networks, it is explored in this work for the first time in textual classifica-
tion tasks. This algorithm employs inverse statistics to train models. The results show
that EFC, when trained exclusively on examples from the e-SIC DF class and subjected
to a reduced level of preprocessing, achieves high Recall (94%), demonstrating a strong
ability to recognize the minority class. However, it also exhibited a high FDR, which
would imply a significant increase in rework for public servants responsible for handling
and reclassifying the submissions. In comparison with EFC, classical models and trans-
former -based models exhibited a more balanced performance across Recall, F1-Score,
AUC-ROC, and Accuracy. It is concluded that, although EFC is promising for anomaly
detection scenarios in imbalanced textual datasets, it generates a large number of false
positives. For deployment in the production environment of the Participa DF platform,
the model trained using the SVM algorithm, combined with dimensionality reduction via

PCA and the use of synthetic texts, proved to be the most technically viable alternative.

Keywords: Natural Language Processing, Imbalanced Data, Text Classification, Public

Services Automation; Machine Learning, Energy-based Flow Classifier
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Capitulo 1

Introducao

1.1 Contexto Geral

A participacdo da sociedade na avaliagdo das politicas publicas é um mecanismo de con-
trole que permite cobrar do governo aquilo a que a sociedade tem direito [2], permite
avaliar as politicas publicas implementadas, e possibilita que os cidadaos demandem no-
vas agoes governamentais ([3] e [4]). Os canais governamentais de participa¢ao popular sao
uma das mais recentes formas de governanca participativa, em um processo democratico
direto da sociedade civil [5]. Para garantir a boa comunicagdo com o cidadao, o governo
deve melhorar os portais governamentais oferecendo servigos de qualidade, simplificando
0 seu acesso e a sua utiliza¢ao a despeito do seu conhecimento no assunto [6]. Portanto,
a administragao publica tem buscado incorporar mecanismos inovadores a partir do uso
de técnicas de Aprendizagem de Méquina (AM) nas suas atividades, visando assegurar
uma melhor interacao com a populacao, aumentando a sua produtividade na entrega dos
servigos a sociedade ([7], [8], [3] e [4]).

1.2 Contexto Especifico

Com o proposito de melhorar a interacdo com a populacao, aumentando a produtividade
na entrega dos servicos a sociedade ([7], [8], [3] e [4]), a Controladoria-Geral do Distrito
Federal (CGDF)! desenvolveu a plataforma Participa DF 2, canal tinico online voltado
para o aprimoramento da participagao popular nas agoes do Governo do Distrito Federal
(GDF). A CGDF, érgao especializado da administracao direta do GDF 3, em condigio de

Secretaria de Estado, por ter dentre as suas diversas competéncias:

"https://www.cg.df .gov.br/
’https://www.participa.df.gov.br/
3https://www.df .gov.br/


https://www.cg.df.gov.br/
https://www.participa.df.gov.br/
https://www.df.gov.br/

e asupervisao e a coordenacao dos servicos das ouvidorias ptblicas do Distrito Federal;

a defesa do patrimonio publico e da transparéncia;

a coordenacao de projetos e agoes de governanca e compliance;

e outras atribuicoes.

A CGDF administra os seguintes sistemas hospedados pelo Participa DF, sob pres-
suposto de oferecer "servigcos de melhor qualidade, mais simples, acessiveis e a um custo

menor para o cidaddo, os servigos passam a ser disponibilizados pela internet" [9]:

« Sistema de Ouvidoria do Distrito Federal (Ouv-DF) - Lei n® 4.896 de 31/07/2012 *

e

 Sistema Eletrénico do Servigo de Informagoes ao Cidadao do Distrito Federal (e-SIC
DF) - Lei de Acesso a Informacio (LAI)®

Nestes sistemas os cidadaos encaminham demandas de Ouvidoria (Ouv-DF) e solicita-
goes de acesso a informagao (e-SIC DF). As solicitagoes submetidas por meio do Participa
DF sao rotuladas manualmente pelos usuarios no momento em que escolnem em qual sis-
tema (Ouv-DF ou e-SIC DF) desejam realizar o registro. Para que os usudrios realizem
corretamente essa categorizagao inicial, é necessario que possuam conhecimento prévio
sobre a finalidade de cada um dos dois sistemas (Ouv-DF ou e-SIC DF).

Entao, estas demandas inicialmente rotuladas pelos usuarios sao encaminhadas as uni-
dades administrativas responsaveis pela analise dos méritos descritos nos registros. Nesta
etapa, € verificado se a rotulagem do cidadao foi efetuada corretamente. Tal verificacao
é realizada por servidores publicos, os quais podem reclassificar, reatribuir, encerrar ou
dar prosseguimento a analise dos pedidos. Este processo demorado pode introduzir va-
riabilidade interpretativa, consequentemente podendo aumentar o tempo necessario para
responder as solicita¢oes dos cidadaos [10, 11] — ou resultar no encerramento de deman-
das submetidas ao sistema errado, uma vez que nao é possivel transferir pedidos de um
sistema para outro.

Automatizar a classificagdo das demandas dos cidadaos por algoritmos de Aprendi-
zagem de Maquina supervisionada pode: reduzir o tempo gasto pelo usuario na selecao
do destino do pedido no Participa DF; reduzir a variabilidade interpretativa; agilizar o
processo de encaminhamento das solicitacoes; reduzir o tempo de resposta da Adminis-
tragdo Publica ao cidadao; otimizar a forca de trabalho do Estado, liberando os servidores

publicos de atividades rotineiras de triagem e permitindo que se concentrem em anélises

‘https://www.sinj.df.gov.br/sinj/Norma/72016/Lei_4896_31_07_2012.html
Shttps://www.sinj.df.gov.br/sinj/Norma/72983/Lei_4990_12_12_2012.h


https://www.sinj.df.gov.br/sinj/Norma/72016/Lei_4896_31_07_2012.html
https://www.sinj.df.gov.br/sinj/Norma/72983/Lei_4990_12_12_2012.h

mais complexas e estratégicas ([4], [3] e [12]); e pode melhorar a experiéncia do cidadao
na plataforma de participagdo social. Automatizar a classificacdo das demandas dos ci-
dadaos por algoritmos de Aprendizagem de Maquina é uma forma de alcancar a premissa
da Administracao Publica que é a entrega de servicos de melhor qualidade, mais simples
e acessiveis a populagao [9], sendo uma boa abordagem para o contexto do Participa DF.

Contudo, as solicitacoes recebidas pela plataforma Participa DF formam um conjunto
de dados altamente desbalanceado e automatizar a rotulacao das solicitagoes recebidas
pelo portal demanda maior cuidado do que bases balanceadas. Porque classes minorita-
rias — como dentuncias e pedidos de acesso a informagao — que exigem elevada precisao,
tendem a ser mal classificadas por modelos tradicionais de AM, embora desbalanceamento
em bases de dados reais seja um problema comum [13]. Para aumentar a assertividade
da classificacao de corpora desbalanceados, costuma-se empregar técnicas de redimen-
sionamento como subamostragem (undersampling) e sobreamostragem (oversampling).
Entretanto, estas técnicas apresentam limitagdes como sobreajustamento (overfitting),
perda de informagoes relevantes e baixa generalizacao [14] e [15].

Os problemas gerados pelas técnicas de redimensionamento advém da tentativa de
mitigar a baixa assertividade dos modelos de classificagdo sobre base de dados desbalan-
ceados. TSAI e WEI [13] observaram que a classificagdo de duas classes desbalanceadas
pode ser comparada a problemas de deteccao de anomalias ou pontos discrepantes. Neste
contexto, o algoritmo Energy-based Flow Classifier (EFC), apresenta 6timos resultados
em evitar os problemas citados anteriormente. O EFC é um classificador baseado em
anomalias que usa estatisticas inversas para inferir um modelo estatistico com base so-
mente em exemplos benignos rotulados, ou seja, metade das informagoes de um corpora
balanceado. O algoritmo apresenta grande vantagem sobre outros algoritmos de AM base-
ados em tarefas de classificagdo bindria para detecgdo de anomalias, [16] e [17]. O estudo
da classificagdo de demandas raras como anomalias pelo algoritmo EFC, na classificacao
binaria de textos, ainda nao foi explorado na administragdao ptublica brasileira.

A presente dissertagdo tem por foco o estudo da melhor forma para classificar as
solicitacoes presentes na base desbalanceada de duas classes da plataforma de participacao

social Participa DF.

1.3 Problema e Hipé6tese

1.3.1 Definicao do Problema

A classificacdo bindria para deteccdo de anomalias é uma atividade similar as classifi-

cacoes binarias de corpora com alto grau de desbalanceamento, visto que as anomalias



formam uma classe minoritaria [13]. Assim como hé muitas bases de dados desbalancea-
das nos problemas de dominio do mundo real [13], as plataformas de participagao popular
podem gerar corpora desbalanceados que possuem casos especiais [11], como dentncias
ou pedidos a Ouvidoria ou acesso a informacao, que exigem atencao elevada e precisam
ser classificados com grande assertividade. Geralmente os modelos de classificacdo ten-
dem a ter baixa assertividade na rotulacao de exemplares de classes minoritarias, como
dentincias e pedidos de acesso a informagao, de certa forma ignorando-as, uma vez que
aprenderam mais sobre a classe com mais exemplares [18]. Dessa forma, existe uma ne-
cessidade de se investigar novos mecanismos de Aprendizagem de Maquina (AM) para
aumentar a assertividade na rotulacao de exemplares pouco representativos no conjunto

de dados.

1.3.2 Hipdbtese

A técnica de Aprendizagem de Maquina Energy-based Flow Classifier ([19], [16], [17])
apresenta uma assertividade maior para a rotulacao de exemplares minoritarios, classes
de baixa representatividade no conjunto de dados, ou seja, desbalanceadas, na métrica

Recall da classe minoritaria.

1.4 Justificativa e Contribuicoes

1.4.1 Justificativa do tema

O algoritmo Energy-based Flow Classifier (EFC) ([19], [16], [17]) é um classificador ba-
seado em anomalias (dados extremamente desbalanceados) que usa estatisticas inversas
para inferir um modelo estatistico com base somente em exemplos rotulados como be-
nignos. Precisando somente de metade das informagoes geralmente necessarias para criar
classificadores classicos de AM, apresentando também um Custo Computacional menor
[16]. Assim, o EFC([19], [16], [17]) tem demonstrado grande potencial em tarefas de clas-
sificagdo binaria para deteccao de anomalias ([16] e [17]) e nao ter sido ainda explorado

em tarefas de Classificacdo de Textos (CT) na Administracdo Publica brasileira.

Relevancia académica

Uma vez que o EFC([19], [16], [17]) ainda nao foi aplicado em classificacao de textos,
é relevante a busca por novas técnicas de classificagao em Processamento de Linguagem
Natural (PLN) que apresentem desempenho melhor que os algoritmos cldssicos da érea.

A busca por técnicas que apresentem custo computacional menor é de grande valia para



o mundo real, no qual a escassez de recursos e presenca de bases de dados desbalanceadas

¢ constante [13].

Relevancia social

Ao incorporar mecanismos inovadores a partir do uso de técnicas de AM nas suas ativi-
dades, a Administracao Publica visa aumentar sua produtividade na entrega dos servigos
a sociedade ([7], [3] e [4]).

Assim a aplica¢ao de Aprendizagem de Maquina (AM) na pagina inicial da plataforma
Participa DF, pretende assegurar uma melhor interagao com a populacao, desempenhando
papel importante em relagdo a transparéncia dos atos (principio fundamental da Admi-
nistracao Publica) [12] e constituindo importante mecanismo para possibilitar o controle

social e o acesso democratico aos servigos publicos [8].

1.4.2 Contribuicoes Esperadas

Ao classificar automaticamente e melhor os relatos de usuarios de plataformas sociais
com dados desbalanceados, a solugdo proveniente do EFC ([19], [16], [17]), facilitaria o
uso dos servigos do Participa DF pelo cidadao mais leigo, sem que os mesmos conhegam
os pormenores dos tramites dos servigos presentes na plataforma. Logo, a necessidade
em criar modelos que atendam melhor os utilizadores das plataformas sociais com base
de dados desbalanceada, permite explorar a aplicabilidade do EFC([19], [16], [17]) na
classificacdo binaria de texto de bases desbalanceadas.

Ampliar o uso de Aprendizagem de Maquina (AM) na classificagdo bindria de tex-
tos de bases desbalanceadas pode possibilitar a melhora do atendimento ao cidadao e a

otimizacao das atividades da administracao publica ao:

o facilitar a escolha do servigo e por conseguinte diminuir o tempo desta atividade;
o reduzir a variabilidade interpretativa das classificac¢oes;

» melhorar a destinacao correta das solicitacoes dos cidadaos e por conseguinte dimi-

nuir o tempo de tramite e resposta a elas;

e permitir a alocagao desse tempo economizado pelos servidores, na execugao de ta-

refas mais complexas;

« estudar a aplicabilidade do EFC em Classificagao de Textos Desbalanceados (CTD).

Desta forma, entregando um servigo melhor a populagao e garantindo a participagao da

maior variedade de perfis de usuarios.



1.5 Estrutura do Trabalho

Apés esta breve introdugao sobre o escopo desta dissertacdo, os demais capitulos estao
estruturados da seguinte forma. No Capitulo 2, sdo apresentados os trabalhos que dis-
correm sobre o estado da arte relacionado a teméatica deste estudo. No Capitulo 3, sao
descritos os principais conceitos que fundamentam este trabalho. O Capitulo 4 apresenta
a solugao proposta para a problematica definida, considerando a literatura discutida nos
capitulos anteriores, assim como os experimentos, seguindo a estrutura da metodologia
TCD [1]. O Capitulo 5 apresenta os resultados obtidos a partir dos experimentos descritos
no capitulo anterior, bem como a analise desses resultados. Por fim, no Capitulo 6, sdo

apresentadas as consideragoes finais, as conclusoes e as perspectivas de trabalhos futuros.



Capitulo 2

Revisao do Estado da Arte

Nesta secao sdo apresentados, concisamente, os artigos de estudos cientificos listados
na Tabela 2.1 que podem ser considerados novos padroes de referéncia (estado da arte)
em Ciéncia de Dados (CD) e na tematica deste estudo, apresentado no Capitulo 1. As
abstragoes e solugoes encontradas nestes estudos servem como fundamentacao tedrica para
a solucao apresentada no Capitulo 4.

Além da fundamentacao teorica, neste trabalho utilizou-se técnica de documentagao
direta de fontes secundarias, por meio de pesquisa bibliografica e documental, além de
técnica de documentagao de fontes primarias com pesquisa-agao.

As técnicas de documentacao aliadas as buscas por publicagoes relacionadas ao tema
do presente trabalho, utilizaram parte da abordagem da Teoria do Enfoque Meta Analitico
—~ TEMAC ! de MARIANO e SANTOSJ[20].

As pesquisas foram realizadas nas bases:

o Science Direct 2

« Google Académico 3

e SBC Open Lib*
o IEEE Xplore ®

o ACM Digital Library ©

"o

As palavras-chaves e "strings" utilizadas foram "One-class Classifier”, "imbalance data-

set”, "imbalance dataframe’; "Natural Language Processing’, "Text Classification', "Class

https://www.pesquisatemac.com/
’https://www.sciencedirect.com/
3https://scholar.google.com.br/?hl=pt
‘https://sol.sbc.org.br/index.php/indice
Shttps://ieeexplore.ieee.org/Xplore/home. jsp
Shttps://dl.acm.org/
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Imbalance”, "Imbalanced Text Classification”, "Text Generation", "Imbalanced Data" e

"Text Public Services Automation'.

2.1 Trabalhos Relacionados

Na busca por incorporar mecanismos inovadores em suas atividades e que sejam base-
ados em Aprendizagem de Maquina (AM), a Administragao Publica busca uma melhor
interacado com a populagao e aumentar sua produtividade na entrega dos servicos a ela,
sociedade ([7], [8], [3] e [4]).

2.1.1 Classificacao de Textos Desbalanceados na Administracao
Piblica

NOGUTI, VELLASQUES e OLIVEIRA descrevem em seu artigo [10] o estudo realizado
na automatizacao do processo de classificacao das peti¢oes da populacdo ao Ministério
Pblico do Estado do Parand (MPPR), como forma de otimizar os servigos prestados a so-
ciedade. O MPPR recebe peticoes da populacao por diferentes meios e precisa encaminha-
las ao setor juridico adequado, identificando a area do direito relacionada. A utilizacao de
varias abordagens de AM permitiria: a reducao da variabilidade interpretativa dos casos
(geradas pela andlise dos atendentes), a diminui¢ao do tempo gasto pelo usuério na sele¢ao
da area juridica no sistema, e por fim, permitiria alocar o tempo gasto pelos atendentes
nas classificagoes das petigoes para tarefas mais complexas. Apesar do experimento ter
alcancado acurécia de 90%, superior a acurdcia humana de 72%, e F1-Score de 85% na
classificagdo em 18 categorias de areas do direito, os pesquisadores descobriram que a
aplicacao de técnicas de balanceamento aleatério para equalizar as classes desbalancea-
das, resultou em desempenho inferior com queda no F'1-Score para todos os classificadores
avaliados, possivelmente pela reducao do tamanho do corpus de treinamento pela suba-
mostragem aplicada.

Ainda sobre Classificacao de Textos Desbalanceados (CTD), SOUZA em sua disserta-
¢ao [21] também relata a dificuldade em rotular de forma eficiente base de textos desba-
lanceadas no contexto da Administracdo Publica. A referida dissertacao tem como foco a
investigacao sobre o emprego de técnicas de AM para criar um mecanismo automatizado
de classificacao de documentos juridicos registrados na Procuradoria Geral do Distrito
Federal (PGDF), e se este emprego de técnicas de AM apresentaria maior eficiéncia do
que o trabalho manual ja realizado na classificacao de documentos recebidos pela PGDEF.
A criagdo de tal mecanismo para utilizagdo da PGDF impactaria na redugao de tarefas

repetitivas e ampliaria a quantidade de dados para serem usados em anélises estratégicas,



aumentando a produtividade na entrega de servicos a sociedade. Por trabalhar com uma
base desbalanceada, o pesquisador constatou observando outros trabalhos, a dificuldade
em melhorar o desempenho em classificagoes com base de dados desbalanceados. As-
sim utilizou e comparou varias técnicas de pré-processamento e classificacdo de bases de
dados desbalanceados, utilizando algoritmos de aprendizado nao supervisionado, como
K-means e Latent Dirichlet Allocation (LDA ); algoritmos de aprendizado supervisionado,
como Ridge Classifier, Perceptron e Random Forest; além da abordagem One-Versus-All
(OVA) para lidar com o desbalanceamento. O trabalho demonstrou a viabilidade de um
classificador automatizado, capaz de rotular processos rapidamente, mas enfrentou limi-
tagoes relacionadas a criacao de classificadores sem ter dados previamente rotulados e
enfrentou dificuldades com o tratamento de grandes volumes de dados desbalanceados.
O estudo observou aspectos que influenciam na geracao de modelos com bom desempe-
nho, como o nivel de desbalanceamento da base de dados e a qualidade dos dados para
treinamento de modelos (que reflete no custo computacional). Também fez observagoes
sobre aspectos praticos importantes na implementacao das solugoes desses modelos, como
modelos com desempenho parecido, mas com grande diferenca no tempo de treinamento.
Observacoes relevantes para contextos com limitagoes computacionais.

Continuando sob a tematica da Classificacao de Textos Desbalanceados (CTD) e na
busca por empregar AM para aumentar a produtividade dos servicos entregues a soci-
edade, o estudo de CORDEIRO, RABELO E MOURA [11] comparou técnicas de al-
goritmos classicos de AM, modelos Support Vector Machine (SVM) com representagao
de combinagoes de modelos de AM e modelos de aprendizado profundo, Bidirectional
encoder representations from transformers (BERT), para rotular manifestagoes e comu-
nicados de irregularidades recebidos pela Ouvidoria do Tribunal de Contas do Estado do
Piaui (TCE/PI) em uma base de textos desbalanceada. O trabalho objetivou melhorar
a triagem dos comunicados, acelerando as respostas e reduzindo o custo de classifica-
¢ao. Para tratar o desbalanceamento foram aplicadas, técnicas de redimensionamento,
como sobreamostragem para as classes minoritarias, utilizando a biblioteca NLPAUG 7
e o modelo BERTimbau ® e subamostragem para a classe majoritdria. Considerando o
F1-Score como a melhor métrica para avaliar conjuntos desbalanceados, os pesquisadores
obtiveram melhor desempenho com o modelo BERTimbau para conjunto de dados redi-
mensionado, atingindo 96% nas métricas de F'1-Score, Recall e Acurdcia. Com o conjunto
sem redimensionamento, o SVM apresentou os melhores resultados, com acuracia de 84%,
Recall de 84% e F1-Score de 83%. O redimensionamento dos dados resultou em um ganho

de desempenho na classificagdo dos comunicados de irregularidades. Considerando que

"https://nlpaug.readthedocs.io/en/latest/
8https://huggingface.co/neuralmind/bert-base-portuguese-cased
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o artigo concluiu que o algoritmo de redes neurais obteve o melhor desempenho dentre
os demais, talvez fosse interessante que o estudo fizesse consideracoes sobre o Custo de
Treinamento de Modelos (CTM) para gerar os cddigos, caso 0s mesmos precisassem ser

retreinados com mais frequéncia.

2.1.2 Classificadores de Uma Classe

Ampliando a discussao de bases compostas por texto com classes desbalanceadas para as
compostas por outros tipos de dados, TSAI e WEI [13] enfatizaram como é corriqueiro
encontrar bases de dados desbalanceados no mundo real e por este motivo a Aprendiza-
gem de Maquina (AM) para criacao de classificadores para estas bases é um importante
problema a ser estudado em Classificadores de Uma Classe (CIUC) (traduzido do inglés,
One Class Classifier). Os autores apresentaram um estudo empirico sobre o emprego
de selecao de atributos e o cascateamento de modelos nos classificadores de uma classe
para base de dados desbalanceada de duas classes. No estudo esclarecem que em base
de dados com classes desbalanceadas, a classe minoritaria é aquela que apresenta um
tamanho menor que as demais por nao apresentar exemplares suficientes, causando um
desbalanceamento da distribuicao das classes. Ressaltam que em problemas que envolvam
desbalanceamento, as classes minoritarias comumente sao mal rotuladas pelos classifica-
dores automaticos de AM em contraposi¢ao as classes majoritarias. Situacao frequente no
problema de detec¢do de anomalias ou pontos discrepantes (que tratam da classificagdo
de bases desbalanceadas com duas classes), que trivialmente sao abordados por Classi-
ficadores de Uma Classe (CIUC), segundo a pesquisa. Os pesquisadores utilizaram trés
classificadores de classe tinica: One-Class Support Vector Machine (OCSVM), Isolation
Forest (IFOREST) e Local Outlier Factor (LOF), além de combinagbes deles, sempre
comparando com o algoritmo de referéncia C4.5. A pesquisa utilizou a area sob a curva
ROC (AUC-ROC) como métrica e concluiu que os CIUC sao especialmente eficazes em
conjuntos de dados com alta proporcao de desequilibrio entre as duas classes. E que
as diferentes combinacoes de CIUCs, com ou sem sele¢do de caracteristicas, mostrou-se
promissora para melhorar o desempenho em cenarios com alto desequilibrio.

Além dos algoritmos CIUC apresentados anteriormente, ressaltamos o algoritmo apre-
sentado por PONTES et al [16], o Energy-based Flow Classifier (EFC)([19], [16], [17]).
O EFC? foi projetado para classificacio baseada em anomalias, para atuar como sistema,
de deteccao de intrusao de rede baseado em fluxo, classificando trafego em tempo real.
O EFC utiliza estatistica inversa para inferir um modelo estatistico a partir de exemplos
rotulados como benignos. Os autores consideraram o algoritmo como adequado para sis-

temas de detec¢ao de intrusdo de rede (do inglés, Network Intrusion Detection Systems

Ynttps://efc-package.readthedocs.io/en/latest/index.html
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(NIDS)), e demonstraram que o EFC obteve desempenho comparado aos classificadores
tradicionais de AM. O estudo de PONTES et al [16] também avaliou o desempenho dos
classificadores quando treinados em um dominio e testados em outro relacionado, demons-
trando que o EFC se adapta melhor a diferentes distribui¢coes de dados em comparagao
com algoritmos como KNN, arvore de decisao e perceptron multicamadas. Possuindo
ainda, o EFC, um CC menor do que algoritmos que usam duas classes, por usar metade
dos dados para treinamento. Desta forma, o EFC alcangou F1-Score de aproximadamente
97% e AUC-ROC de cerca de 99%, resultados similares aos de outros classificadores cldssi-
cos. Por apresentar um CC menor, o algoritmo aproxima-se da atual tendéncia em reduzir

a "pegada ecoldgica” no treinamento dos modelos de AM.

2.1.3 Reducao de Dimensionalidade

Além da abordagem dos algoritmos CIUC para melhorar a classificagdo de bases desba-
lanceadas, outras formas de pré-processamento podem ser empregadas neste contexto,
para obter mecanismos baseados em Aprendizagem de Méaquina (AM) que auxiliem a
Administragdo Publica na busca por uma melhor interacdo com a populacao e aumento
da produtividade na entrega dos servigos a sociedade ([7], [8], [3] e [4]).

No artigo "Multi-class text classification based in oversampling for highly imbalanced
dataset” [22] foi apresentada uma arquitetura de classificagido multiclasse projetada para
rotular conjuntos de dados textuais altamente desbalanceados e de alta dimensionali-
dade. A arquitetura proposta abrange etapas de pré-processamento, balanceamento de
dados, engenharia de atributos, redugdo de dimensionalidade e aplicagdo de algoritmos
de classificacdo. A motivacdo do estudo estd na automatizacdo de processos de classi-
ficagdo de documentos em diversas instituigbes — como 6rgaos governamentais —, nas
quais a classificagdo manual se torna impraticavel devido ao volume cada vez maior de
documentos recebidos. Tais conjuntos de dados frequentemente apresentam desafios como
desbalanceamento entre classes e alta dimensionalidade, os quais dificultam o processa-
mento algoritmico e o desenvolvimento de classificadores robustos, exigindo, portanto,
a adocao de técnicas de pré-processamento e de redimensionamento. Segundo os au-
tores, a abordagem proposta mostrou-se eficaz por meio da combinacao de técnicas de
pré-processamento, como lematizacao e estemizacao, em conjunto com reducao de di-
mensionalidade pela Analise de Componentes Principais, Principal Component Analysis
(PCA) [23], e métodos de sobreamostragem, como o Synthetic Minority Oversampling Te-
chnique (SMOTE) e o Random Over-Sampling (ROS). Os resultados evidenciaram bom
desempenho em métricas como FI1-Score e Recall, com Acuracia variando entre 77% e

99%, a depender do conjunto de dados utilizado.
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2.1.4 Custo de Treinamento e Desempenho

Apesar das inimeras estratégias para abordar tarefas de Classificacao de Textos Desba-
lanceados (CTD), deve-se observar a relagdo Custo de Treinamento de Modelos (CTM) e
Desempenho, principalmente em ambiente com recursos escassos. O artigo de REUSENS
et al [24] aborda, entre outros pontos, sobre o Custo de Treinamento de Modelos no trei-
namento de modelos de Classificacao de Textos (CT) e os desdobramentos destes treinos,
a citar o elevado consumo de energia e a "pegada ecologica" deixada pela atividade. O
estudo apresenta um benchmark para o treinamento de modelos de Classificagao de Textos
(CT), investigando se os algoritmos de ponta, mais avancados e complexos ("estado da
arte” em tarefas de Processamento de Linguagem Natural (PLN) sdo sempre superiores
(em desempenho e outros quesitos) aos algoritmos mais antigos e simples de AM, classicos.
Os pesquisadores realizaram mais de 42.800 testes com 11 arquiteturas de diferentes com-
plexidades como LR, SVM, Random Forest, XGBoost, BiILSTM e RoBERTa. Os autores
destacam que métodos simples podem competir com modelos complexos em tarefas de
classificacdo em Processamento de Linguagem Natural como deteccao de fake news, clas-
sificagdo de topicos, deteccao de emocgoes, polaridade e sarcasmo, tanto em desempenho
como em CTM. No estudo, o algoritmo BiLSTM apesar de ter se destacado na CT, nao
apresentou diferencas significativas em desempenho em comparagdo a abordagens mais
simples como LR+TF-IDF e RoBERTa. Observaram que alguns algoritmos simples de
AM obtiveram melhor desempenho ou ganho computacional que algoritmos considerados
"estado da arte”. Assim, o artigo concluiu que o esfor¢co computacional para treinar mo-
delos de aprendizado profundo nem sempre ¢ justificavel, ressaltando que a escolha de
métodos deve considerar a complexidade do problema a solucionar e a explicabilidade dos

modelos.

2.1.5 Geracgao de Textos Sintéticos

O estudo [25] conduzido por JOSHI et al apresenta a biblioteca Python NLPAUG '°
que apresenta funcionalidades para geracao de texto sintéticos (texrt data augmentation)
usando no trabalho de CORDEIRO, RABELO E MOURA [11]. Nele relatam sobre o
impacto do aumento de dados textuais para contornar a escassez de conjuntos rotulados
para o treinamento de modelo, enfatizando a aplicacao LLMs e transformers pré-treinados
para gerar conteudos sintéticos. A pesquisa destaca que os LLMs criam textos prevendo
sequéncias légicas de palavras, viabilizando a geragdo de amostras textuais artificiais
altamente informativas para o treinamento de classificadores. Aumentando a precisdo, a

robustez contra ruidos e a capacidade de generalizacdo dos modelos criados para as mais

Ohttps://nlpaug.readthedocs.io/en/latest/
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variadas tarefas de Processamento de Linguagem Natural (PLN). Contudo, os autores
alertam que o uso dessas arquiteturas generativas exige um alto CC, além do risco de
produzir textos sem sentido logico e com a introdugao de vieses nocivos para o modelo a
ser treinado. Em treinamentos em que foram utilizados 50% dos dados originais da base
real e 50% de textos gerados, obteve-se acuracia equivalente ao treinamento com 100%

dos textos originais da base real.

2.1.6 Meétricas para Classificacao de Textos

Dentre as diversas abordagens apresentadas anteriormente, para comparar qual apresen-
taria melhor desempenho no contexto desta dissertacao é necessario escolher a métrica
que melhor avaliaria a Classificacao de Textos Desbalanceados (CTD).

O artigo de SOKOLOVA E LAPALME |[26] realizou uma andlise sistemética de 24
medidas de desempenho usadas em tarefas de classificacado em Aprendizagem de Maquina
(AM), abrangendo classificagbes bindria, multiclasse, multirrétulo e hierdrquica. O es-
tudo relacionou mudancgas na matriz de confusao e caracteristicas especificas dos dados,
destacando que a invariancia das medidas em relagao a essas transformacoes é crucial,
pois conecta as métricas de avaliacdo a cendrios especificos de aprendizado. O estudo
focou em como as caracteristicas dos dados afetam a objetividade das medidas, em vez de
comparar empiricamente o desempenho dos algoritmos. O artigo [26] também apresenta
métricas utilizadas em Processamento de Linguagem Natural (PLN), no subcampo de
Classificacao de Textos (CT), assim como tarefas de classificagdo binaria. Apontou que
as métricas empregadas nestas tarefas, comumente usadas na CT, tém sua origem na area
de "FExtragao de Informagdo'e focam principalmente na identificacao eficaz de exemplos
positivos (Precisdo, Recall, F1-Score). Para a classe negativa, a AUC-ROC avaliaria me-
lhor que as medidas FScore. Enfatizando a importancia dada a identificacao precisa de
instancias relevantes em tarefas de classificacao textual.

No estudo de CUNHA et al intitulado "On the cost-effectiveness of neural and non-
neural approaches and representations for text classification: A comprehensive compa-
rative study" [27], os autores realizaram uma andlise critica de artigos cientificos que
abordam métodos e representagdes neurais e nao neurais para classificagdo automatica de
textos. Eles conduziram uma comparagao abrangente entre os trabalhos, motivada pela
identificagdo de problemas relacionados ao rigor cientifico em grande parte da literatura
recente, tais como o uso de protocolos experimentais inadequados, a auséncia de trata-
mento estatistico, a falta de detalhamento sobre o ajuste de hiperparametros, bem como a
nao consideragao da relacao entre a efetividade da classificagao e os custos de treinamento
dos modelos de Classificacao de Textos. O trabalho destaca que, embora arquiteturas ba-

seadas em transformers apresentem maior efetividade em conjuntos de dados de grande
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escala quando comparadas as melhores solugoes classicas nao neurais, como TF-IDF +
SVM, os ganhos obtidos pelos modelos neurais sdao relativamente modestos (em média,
cerca de 5%) e com tempos de treinamento até 23 vezes maiores, tornando-os considera-
velmente mais lentos para o retreino. Ao questionar o real custo-beneficio dessas solugoes,
os resultados revelaram que abordagens tradicionais, quando devidamente ajustadas, ofe-
recem uma melhor relagao custo-beneficio, especialmente em conjuntos de dados de menor
porte. Os autores concluem que outras pesquisas futuras devem adotar maior rigor me-
todologico na apresentagao dos resultados, incluindo a aplicagao de testes estatisticos e a

justificativa explicita dos métodos e das baselines escolhidas.

2.1.7 Metodologias

E apdés observar as diversas abordagens possiveis para melhorar a Classificagdo de Tex-
tos Desbalanceados (CTD), é preciso escolher a metodologia para desenvolvimento deste
estudo.

No artigo de MARTINEZ-PLUMED et al [1], os pesquisadores revisitaram a meto-
dologia Cross Industry Standard Process for Data Mining (CRISP-DM) para investigar
sua relevancia no contexto atual, apdés mais de 20 anos da sua criacao. Eles avaliaram
se a metodologia ainda é aplicavel a projetos de Ciéncia de Dados (CD) contemporaneos
e propuseram uma nova sistematica, a Trajetoria de Ciéncia de Dados (TCD). Baseada
no CRISP-DM, a TCD foca em projetos de Ciéncia de Dados (CD) orientados por ob-
jetivos, processos exploratérios ou de gestao de dados. O estudo identificou limitagoes
no CRISP-DM original e em outras metodologias, especialmente em relacao ao trata-
mento da diversidade de projetos de CD modernos. Também reconheceu a necessidade
de atividades exploratorias, como a exploracao de objetivos e fontes de dados, que nao
sao abordadas pelo CRISP-DM, levando a criacao de um modelo mais flexivel e abran-
gente. O artigo mostrou que atividades de CD realizadas nos casos estudados foram bem
representadas nas trés areas metodologicas classificadas pelos autores: CRISP-DM, ex-
ploratéria e gerenciamento de dados. O framework Trajetoria de Ciéncia de Dados por
ser mais voltado para atividade de Ciéncia de Dados, apresenta uma abordagem diferente
da metodologia tradicional CRISP-DM, que é mais voltada para Mineracao de Dados.
Na TCD, metodologia utilizada nesta dissertacao, é possivel escolher a ordem da realiza-
gao das atividades desenvolvidas em um projeto de Ciéncia de Dados (CD) e altera-las a
depender das decisoes e descobertas do cientista de dados, o que permite flexibilidade ao

trabalho desenvolvido nesta dissertagao.
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2.2 Consideracoes

Os trabalhos mencionados neste capitulo, serviram de base para nortear as atividades de
Aprendizagem de Maquina (AM) planejadas para solucionar a problemdtica citada no
Capitulo 1. Eles estao elencados na Tabela 2.1. As caracteristicas presentes nos referidos

artigos geraram as colunas da Tabela 2.1, a saber:

« Classificacao de Textos Desbalanceados (CTD), provenientes de bases em que suas

classes nao possuem a mesma proporgao de registros;

o Classificadores de Uma Classe (CIUC), algoritmos que treinam modelos utilizando

como entrada somente uma classe;
* Reducao de Dimensionalidade;
» Custo de Treinamento de Modelos (CTM);

o Geragao de Textos (GT), de forma sintética, artificial, para balancear classes des-

proporcionais;
« Meétricas para Classificacao de Textos (CT)

« Metodologia, com beneficios mais significativos no desenvolvimento de trabalhos em
Ciéncia de Dados (CD).

Tabela 2.1: Trabalhos Relacionados

Classificacao | Classificadores Reducao Custo Geracao
Artigos Textos Uma . .de . Treinamento de Meétricas| Método
Desbalanceados Classe Dimensionalidade Modelos Textos
[10] X
[21] X
[11] X X
[13] X
[16] X
[22] X X
[24] X X
[25] X X
[26] X X
[27] X
[1] X
Esta X X X X X X X
disserta-
cao

Sobre o problema do tratamento do desbalanceamento de base de textos (representado
na coluna Classificagdo de Textos Desbalanceados), as investigagoes presentes nos artigos
de NOGUTI, VELLASQUES E OLIVEIRA [10]; SOUZA [21]; CORDEIRO, RABELO
E MOURA [11]; REUSENS et al [24]; JOSHI et al [25]; SOKOLOVA E LAPALME
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[26]; e SANTOS et al [22] apresentaram as dificuldades encontradas e as mais variadas
abordagens adotadas frente ao caso, tendo atuagoes que miraram do pré-processamento
a escolha do tipo de algoritmo.

Cabe ressaltar que os trabalhos de TSAI e LIN [13] e de PONTES [16] trataram sobre
desbalanceamento de classes sob a Otica dos Classificadores de Uma Classe, sem abordar
a Classificacao de Textos Desbalanceados. Contudo, os estudos poderiam ser aplicados
no contexto de CTD.

Outra atuagdo no tratamento do desbalanceamento de base de textos, seria pela Ge-
racao de Textos de forma sintética citado nos artigos de JOSHI et al [25]; e CORDEIRO,
RABELO E MOURA [11].

Contudo, para avaliar a aplicabilidade dos procedimentos acima referidos para o con-
texto do desta dissertacao, ou seja a plataforma ParticipaDF, é necessario avaliar o Custo
de Treinamento de Modelos para criar os modelos neste cenédrio. Escolher o algoritmo que
melhor atende aos anseios e as limitacgoes do estudo. Os artigos de SOUZA [21]; COR-
DEIRO, RABELO E MOURA [11]; CUNHA et al [27]; e REUSENS et al [24]; discorrem
sobre este aspecto em seus estudos.

Por fim, todo estudo precisa de planejamento e metodologia, assim o trabalho de
MARTINEZ-PLUMED et al [1] faz uma revisdao da metodologia de mineragao de dados
consagrada, o CRISP-DM. E questiona sobre a sua aplicabilidade para o contexto da

Ciéncia de Dados.
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Capitulo 3
Fundamentacao Tedrica

O presente capitulo trata dos principais conceitos relativos ao Processamento de Lingua-
gem Natural (PLN) e Classificagdo de Textos Desbalanceados (CTD). Ele inicia com a
metodologia escolhida Trajetéria de Ciéncia de Dados (TCD), utilizada para determinar
as etapas do projeto em Ciéncia de Dados. Depois, sao apresentados os conceitos basicos
sobre Classificagao de Textos (CT), Balanceamento de Dados, Reduc¢ao de Dimensiona-
lidade, também sao citados os modelos utilizados neste estudo e as principais métricas

aplicadas para avaliar o desempenho dos modelos CT criados.

3.1 Trajetoria de Ciéncia de Dados - TCDs

Para o desenvolvimento deste estudo em Ciéncia de Dados (CD) definiu-se a metodologia
Trajetoria de Ciéncia de Dados (TCD) como a mais adequada para resolver o problema
apresentado na Capitulo 1 e considerando que ao longo do desenvolvimento do estudo,
novos achados poderiam exigir a execucao de atividades nao previstas inicialmente, assim
como na atual dindmica dos projetos de Ciéncia de Dados.

A TCD foi proposta por MARTINEZ-PLUMED et al [1] (Figura 3.2), e para além
de englobar as atividades presentes na relevante metodologia Cross Industry Standard
Process for Data Mining (CRISP-DM) (Figura 3.1), que foca mais a mineracao de dados,
a TCD engloba outras atividades que focam a exploragao dos dados, permitindo selecionar
quais tarefas serao executadas e a ordem em que essas atividades ocorrerao em um projeto
de CD, um caminho flexivel através de um mapa de atividades.

As etapas e atividades da TCD sao divididas em trés categorias principais:
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3.1.1 Atividades Exploratoérias

Investigativas, estas atividades sao fundamentais atuando como um processo de "prospec-

¢do'", incluem:

adaptacdo do artigo de MARTINEZ-




o Ezxploragcao do Objetivo - sao definidas as metas de negécios a ser solucionadas

de forma orientada a dados;

o Exploracdo da Fontes dos Dados - sao descobertas novas e valiosas fontes de

informagao;

o Exploracdo do Valor dos Dados - sao investigados a qual utilidade que pode

ser extraida dos dados que se tem em maos;

o Ezxploragcdo do Resultado - sao conectados os resultados encontrados aos obje-

tivos de negbcios da organizagao;

o Exploragcdo da Narrativa - sao extraidas e construidas as historias valiosas e

compreensiveis a partir dos dados;

o Exploragcao do Produto - sao identificadas as formas de transformar o conheci-

mento extraido em servigo ou aplicativo 1til para clientes e usuarios.

3.1.2 Atividades de Gerenciamento de Dados

Estas atividades lidam com os dados como o produto de valor, exigindo massivo trabalho

de curadoria e infraestrutura:

o Agquisi¢cdo dos Dados - obtencao ou geracao de dados relevantes;

o Simulacdo dos Dados - simulacao de sistemas complexos para produzir dados

luteis e permitir analises de causa e efeito;

o Arquitetura de Dados - projeto do esquema fisico e l6gico dos dados e realizacao

da integracao de miultiplas fontes de dados;

o Disponibilizagao dos Dados -disponibilizacao dos dados finais obtidos de forma

estruturada por meio de interfaces, bancos de dados e visualizagoes.

3.1.3 Atividades Direcionadas a Objetivos (CRISP-DM)

Correspondem ao ciclo tradicional do CRISP-DM, que envolve o Entendimento do Nego-
cio, o Entendimento dos Dados, a Preparacao dos Dados, a Modelagem, a Avaliagdo e a
Implantacao [28].

Entendimento do Negdcio

Foco em entender os objetivos e requisitos do projeto sob a perspectiva do negocio e

convertendo-os em defini¢cao de problema.
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Sendo as principais atividades: a determinagao dos objetivos de negbcio e dos critérios
de sucesso; a avaliagdo da situagao atual (os recursos, os requisitos, as restri¢oes, entre

outros); e determinagao das metas especificas de CD, com a produgao de plano de projeto.

Entendimento dos Dados

Busca pela familiarizacdo com a base de dados. Serao realizadas atividades de: coleta
inicial dos dados; descricao e exploracao dos dados para formular insights e hipéteses;

verificacao da qualidade dos dados e identificagdo dos possiveis problemas.

Preparacao dos Dados

Consiste na construgao (a partir dos dados brutos) do conjunto de dados que alimentara
as modelagem. Ocorre: a selecao das tabelas, registros e atributos relevantes; a limpeza

dos dados e criagao de atributos derivados; e a integragao dos dados.

Modelagem

Fase onde ocorre a aplicagao dos algoritmos para treinamento dos modelos. Incluem: a
selecao das técnicas de modelagem mais adequadas para o problema; a definicao do design
dos testes para validagdo do modelo; o treinamentos dos modelos e as configuragoes de

hiperparametros; a avaliacao inicial do modelo treinado.

Avaliacao

Neste momento o modelo é submetido a uma avaliagdo minuciosa para verificar se re-
solve o problema de negoécio. Possui as seguintes atividades: avaliagao dos resultados
estritamente em relacao aos critérios de sucesso do negdcio definidos; revisao do processo
de treinamento do modelo para certificar que nenhuma questao de negdcio critica foi

esquecida; e determinacao dos proximos passos e sobre o uso dos resultados.

Implantagao

O conhecimento obtido precisa ser organizado para consumo pelo cliente. As atividades
podem ser simples ou complexas e incluem: o planejamento da implantacao e o mo-
nitoramento e a manutencdo do modelo em producao; a producao do relatério final e
a apresentacao dos achados; e a revisdo da documentagao do projeto para aprendizado

futuro.
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3.1.4 Trajetéria Escolhida

Deste modo a TCD (Capitulo 2) por ser flexivel em comparagdo com a metodologia
CRISP-DM [28], permite na montagem do método pelo Cientista de Dados, a escolha das
atividades, a ordem delas, a repeticao ou execucao em paralelo, para melhor "atacar” a
situacao estudada. Dependendo exclusivamente do dominio de aplicagao e das descobertas

feitas pela equipe de CD.

3.2 Processamento de Linguagem Natural - PLN

O Processamento de Linguagem Natural (PLN) é uma disciplina do campo da Cién-
cia da Computacio, desenvolvida a partir da década de 1950 sendo a intersecdo entre
a inteligéncia artificial e a linguistica. O proposito desta area é o desenvolvimento de
sistemas computacionais capazes de analisar, reconhecer e processar a linguagem humana
de maneira eficiente. Em seus primérdios o PLN dependia de abordagens simplistas e
de regras gramaticais codificadas manualmente, abordagens estritamente simbdlicas que
falhavam ao lidar com a vasta gama de estruturas gramaticais das linguagens naturais.
E evoluiu para sistemas que conseguem extrair o significado real (a seméntica) e o con-
texto de sentencas da linguagem natural. Para superar o fato que a linguagem humana
possui uma natureza flexivel frequentemente ambigua o PLN moderno passou a empre-
gar intensamente modelos estatisticos de AM capazes de inferir as sentencas e o sentido
delas baseando-se em probabilidades, fato que viabilizou aplicagoes como a extracao de
informagoes, sistemas complexos de perguntas e respostas e geracao de textos sintéticos
[29].

3.2.1 Classificacao de Textos

A Classificagdo de Textos (CT) no contexto da AM ¢é uma tarefa fundamental em PLN
que envolve atribuir automaticamente classes a documentos textuais a partir de rétulos

predefinidos [30] ao passar por um algoritmo [27].

3.2.2 Classificagao Binaria

O artigo de SOKOLOVA e LAPALME [26] define a classificagdo binaria como a tarefa
em que um documento é rotulado em uma, e apenas uma, de duas classes existentes e
que nao se sobrepéem. Afirma que este tipo de classificacao pode ser avaliada por uma
matriz de confusdo, que computa a quantidade de exemplares os corretamente atribui-
dos (verdadeiros positivos e verdadeiros negativos) e incorretamente reconhecidos (falsos

positivos e falsos negativos).
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3.3 Pré-processamento de Textos

O pré-processamento de textos é uma etapa fundamental na mineragao de textos, porque
diminui os vieses nos modelos de classificacdo e melhorar a base de textos que sera pro-
cessada pelos algoritmos de Aprendizagem de Maquina (AM) [22]. Esta fase de limpeza
e transformacao dos textos é estritamente necessaria para que os textos possam ser con-
vertidos em ntimeros, permitindo que a linguagem natural seja estruturada em formatos
matemadticos que efetivamente sejam processados pelos algoritmos de AM, [21].

O pré-processamento de textos é constituido por tarefas para "limpeza do texto", remo-
vendo elementos considerados ruidosos (stopwords, pontuagdes, entre outros) e aplicando
segmentacao do texto, que visa dividir o texto em partes menores [31].

Geralmente esta etapa inicia-se com tarefas de remocao de caracteres especiais, sinais
de pontuagao e nimeros do corpus [22]. Em seguida, ocorre a conversao das palavras
para letras mintsculas, acompanhada da exclusao das stopwords (palavras irrelevantes) e
normalizagao das palavras, [22] e [10]. Apds, os textos sao simplificados e segmentados em
unidades menores (tokens), para a posterior a extracao de caracteristicas na vetorizagao,
[31] e [10].

3.3.1 Normalizacao Textual

A normalizagdo de textos é uma das tarefas da etapa de Pré-processamento de Textos
que visa diminuir a variabilidade por flexao das palavras considerando que o portugués é
uma lingua altamente flexionada [10]. Para aplicar a Normalizagdo Textual, existem as
técnicas estematizagao e lematizacao disponiveis em bibliotecas conhecidas de AM como
spaCy ' e NLTK?[22].

Lematizacao

A lematizacao é uma técnica de normalizagao que almeja reduzir as distor¢oes vocabulares
criadas pelas inflexdes gramaticais muito presentes na lingua portuguesa [10]. Esta técnica
de normalizagdo procura extrair a forma base (o lema) apoiando-se em diciondrios [10].
O processo da lematizacao garante que a palavra normalizada permanega sendo uma

entidade gramaticalmente valida e existente no idioma [24].

Estematizacao

A estematizagao é um processo focado em lidar com as variagoes linguisticas das palavras,

onde as diversas flexoes das palavras em torno de uma raiz sao mapeadas e as palavras sao

"https://spacy.io/
’https://www.nltk.org/index.html
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forcadamente convertidas para sua raiz[32]. O intuito desta técnica é obter o radical (stem)
das palavras derivadas, partindo do principio de que as palavras derivadas compartilham
fortes semelhangas com sua origem, raiz (stem) [31]. O algoritmo de estematizac¢ao remove
os afixos (sufixos e prefixos) das palavras de forma abrupta para obter as raizes, gerando

muitas vezes sequencias de letras que nao correspondem as palavras existentes [22].

3.3.2 Vetorizacao de Textos

A Vetorizagao de Textos consiste na transformacao dos dados textuais brutos e nao estru-
turados (linguagem natural) para um formato numérico estruturado, gerando representa-
¢Oes matematicas na forma de matrizes ou vetores de valores numéricos, [33]. Em esséncia,
esse procedimento reduz sentencas de comprimentos arbitrarios a listas e sequéncias de
nimeros com tamanhos predefinidos [34].

Esta conversao dos textos em formato numérico é fundamental para os algoritmos
de AM, porque nao possuem a capacidade de interpretar, analisar ou processar textos
puros diretamente sem a Vetorizagdo de Textos [33]. A vetorizagao viabiliza a aplica-
cado de operagoes e propriedades de dlgebra linear sobre as informacgoes textuais, [34].
Dessa forma, fornecendo entradas numéricas exatas de que as redes neurais e os modelos
classicos de AM necessitam para manipular os dados, calcular métricas como distancia
Euclidiana ou similaridade por cosseno, descobrir o grau de relacionamento entre palavras
e extrair os padroes necessarios para realizar tarefas como classificacao, agrupamento e

recomendacoes.

TF-IDF

O Term Frequency-Inverse Document Frequency (TF-IDF) (Frequéncia do Termo-Frequéncia
Inversa do Documento) é um método estatistico de vetorizagdo que atribui pesos mate-
maticos aos termos (tokens) com base no seu padrao de distribuigdo em documentos e
em toda a cole¢do de documento (corpus) [22]. Onde TF é a frequéncia do termo no
documento e o IDF a frequéncia do termo no total dos documentos. O IDF é calculado
utilizando somente os dados de treinamento [27]. Esta férmula inibe a dominéncia de
palavras muito comuns nos corpus, destacando as palavras menos comuns e os termos
que sao verdadeiramente tnicos e representativos para o modelo no conjunto de textos de
treinamento, [22], [27].

Word Embedding

O Word embedding é uma modelagem para redes neurais que substitui as abordagens

tradicionais ao representar as palavras como vetores numéricos continuos projetados em

23



um espaco de alta dimensionalidade ao invés de matrizes dispersas baseadas na contagem
de frequéncia de termos, [35], [36]. A arquitetura Word embedding avalia coocorréncias
e contextos para encapsular conexoes posicionais e de proximidade, assim, baseando-
se nessas representagoes numeéricas, os modelos conseguem absorver de forma superior as
complexas relagoes e analogias seméanticas do texto, [35], [36]. Esse detalhado mapeamento
de significados através de vetores otimiza os célculos de similaridade e confere um altissimo
poder de generalizagdo. Essas representacoes densas consolidaram-se como a espinha

dorsal da moderna arquitetura Transformers,[35], [36].

3.4 Balanceamento de Dados - Redimensionamento

3.4.1 Subamostragem

A subamostragem (undersampling) é a exclusao de registros das classes majoritarias com
o objetivo de evitar o enviesamento do aprendizado dos modelos durante o treinamento
[11]. Esta atividade pode ser efetuada por diversas formas. O Random Under-Sampling
(RUS), método simples e muito utilizado, elimina os exemplares da classe majoritaria de
forma aleatoria, tendo como principal desvantagem o risco de eliminar dados potencial-
mente importante para o processo de aprendizagem durante o treinamento do modelo [21].
Assim, outras técnicas de subamostragem mais refinadas podem ser utilizadas para per-
sistir a integridade estatistica da classe majoritaria enquanto minimiza a sua quantidade

de registros como Cluster Centroids, Tomek Links ou NearMiss 3 [37].

3.4.2 Sobreamostragem

Segundo SOUZA [21], a sobreamostragem (oversampling) visa eliminar os danos de uma
distribuicao distorcida por meio da criacao de novas amostras para as classes minorita-
rias, por meio, por exemplo da replicagdo de alguns exemplos da classe minoritaria, ou
por criacao de exemplos sintéticos a partir das instancias originais, como faz o método
SMOTE (Synthetic Minority Oversampling Technique). No artigo "Imbalanced Data Pro-
blem in Machine Learning: A Review" [37] os autores explicam o SMOTE é um método
de sobreamostragem que identifica instdncias proximas dentro do espago de caracteristi-
cas, estabelecendo conexoes entre elas e gerando novas amostras sintéticas ao longo dessas

conexoes.

3https://imbalanced-learn.org/stable/references/generated/imblearn.under_sampling.
NearMiss.html
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Geracao de Textos Sintéticos

Ainda a respeito da sobreamostragem, CORDEIRO, RABELO e MOURA [11] salientam
que o aumento de dados focado na criacao de amostras artificiais para as classes minorita-
rias, tem o intuito de balancear a base desbalanceada antes do treinamento dos modelos.
Naquele estudo os autores utilizaram a biblioteca Python NLPAUG descrita no estudo
[25] de JOSHI et al.

De acordo com o artigo, o framework NLPAUG disponibiliza uma ampla variedade
de técnicas para a geracao de textos sintéticos e para a realizacdo de aumento de dados
textuais (text data augmentation), que contribui para a melhoria do desempenho e da
capacidade de generalizagdo dos modelos para Classificacao de Textos Desbalanceados
(CTD), permitindo que aprendam a partir de uma gama mais diversificada de exemplos
e, consequentemente, aprimorando a acuracia e a robustez. A biblioteca NLPAUG pos-
sibilita a aplicagdo de técnicas como substituicao por sindénimos, insercao de palavras e

modifica¢cdes em nivel de caracteres e criacao de textos por LLMs.

3.5 Reducao de Dimensionalidade

No artigo [22] de SANTOS et al, eles explicam que a Redugao de Dimensionalidade é o ge-
renciamento da alta quantidade de dimensoes (varidveis) dos dados, que frequentemente
torna o processamento dos algoritmos excessivamente lentos. O trabalho lista técnicas
de redugao de dimensionalidade como PCA, LDA (Linear Discriminant Analysis), SVD
(Singular Value Decomposition). Estas técnicas diminuem as dimensoes das caracteris-
ticas (termos) dos dados, melhorando o desempenho dos algoritmos de AM por exigir

menos computacionalmente [38].

3.5.1 Analise de Componentes Principais - PCA

SEHGAL et al tratam da técnica Principal Component Analysis (PCA), Anélise de Com-
ponentes Principais, no artigo [23]. Definem PCA como uma técnica que reconhece pa-
droes ao analisar dados de alta dimensionalidade, muito dificeis de interpretar dado o
volume de caracteristica para reduzi-los. Através de algoritmos de algebra linear, o mé-
todo diminui um grande conjunto de variaveis correlacionadas para um nimero pequeno
e representativo de variaveis, os componentes principais, mantendo a quantidade maxima
de informacao nas restantes.

No artigo SANTOS et al [22], os autores aplicam PCA em CTD, para reduzir as
dimensoes das caracteristicas dos textos, e melhorar significativamente o desempenho dos

algoritmos de AM.
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3.6 Modelos

3.6.1 Energy-based Flow Classifier - EFC

O algoritmo Energy-based Flow Classifier (EFC)* é um classificador desenvolvido para a
deteccao de anomalias e intrusoes em fluxos de redes, estruturado sob o paradigma de
CIUC e fundamentado na estatistica inversa do modelo de Potts, conceito da mecénica
quantica. O EFC infere o modelo estatistico baseando-se exclusivamente em amostras
benignas, eliminando a dependéncia de grandes bases de dados contendo ataques malicio-
sos previamente rotulados e torna o modelo mais resiliente e adaptavel a novos dominios,
isto é, a diferentes distribui¢oes de dados. Quando a energia calculada para um determi-
nado fluxo ultrapassa um limiar estatistico (threshold) preestabelecido — indicando que
o comportamento difere consideravelmente do trafego normal aprendido — a amostra é

classificada como andmala ou maliciosa.

Modelo Matematico

O conceito matematico e computacional do EFC consiste no calculo da energia total de
cada fluxo, andlogo a fun¢do Hamiltoniana. Seguindo o Principio da Maximizacao da

Entropia, a energia de uma configuracao de fluxo k£ é dada por:

H(agi,...,axy) = — Z eij(ars, ary) — Z hi(ak:) (3.1)

i,5]i<g
Para determinar os parametros matematicos do modelo a partir da amostra de trei-
namento benigna, o algoritmo utiliza uma aproximacao Gaussiana que infere os acopla-
mentos e;; por meio da inversao da matriz de covariancia C' das frequéncias empiricas

conjuntas, conforme:

eij(ai, a;) = —(C™1)i;(as, ay) (3.2)

Os campos locais h;, associados ao estado individual de cada atributo, sao definidos

por uma aproximacgao de campo médio, resultando:

(@) =1 (%Y St e fi(a
o) = () = St et 33

Execucao do Algoritmo

A execugao do EFC esta descrita no Algoritmo 1, retirado do trabalho de PONTES [19]:

‘https://efc-package.readthedocs.io/en/latest/index.html
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Algorithm 1 Energy-based Flow Classifier

Require: normal flows € RE*YN Q. «, cutoff

H
@

11:
12:
13:
14:
15:
16:
17:
18:
19:
20:
21:
22:
23:
24:
25:
26:

Import all model inference functions
fi <= SiteFreq(normal_flows, @, «)

fij < PairFreq(normal flows, f;, @, @)
ei; < Couplings(fi, fi;, Q)

h; < LocalFields(e;;, fi, Q)

while scanning the network do

flow < wait_ for_incoming flow()
e+ 0
fori< 1to N —1do
a; < flow(i]
for j <~ i+ 1to N do
a; < flow[j]
if a; # ) and a; # () then
e e—e;li,a;, g, a;)
end if
end for
if a; # @) then
e < e — h;i, a4
end if
end for
if e > cutoff then
stop__flow()
forward_ to_ DPI()
else
release__flow()
end if

27: end while

nuo. Inicialmente, calcula-se as frequéncias, os acoplamentos e os campos locais a partir
do trafego benigno, estabelecendo um limiar de corte (cutoff, threshold, limiar estatis-

tico), frequentemente definido no percentil 95 da distribui¢ao das energias do conjunto de

O algoritmo pode ser analisado em duas parte: pré-calculo e monitoramento conti-

treinamento.

energia e é inicializada em zero e sofre deducoes iterativas baseadas nas penalizagoes

Na fase de monitoramento em tempo real, quando um novo fluxo é capturado, sua

correspondentes aos seus atributos observados:
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e e—eyl...]—hil ] (3.4)

Se a energia final computada satisfizer e > cutoff, o modelo infere que o padrao foge
da normalidade e o fluxo é classificado como malicioso, sendo encaminhado para uma
inspecao profunda de pacotes (Deep Packet Inspection - DPI). Caso contrario, o trafego

¢é validado e liberado.

3.6.2 BERTimbau

O Bidirectional Encoder Representations from Transformers para o portugués brasileiro
(BERTimbau) é um modelo treinado na arquitetura Bidirectional encoder representations
from transformers (BERT) para a lingua portuguesa do Brasil com o intuito de utiliza-lo
para tarefas de Processamento de Linguagem Natural (PLN). O estudo [39] utilizou a
estratégia de transfer learning baseada em modelos de linguagem (LMs) pré-treinados, os
quais consistem em modelos de grande escala treinados sobre extensos corpora textuais.
O BERTimbau foi estudado em trés tarefas subsequentes de PLN: Similaridade Textual
entre Sentencas (Sentence Textual Similarity — STS), Reconhecimento de Inferéncia Tex-
tual (Recognizing Textual Entailment — RTE) e Reconhecimento de Entidades Nomeadas
(Named Entity Recognition — NER). E segundo os autores superou o mBERT em todas
as tarefas avaliadas (STS, RTE e NER), validando, assim, a eficicia do uso de modelos
de linguagem pré-treinados especificos por idioma para o portugués.

O BERTimbau foi empregado no trabalho de [11] para tarefas de Geragao de Textos
(GT) e CT, utilizando o framework NLPAUG, apresentado em [25].

3.6.3 Light Gradient Boosting Machine - LGBM

O Light Gradient Boosting Machine (LGBM) é um algoritmo muito eficiente de Gradient
Boosting projetado para superar desafios de escalabilidade ao lidar com grandes volumes
de dados e com alta dimensionalidade. Para acelerar o treinamento em até 20 vezes
sem sacrificar a precisao, o modelo adota uma abordagem baseada em histogramas e
introduz duas técnicas principais: o GOSS ( Gradient-based One-Side Sampling), que reduz
as instancias analisadas focando naquelas com maiores gradientes, e o EFB (Ezclusive
Feature Bundling), que diminui o niimero de dimensoes agrupando varidveis mutuamente
exclusivas. Essa arquitetura combinada garante um desempenho preditivo robusto com

menor consumo de memoria e maior velocidade de treinamento [40].
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3.6.4 Support Vector Machine - SVM

O Support Vector Machine (SVM) é um modelo linear de AM amplamente utilizado na
resolucao de problemas de classificagao. O algoritmo atua representando as observagoes
em um espaco de dimensao N para encontrar uma fronteira linear, ou hiperplano, capaz de
separar os dados em suas respectivas classes. O grande diferencial do SVM esta na forma
como essa segmentacao € feita: a escolha do hiperplano baseia-se na obtencao da "margem
maxima de separagdo’, ou seja, a maior distancia possivel entre a fronteira de decisao e os
pontos de dados (vetores de suporte) das classes. Ao focar na maximizagao dessa margem
por meio de fronteiras lineares, o algoritmo garante alta eficiéncia e robustez na separacao
das classes ([22] e [21]).

3.6.5 Logistic Regression - LR

O Logistic Regression (LR) é um algoritmo de AM supervisionado que utiliza uma fungao
logistica para deduzir um modelo matematico preditivo a partir dos dados de treinamento.
Estruturalmente, o método aplica a fungdo sigmoide (também conhecida como curva S)
para ajustar o modelo aos dados, reconhecendo um vetor contendo varidveis previamente
rotuladas e avaliando os coeficientes correspondentes a cada variavel de entrada. Assim,
o algoritmo ¢é capaz de prever a classe de um novo dado, destacando-se por sua efici-
éncia, uma vez que exige um CC relativamente menor quando comparado a técnicas de

classificagdo mais complexas ([29], [21] e [13]).

3.6.6 K-Nearest Neighboors - KNN

O K-Nearest Neighbors (KNN) é um algoritmo de classificagao cldssico de AM supervi-
sionado baseado em instancias, chamado de (lazy learner), porque executa a inferéncia
apenas no momento em que uma nova amostra de teste é dada. Ao avaliar um novo item,
o algoritmo calcula a sua similaridade em relacao aos dados de treinamento e seleciona as
k amostras mais semelhantes, que sdo denominadas como seus "vizinhos". A classificagao
final do novo objeto é obtida por meio de uma votacao de maioria simples entre esses k
vizinhos mais préoximos. A partir da probabilidade de um determinado ponto pertencer
a uma certa vizinhanga, o modelo atribui a nova amostra a classe predominante entre os
seus vizinhos.([11], [18] e [21])

3.7 Meétrica de Avaliacao

Para comparar os modelos e selecionar aqueles que melhor atendem ao problema estudado,

é necessario utilizar multiplas métricas de avaliacao e, posteriormente, compara-las entre
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si ([41]). Assim, considerando as métricas apontadas nos artigos presentes no Capitulo 2,
assim como a probleméatica deste estudo apontada no Capitulo 1 destaco as seguintes
métricas que sao calculados a partir das relagoes observadas na Matriz de Confusao,

conforme ilustrada na 3.1.

Tabela 3.1: Matriz de Confusao

Previsoes do Modelo
Observacoes Positivas Negativas
Positivas | TP (Verdadeiro Positivo) FN (Falso Negativo)
Negativas FP (Falso Positivos) TN (Verdadeiro Negativo)

3.7.1 Recall

A métrica de Micro Recall reflete a necessidade de classificar corretamente os itens per-
tencentes a cada classe, calculado separadamente para cada classe, representa a propor¢ao

de instancias dessa classe que sao corretamente identificadas.

T Pyos
TPpos + FNpos

Recallpesitive = (3.5)

T Pyeg
T'Pyeg + F'Nyeg

Recallnegative = (3.6)

onde:

T Pyos = true positives (verdadeiro positivos) da classe positiva (= T Nyeg)

FN,os = false negatives (falsos negativos) da classe positiva (= F Pyeg)

T Pyeg = true positives (verdadeiro positivos) da classe negativa (= T'Npos)

FNyey = false negatives (falsos negativos) da classe negativa (= F Ppos)

3.7.2 False Discovery Rate - FDR

A métrica False Discovery Rate (FDR), taxa de descobertas falsas, mede a propor¢ao de

falsos alarmes, isto é, falsos positivos, em relagdo ao total de predigoes positivas.

FpP
FDR ositive — e .
POStVe ™ TP s + FPoog (3.7)
F Py
FDRNegative = £ (38)

TPoeg + Py

onde:
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o F P, = false positives (falsos positivos) da classe positiva (= F'Nyeg)
o TP, = true positives (verdadeiros positivos) da classe positiva(= T Nyeg)
o FPys = false positives (falsos positivos) da classe negativa (= F'Nyeg)
o TP, = true positive (verdadeiros positivos) da classe negativa (= 1" Npos)

E importante enfatizar a relacdo do FDR com a métrica de Precisao.
A métrica Precisao é definida como:
TP
Precisao = ——— 3.9
TP+ FP (3.9)
Tanto a FDR quanto a Precisao compartilham o mesmo denominador e, portanto,

apresentam uma relagao direta:

FDR = 1 — Precisao.

Quanto menor a FDR, maior a Precisao.

3.7.3 Acuracia

Avalia o desempenho geral do modelo em todas as previsoes, sem distinguir entre clas-
ses majoritarias e minoritarias. A acurdcia é definida como a proporcao de instancias
classificadas corretamente (verdadeiros positivos + verdadeiros negativos) em rela¢ao ao
nimero total de previsoes (verdadeiros positivos + falsos positivos + verdadeiros negativos
+ falsos negativos).

TP+TN

Acurdcia — 3.10
U = T TP L FN + TN (3.10)

onde:

o TP = true positives (verdadeiros positivos)
o TN = true negatives (verdadeiros negativos)
o F'P = false positives (falsos positivos)

o FN = false negatives (falsos negativos)

3.7.4 AUC-ROC

A métrica Area Under the Curve - Receiver Operating Characteristic (AUC-ROC) avalia
a capacidade de um classificador binario em distinguir entre duas classes, como Ouv-DF e

e-SIC DF. Assim, quanto maior o valor da AUC-ROC, melhor o desempenho do modelo.
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1
AUC = / TPR(t) dFPR(?) (3.11)
0
onde:

« TPR(t) = %&?Nm ¢ a taxa de verdadeiros positivos (True Positive Rate) no

limiar ¢

« FPR(t) = #@N@ ¢ a taxa de falsos positivos (False Positive Rate) no limiar ¢

o TP = true positives (verdadeiros positivos)
o TN = true negatives (verdadeiros negativos)
o FP = false positives (falsos positivos)

o FN = false negatives (falsos negativos)

3.7.5 F1-Score

O F1-Score é uma métrica que combina Precisdo e Recall por meio de sua média harmo-
nica. Como a métrica de Precisdo é definida como o complemento do FDR, o F1-Score
também reflete na taxa de falsas descobertas. Valores elevados de FDR implicam em re-
ducao da Precisao e, consequentemente, diminuicao do F'1-Score, mesmo quando o Recall
é alto. Portanto, o F1-Score penaliza modelos que apresentam elevado ntimero de falsos
positivos, promovendo um equilibrio entre acertos e erros do classificador.

2 - Precisaomicro - Recallyficro

F1-Scorey oo = i~ 3.12
corem Precisaoyicro + Recallyicro ( )

2T‘PMicro
F1-S cors = 3.13
corem QTPMicro + FPMicro + FNMicro ( )

onde:

o TP = true positives (verdadeiros positivos)
o FP = false positives (falsos positivos)

o TP = true positive (verdadeiros positivos)
o F'P = false positives (falsos positivos)

A definicdo do F1-Score micro é apresentada na Equacao 3.12. As Equacoes 3.12 a

3.13 apresentam o calculo do F'1-Score micro.

32



Capitulo 4
Experimentos

Este capitulo apresenta a metodologia de pesquisa empregada neste estudo e os experi-
mentos realizados. Os topicos deste Capitulo, assim como a execucao dos experimentos
deste estudo, foram divididos pelas etapas definidas na Trajetéria de Ciéncia de Dados
(TCD) Escolhida considerando o exposto na metodologia TCD[1], Figura 3.2.

4.1 Metodologia - Trajetéoria de Ciéncia de Dados
(TCD)

Para determinar a trajetéria a ser utilizada neste estudo, consideraram-se o contexto e os
problemas abordados neste trabalho, descritos no Capitulo 1. E também os problemas
discutidos no Capitulo 2 em contextos semelhantes, artigos de NOGUTI, VELLASQUES
e OLIVEIRA [10]; SOUZA [21]; CORDEIRO, RABELO E MOURA [11]; e SANTOS (et
al)[22].

Dessa forma, a trajetoria escolhida é apresentada nas Figura 4.1 e Figura 4.2, sendo
composta pelas seguintes etapas: Exploracao do Objetivo, Entendimento do Negbcio,
Exploracao da Fonte dos Dados, Aquisicao dos Dados, Entendimento dos Dados, Ar-
quitetura dos Dados, Preparacao dos Dados, Modelagem, Avaliacdo, Implementacao e

Disponibilizacao dos Dados.

TCD escolhida

{1 BIVAN

Figura 4.1: Trajetéria de Ciéncia de Dados selecionada
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Observando a Figura 4.2, as trés primeiras etapas podem ser compreendidas como
uma unica fase, ocorrendo de forma sequencial e executadas apenas uma vez: Exploracao

do Objetivo, Entendimento do Negbcio, Exploracao da Fonte dos Dados.

" Entendimento Exploragio da
Exploragéo do - o negbeio - Fonte dos - Aquisigio dos ” Entendimento - Arquitetara dus
Objetivo Dados Dados dos dados Dados
~——
= — Preparacao
Disponibilizaggo dos _ Implementagéio _ Avaliagdo - Modelagem do: dadgos
Dados

Figura 4.2: Trajetéria de Ciéncia de Dados Escolhida

4.2 Exploracao do Objetivo

Aqui delimitaram-se os objetivos do negécio (CGDF) e qual dentre os varios determinados
podem ser alcancados de uma forma orientada a dados. E estdo descritos nos itens
1.2 Contexto Especifico, 1.4.1 Justificativa do tema e 1.4.2 Contribuicoes Esperadas do
Capitulo 1

4.3 Entendimento do Negbcio

Nesta secao o foco é entender os objetivos e requisitos do projeto sob a perspectiva do

negocio e convertendo-os em defini¢cao de problema.

4.3.1 Objetivos da aplicacao

A aplicacao proposta neste estudo tem como cenario a plataforma ParticipaDF, de res-
ponsabilidade da Controladoria-Geral do Distrito Federal. Sendo o seu objetivo geral
automatizar a classificacao dos relatos redigidos pelos cidadaos no ParticipaDF entre o
Sistema Eletronico do Servigo de Informagoes ao Cidadao do Distrito Federal (e-SIC DF)
e o Sistema de Ouvidoria do Distrito Federal (Ouv-DF) por meio de Aprendizagem de
Maquina (AM). E tendo como 'critérios de sucesso da aplicagio” a reducao da varia-
bilidade interpretativa dos casos, a reducao do tempo gasto pelo usuario no registro do

pedido, e o aumento da facilidade de uso do Participa DF para o mais leigo usuario.
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4.3.2 Situacao
Contexto

A presente dissertacdo tera como contexto os pedidos registrados no site da plataforma
de participagao popular Participa DF, administrada pela Controladoria-Geral do Distrito
Federal (CGDF), que hospeda os sistemas Sistema Eletronico do Servigo de Informagoes
ao Cidadao do Distrito Federal (e-SIC DF) e Sistema de Ouvidoria do Distrito Federal
(Ouv-DF).

Infraestutura

A infraestrutura computacional adotada para a modelagem foi o préprio ambiente da
CGDF, de modo a garantir a preservacao da confidencialidade das informacgoes contidas
nas manifestagoes dos cidadaos.

Os experimentos foram realizados em uma GPU NVIDIA Tesla T4, com 15 GB de
memoéria dedicada e 234 GB de memoéria RAM disponiveis no servidor.

Como parte da infraestrutura tecnoldgica, utilizou-se o Jupyter Hub, Fast API, TFS,
e Jenkins para experimentacao.

A linguagem de programacao adotada neste projeto é a Python, porque é a adotada
pela Diretoria de Ciéncia de Dados (DICID) em seus projeto de Aprendizagem de Méquina,
(AM).

Os dados foram provenientes de bases institucionais sob responsabilidade da CGDF,

e-SIC DF e Ouv-DF.

Limitacoes

Como consequéncia do contexto e da infraestrutura citamos a limitagoes do projeto

quanto:

e a dificuldade em treinar modelos ou aplicar técnica com elevado custo computacio-

nal, devido a limitagoes da GPU;

« alinguagem de programagao, a adotada pela Diretoria de Ciéncia de Dados (DICID)

em seus projeto de AM, que é a linguagem Python;

« a temporalidade dos dados, pois a meméria da GPU ¢ limitada para treinar os

modelos classicos com a quantidade disponivel de dados.
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Custos

Quanto aos custos advindos da criagao da aplicagdo, podemos citar o de utilizagao da

propria infraestrutura da CGDF e dos servidores que trabalham na CGDF.

4.3.3 Determinacao das metas

O cliente a ser atendido pela aplicagao sera a populagao do Distrito Federal. Os especia-
listas consultados foram os dos setores da CGDF responsaveis respectivamente pelo e-SIC
DF e pelo Ouv-DF, a Subcontroladoria de Transparéncia e Controle Social (SUBTC) e a
Ouvidoria-Geral do Distrito Federal (OGDF) respectivamente. O "dono do problema" foi
a Diretoria de Ciéncia de Dados (DICID) responséavel pelo desenvolvimento dos modelos
e da aplicacgao.

As metas da aplicagao foram:

» reduzir o tempo gasto nas atividades rotineiras que serao automatizadas, apresen-

tando desempenho superior ao humano;

o reduzir os encerramentos de solicitacoes que foram direcionadas para o sistema er-

rado;
e reduzir o tempo de preenchimento das solicitacgoes;

o aumentar a facilidade de uso do Participa DF, permitindo a utilizacdo por até o

mais leigo dos usuarios;

o aumentar os indices de satisfacao do cidadao com o Participa DF.

Para atingir estas metas, as ferramentas disponiveis na infraestrutura da CGDF sao ade-

quadas.

4.3.4 Plano do Projeto

Considerando a literatura apresentada no Capitulo 2, o presente estudo propoe como
solucao para o problema apresentado no Capitulo 1, aplicar a técnica de Aprendizagem
de Méiquina EFC a base de textos desbalanceadas da plataforma Participa DF! para
criar modelos que alcancem maior assertividade na rotulacao da classe minoritaria e que
possuam um menor Custo de Treinamento de Modelos, em contraposi¢ao as técnicas
corriqueiramente utilizadas em problemas de rotulagao de bases textuais desbalanceadas.

O presente trabalho propoe a classificagdo de um corpora composto por duas classes

"https://www.participa.df.gov.br/
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desbalanceadas, provenientes do corpus do sistema e-SIC DF (classe minoritaria) e do
corpus do Ouv-DF (classe majoritaria).

O trabalho de CORDEIRO, RABELO e MOURA [11] apresenta o cendrio mais pa-
recido ao do presente trabalho, a classificacdo de comunicacoes a 6rgao de controle com
base de dados desbalanceada. Apesar de trabalhar em rotulacao de multiplas classes e
nao categorizagao bindria (foco do presente estudo), o estudo de CORDEIRO, RABELO
e MOURA [11] apresenta uma abordagem pratica propicia para solucionar o caso desta
dissertagao, ao classificar de forma eficiente as manifestagdes de classes desbalanceadas.

Apesar do trabalho de PONTES et al [16] nao tratar de classificacdo de textos, ele
apresenta uma abordagem diferente para rotulacao de dataframes severamente desbalan-
ceados e pode ser aplicado para tarefas de Classificacao de Textos Desbalanceados (CTD),
sendo uma lacuna de estudo.

Dessa maneira, este trabalho propoe aplicar o algoritmo EFC em um contexto de

desbalanceamento de textos para classificagdo binaria.

4.4 Exploracao da Fonte de Dados

Tanto o e-SIC DF quanto o Ouv-DF possuem uma base de dados estruturada com registros
superiores a dez anos, que representam valiosas fontes de dados.

Contudo, os dados do e-SIC DF passaram a ser armazenado em outro banco de dados
a partir do langamento do Participa DF em 08/12/2022, possuindo nova estrutura. Até o

momento nao foi definida a correspondéncia das colunas da base antiga para a base nova.

4.5 Aquisicao dos Dados

As etapas subsequentes da TCD escolhida correspondem as fases que podem envolver
iteragoes, conforme ilustrado na Figura 4.2. Essas iteragdes tém como objetivo convergir
para uma solucdo do problema estudado a cada repeticao. As iteracdes compreendem
as etapas: Aquisicio dos Dados. Entendimento dos Dados; Arquitetura dos Dado, Pre-
paracao dos Dados; Modelagem e Avaliagdo. Estas repeticoes podem ocorrer em funcao
dos resultados obtidos em cada etapa, de forma individual ou conjunta. Com base nas
informagoes obtidas, os "donos do problema" decidem se as etapas devem ser repetidas,
alterando ou nao a abordagem adotada em cada fase, sempre com o objetivo de aproximar
a solucao do problema em estudo.

Na etapa Aquisicao dos Dados foram extraidos registros cujas manifestacoes ja haviam
sido concluidas, isto é, ja analisadas pela area especializada e rotuladas com a classificacao

final. Uma amostra estdtica foi extraida da base de dados do Sistema Eletronico do
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Servigo de Informagdes ao Cidadao do Distrito Federal (e-SIC DF) e disponibilizada no
ambiente de homologacao. Quanto aos registros da base de dados do Sistema de Ouvidoria
do Distrito Federal (Ouv-DF), eles sao extraidos diretamente do ambiente de producao
considerando o frequente acesso a ele para outros estudos. Destas extragoes dos bancos
de dados do Participa DF, obteve-se o corpus do sistema e-SIC DF e o corpus do sistema
Ouv-DF. Este corpora formou um tunico dataframe foco deste estudo formado por duas
classes, e-SIC DF e Ouv-DF.

4.6 Entendimento dos Dados

As amostras obtidas dos bancos de dados do Participa DF representam um periodo de 32
meses, com aproximadamente 58.000 registros da classe e-SIC DF e 864.000 registros da
classe Ouv-DF.

Das observagoes obtidas na Andlise Exploratéria de Dados (AED) destacamos as dis-
tribuicdo dos relatos em cada sistema ao longo do tempo (Figura 4.3) e Figura 4.4), na
qual verificamos a sazonalidade das demandas; e a distribuicao de palavras por relatos na
qual verificamos as dimensionalidades dos textos (Classe e-SIC DF, Figura 4.5. Classe
Ouv-DF, Figura 4.6.

Contudo, devido as limitagoes de processamento da GPU, o conjunto de dados utili-
zado para o treinamento dos modelos foi reduzido. Da base e-SIC DF foram mantidos
7.977 registros, e da base Ouv-DF mantidos 160.698 registros. Verificou-se que os re-
gistros de ambos os sistemas, formaram um dataframe com as duas classes (e-SIC DF e
Ouv-DF) totalizando 168.675 registros. O corpus resultante apresentou uma propor¢ao de
4,73% para a classe minoritaria e-SIC DF e de 95,27% para a classe majoritdria Ouv-DF,

resultando em uma razao de desbalanceamento[13] de 20,15.

4.7 Arquitetura dos Dados

A etapa de Arquitetura dos Dados, conforme preconizada pela metodologia de Trajetéria
de Ciéncia de Dados (TCD), consiste em projetar o esquema logico das informagoes para
a integragao de diferentes fontes de dados.

Sob esse rigor conceitual, o projeto arquitetural desta pesquisa objetivou unificar dados
de duas bases de naturezas distintas, assim, extraindo registros dinamicos do ambiente de
producao do sistema Ouv-DF e estaticos do ambiente de homologacao do sistema e-SIC
DF, no periodo de 08/12/2022 a 01/09/2025.

Para consolidar essa integracao, mapeou-se a correspondéncia dos atributos de inte-

resse, sincronizando a varidvel textual "Relato” e a variavel de data "Abertura" do sis-
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Comparacao Volume Registros/Més
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Figura 4.3: Quantidade de Registros por més no sistema e-SIC DF .

tema Ouv-DF com os respectivos campos "DS TEXTO PEDIDO" e "'DT PEDIDO"
do banco do e-SIC DF.

A partir deste desenho de compatibilidade, e a determinagao do volume de dados a ser
processado na modelagem, executaram-se as transformacoes para garantir que as colunas
correspondentes possuissem os mesmos tipos de dados. A efetivagao destas transformacgoes
e arranjos assegurou a construcao de uma base estruturada e consistente, habilitando a

massa de dados para a subsequente etapa de modelagem preditiva.
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Figura 4.4: Quantidade de Registros por més no sistema Ouv-DF .

4.8 Preparacao dos Dados

Devido as limitagoes de processamento da GPU, o conjunto de dados utilizado para o
treinamento dos modelos foi reduzido para 168.675 registros, 7.977 registros da classe
e-SIC DF, e 160.698 registros da classe Ouv-DF.

Com o objetivo de comparar o desempenho dos modelos considerando também vari-
acoes no pré-processamento, foram selecionadas diversas técnicas, aplicadas ou nao con-
forme o caso, resultando em diferentes pipelines de pré-processamento que foram subme-

tidas aos algoritmos para treinamento dos modelos, Figura 4.7.
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Figura 4.5: Histograma Palavras por Relato - classe e-SIC DF .
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Figura 4.6: Histograma Palavras por Relato - classe Ouv-DF .

4.8.1 Aplicadas a todo o corpus

o Engenharia de atributos — criacao de um atributo categérico para diferenciar as

classes; ajustes nos nomes e nos tipos das colunas.

e Remocdo de valores ausentes e duplicados — realizada antes e apds a juncao

dos conjuntos de dados provenientes dos sistemas e-SIC DF e Ouv-DF.

4.8.2 Aplicadas em diferentes etapas
Normalizacao de palavras

Executada antes da aplicacao da redugao de dimensionalidade por PCA[23], foi necessaria

a normalizacao textual por meio de duas técnicas:

o lematizagao 2(Exemplos Tabela 4.1)

’https://spacy.io/models/pt
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PR TF- sem lematizagdo, ou estematizagdo, ou
Divisdo dos Dados de IDF sobreamostragem ou subamostragem
Dados Trei —
Lreino - sem lematizagdo ou estematizago, ou
IDF sobreamostragem, mas com
subamostragem por NearMiss
y com lematizagdo e sem sobreamostragem
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Figura 4.7: Pré-processamentos realizados

o estemizagao - fungdo RSLPStemmer * (Exemplos Tabela 4.1)

o estemizacdo - fungio SnowballStemmer * (Exemplos Tabela 4.1)

Tabela 4.1: Exemplos de pré-processamento textual

Relatos

Limpos

Lematizados

RSLPStemmer

SnowballStemmer

Boa noite, gostaria de
informagbes sobre as
ru...

boa noite gostaria de
informagdes sobre as
rua...

bom noite gostar de
informagdo sobre o
rua de ...

boa noit gost de in-
form sobr as rua do
sol nas...

boa noit gost de in-
form sobr as ruas do
sol na...

Prezados, Com fun-
damento na Lei n®
xX.xxX/20XX...

com fun-
o

prezados
damento na lei n
xxxxx20xx l...

prezar com funda-
mento em o lei n® lei
de acess...

prez com fundament
na lei n° xxxxx20xx

lei de ...

prez com fundament
na lei n° xxxxx20xx
lei de ...

buraco nesta via

buraco nesta via

buraco em este via

burac nest via

burac nest via

Reducao de dimensionalidade

Realizada por Principal Component Analysis (PCA) em conjunto com a normalizagao de

palavras realizada anteriormente([23]). Foram testados 100 e 500 componentes nos testes

de hiperparametros da funcao GridSearchC'V.

Extracao de atributos e limpeza dos dados

o Vetorizacao foi realizada por meio de Term Frequency-Inverse Document Frequency
(TF-IDF), limitada as 5.000 palavras mais frequentes;

» Remogao de stopwords em portugués; (Exemplos -Tabela 4.1)

3https://www.nltk.org/_modules/nltk/stem/rslp.html

‘https://www.nltk.org/api/nltk.stem.SnowballStemmer.html
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» Conversao dos textos para letras minusculas; (Exemplos - Tabela 4.1)

» Remocao de caracteres especiais, sinais de pontuagao e espagos excedentes. (Esse tl-

timo conjunto de remoc¢oes nem sempre foi aplicado ao pipeline de pré-processamento
do EFC.)
Redimensionamento

Foram utilizadas duas técnicas:

e Subamostragem — por meio da fun¢ao NearMiss, Version 2.

« Sobreamostram — por meio da biblioteca NLPAUG?® ([25] e [11]).

Sobreamostragem utilizando os modelos BERT:

BERTimbau® ([39]),
BERT multilingue,
DistilBERT multilingue,
DistilBERTimbau ([42]) e
— XLM-RoBERTa.

E as funcgoes:

— nlpaug.augmenter.char.random”: para aplicar caracteres aleatérios ao

texto;
— nlpaug.augmenter.char.keyboard®: para simular erros de digitacao ao texto;

— nlpaug.augmenter.word.context__word__embs’: aplica operacoes lexicais

a entrada textual com base em representacoes contextuais das palavras.

A partir de 7.977 registros, foram criados 40.560 textos sintéticos para o treinamento

dos modelos.

4.8.3 Dados de Treinamento, Teste e Validacao

A divisao dos textos em "Dados de Treinamento, Teste e Validacao', Figura 4.7, conside-

rou que foram criados dois dataframes:

Shttps://nlpaug.readthedocs.io/en/latest/index.html
Shttps://huggingface.co/neuralmind/bert-large-portuguese-cased
"https://nlpaug.readthedocs.io/en/latest/augmenter/char/random.html
8https://nlpaug.augmenter.char.keyboard
Yhttps://nlpaug.readthedocs.io/en/latest/augmenter/word/context_word_embs.html
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o um sem sobreamostragem da classe minoritaria (Original Dataframe);

« outro com sobreamostragem da classe minoritaria (Augmented Dataframe).

Inicialmente, esses conjuntos foram divididos em Dados de Validacdo e Dados de Trei-
namento e Teste.

Os Dados de Validag¢do correspondem aos trés tultimos meses da amostra, totalizando
79.804 registros e sem textos sintéticos. Dessa forma, os Dados de Valida¢ao provenientes
tanto do Original Dataframe e do Augmented Dataframe sao idénticos.

Os Dados de Treinamento e Teste do Original Dataframe totalizaram 88.871 registros
(filtered Dataframe), enquanto os do Augmented Dataframe totalizaram 129.431 registros
(filteredAug Dataframe).

A partir dos dataframes filtered e filteredAug, os conjuntos de treinamento e teste
foram separados na proporg¢ao de 70%/30%.

Para o filtered Dataframe, foram selecionados 62.209 registros para treinamento e
26.662 registros para teste. Para o filteredAug Dataframe, foram selecionados 90.601
registros para treinamento e 38.830 registros para teste.

A partir do filtered Dataframe e do filteredAug Dataframe foram criados diversos da-
taframes de treino e teste de acordo com o pré-processamento que estes dados foram

submetidos:
e Dataframes Derivados do filtered Dataframe

— sem lematizacao, estematizacao, sobreamostragem ou subamostragem;

— sem lematizacao ou estematizacao e sem sobreamostragem, mas com subamos-

tragem;
— com lematizacao e sem sobreamostragem ou subamostragem;

— com estematizagao utilizando RSLPStemmer e sem sobreamostragem ou suba-

mostragem;

— com estematizagao utilizando SnowballStemmer e sem sobreamostragem ou

subamostragem;
e Dataframes Derivados do filteredAug Dataframe

— sem lematizacao ou estematizacao e sem subamostragem, mas com sobreamos-

tragem;
— sem lematizacao ou estematizacao e com sobreamostragem e subamostragem;

— com lematizagdo e sobreamostragem, mas sem subamostragem;
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— com estematizacao utilizando RSLPStemmer e com sobreamostragem, mas sem

subamostragem;

— com estematizacao utilizando SnowballStemmer e com sobreamostragem, mas

sem subamostragem.

4.9 Modelagem

Com os dados devidamente pré-processados e organizados em formato apropriado para

leitura pelos algoritmos citados no item 3.6 Modelos do Capitulo 3, procede-se ao treina-

mento dos modelos de Aprendizagem de Maquina, dando inicio a fase de Modelagem.
Para selecionar os algoritmos que compoem este estudo na comparacao com o algo-

ritmo EFC, foram considerados:

» modelos apresentados na literatura do Capitulo 2;

o classificadores que representassem as diferentes familias de algoritmos de Aprendi-

zagem de Maquina;
e modelos vidveis para serem treinados na infraestrutura computacional disponivel.
Assim, os algoritmos selecionados para este estudo foram:

» Logistic Regression (LR) - modelo linear;

o Light Gradient Boosting Machine (LGBM) - modelo do tipo ensemble ba-

seado em arvores de decisao;
o K-Nearest Neighbors (KNN) - modelo baseado em instancias (lazy learning);
» Support Vector Machine (SVM) - classificador de margem méaxima;

e Bidirectional Encoder Representations from Transformers para o por-

tugués brasileiro (BERTimbau) ([39]) - modelo de aprendizado profundo e;

« Energy-based Flow Classifier (EFC) ([16]), foco principal deste estudo.

Para treinar os modelos de classificagdo, assim como para fazer as inferéncias, cada
algoritmo precisa receber os dados pré-processados nos formatos esperados pelas suas
arquiteturas.

Para os algoritmos classicos de AM, os pré-processamentos realizados para os treina-
mentos estao representados na Figura 4.8. Em que os 5 pipelines de pré-processamento
foram realizados para os dados de treino extraidos dos conjuntos de dados Original Da-

taframe e Augmented Dataframe (Figura 4.7).
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—
Pré-Processamento de Textos para algoritmos LR, LGBM, SVM e KNN

—

Original Dataframe Augmented Dataframe
(Desbalanceado) (Redimensionado)

classe eSic (~5%), classe Ouv (~96%)

Vetorizagao Vetorizagao
TF-IDF TF-IDF

Vetorizagao Vetorizagao Vetorizagdo

TF-IDF TF-IDF TF-IDF

Redugdo de Redugdo de Redugdo de
Dimensionalidade Dimensionalidade Dimensionalidade

PCA PCA PCA

Figura 4.8: Pré-processamentos de Textos Algoritmos Classicos

Da mesma forma para o BERTimbau foram aplicados os pré-processamentos represen-
tados na Figura 4.9. Em que os 2 pipelines de pré-processamento foram realizados para
os dados de treino extraidos dos conjunto de dados do Filtered Dataframe e FilteredAug
Dataframe (Figura 4.7).

J& para o algortimo EFC foram aplicados os pré-processamentos representados na
Figura 4.10. Em que os 8 pipelines de pré-processamento foram realizados para os dados
de treino extraidos dos conjuntos de dados Original Dataframe (Figura 4.7).

Os algoritmos classicos de Aprendizagem de Méaquina possuem hiperparametros que
devem ser definidos para personalizar o treinamento dos modelos. Considerando a varie-
dade desses hiperparametros e, consequentemente, as multiplas combinagoes possiveis, a
escolha da configuragdo que resulte no melhor desempenho pode ser desafiadora. Assim,
foi empregada a técnica de Grid Search em conjunto com Cross Validation, pela fungao
GridSearchCV 1°. Logo, os hiperparametros dos modelos cldssicos de AM (LR, LGBM,
SVM e KNN) foram definidos por esta fungao GridSearchCV, utilizando a métrica de
Recall como critério para a selecao do melhor conjunto de hiperparametros.

Para o EFC, o tinico hiperparametro definido no pipeline de treinamento foi a classe
a ser utilizada para o treinamento. Como o EFC é um Classificadores de Uma Classe

(CIUC), ele foi treinado separadamente para cada classe, e-SIC DF e Ouv-DF.

Onttps://scikit-learn.org/stable/modules/generated/sklearn.model_selection.
GridSearchCV.html
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Pré-Processamento de Textos para o algoritmo BERTimbau
——

Original Dataframe Augmented Dataframe
(Redimensionado)

(Desbalanceado)

classe eSic (~5%), classe Ouv (~96%)

Pipelines de Pré-processamento

Vetorizacao Vetorizagao

Embeddings TF-IDF Escolha dos

L registros para o

treinamento

Vetorizagdo
Embeddings

Figura 4.9: Pré-processamentos de Textos para o BERTimbau

NN B
Pré-Processamento de Textos para o algoritmo EFC
e ——————

Original Dataframe

(Desbalanceado)

Classe eSic (~5%), Classe Ouv (~96%)

Pipelines de Pré-processamento

Menos etapas de limpeza dos Textos

Menos Menos Menos Menos
limpeza limpeza limpeza limpeza
Vetorizagdo Normalizagdo Vetoriza¢do Normalizagdo
TF-IDF Lematizagdo . . TF-IDF Lematizagdo
Vetorizacdo Vetorizacdo

Vetoriza¢do
TF-IDF TF-IDF

Mais etapas de limpeza dos Texto

Vetorizagdo Vetorizacdo Vetorizagdo
TF-IDF TF-IDF TF-IDF TF-IDF

Redugdo de Redugdo de Redugo d Redugdo de
Dimensionalidade Dimensionalidade Dimensionalidade Dimensionalidade d:
PCA

PCA PCA PCA

Redugdo de
Dimensionalidade Dimensionalidade

PCA

Redugdo de
d:

Figura 4.10: Pré-processamentos de Textos para o EFC
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No fine tuning do BERTimbau, os hiperparametros foram definidos de modo a aten-
der aos requisitos da técnica Quantized Low-Rank Adaptation (QLoRA)Y, utilizada em
razao das limitacoes da GPU onde ocorreu o treinamento, conforme descrito na etapa de
Entendimento do Negocio. Assim, foi realizada quantizacdo em 4 bits e adaptacao por
LoRA (Low-Rank Adaptation). A métrica escolhida para o early stopping de 2 épocas foi
o Recall; e o otimizador utilizado foi AdamW em 8 bits.

Os processos de treinamento pelos algoritmos de AM foram representados na Figura
4.11. No topo estao os processos dos algoritmos classicos de AM, em seguida os do
BERTimbau e por ultimo os processos do EFC. Observe que nem todos os processos
foram concluidos com sucesso, sendo no final obtidos 52 modelos em vez de 60 modelos.

As falhas de treinamento ocorreram devido as limita¢oes de memoéria da GPU.

¥ Treinamento dos Modelos ¥

LR 10 Modelos
(Logistic LR
Regression)

GridSearchCV Ssvm 9 Modelos
Meétrica alvo: (Support Vector svm
Recall Machine)

GridSearchCV
Meétrica alvo:
Recall

52 modelos

treinados

Original Dataframe Fine-Tuning 4 Modelos
com QLoRA BERTimbau BERTimbau
Augmented Dataframe Meétrica alvo: Recall
EFC
10 Modelos
EFC ||

Classe eSic

Figura 4.11: Treinamento dos Modelos

4.10 Avaliacao do Modelo

Para comparar os modelos e selecionar aqueles que melhor atendem ao problema estudado,

¢é necessario utilizar multiplas métricas de avaliagao simultaneamente e, posteriormente,

Uhttps://huggingface.co/docs/transformers/quantization/bitsandbytes
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comparar os desempenhos dos modelos entre si ([41]). Na etapa de Entendimento do
Negocio, foram definidos o propdsito e as necessidades da aplicagdo, os quais orientam a
escolha das métricas de avaliagdo definidas no item 3.7 Métrica de Avaliacio do Capitulo 3.
Dessa forma, as principais métricas selecionadas para a avaliagdo dos modelos treinados

foram:

e Recall — No escopo deste trabalho, a correta classificacao da classe minoritaria com
alta assertividade é fundamental. A métrica de Micro Recall reflete a necessidade
de classificar corretamente os itens pertencentes a cada classe, especialmente as
instancias da classe minoritaria. Assim, busca-se um modelo que apresente alto

valor de Recall para a classe minoritaria.

« Area Under the Curve - Receiver Operating Characteristic (AUC-ROC)
— A solucao-alvo deste estudo de caso consiste na classificagdo binaria automaética
dos textos de solicitagoes dos usuarios da plataforma Participa DF. Um classificador
bindrio deve apresentar desempenho superior ao acaso e igual ou superior a rotu-
lagem fornecida pelos préprios usuéarios. A métrica AUC-ROC avalia a capacidade
de um classificador binario em distinguir entre duas classes, como Ouv-DF e e-SIC

DF. Assim, quanto maior o valor da AUC-ROC, melhor o desempenho do modelo.

o False Discovery Rate (FDR)— Apoés a rotulagem das solicitagdes na plataforma
Participa DF, os servidores piblicos analisam os registros para o devido tratamento.
Nessa etapa, pode ser necessaria a reclassificagao do registro, o que corresponde
a identificacao de falsos positivos. Essa atividade é custosa e impactante, uma
vez que o numero de servidores responsaveis por ela é limitado. A métrica FDR
mede a proporcao de falsos alarmes, isto é, falsos positivos, em relagao ao total
de predicgoes positivas. No contexto deste estudo, um baixo valor de FDR indica
menor necessidade de reclassificagdo dos registros, permitindo que um maior niimero
de solicitagoes seja processado no mesmo intervalo de tempo. Cabe ressaltar que a

métrica FDR é o complementar da métrica Precisdo.

e Acurdcia — Avalia o desempenho geral do modelo em todas as previsdes, sem

distinguir entre classes majoritarias e minoritarias.

e F1-Score - combina as métricas Precisdo e Recall por meio de média harménica. E
especialmente 1til em cenarios com classes desbalanceadas, penalizando os modelos
que apresentam elevado nimero de falsos positivos, promovendo equilibrio entre

acertos e erros do classificador.

49



Capitulo 5

Resultados e Analises

5.1 Resultados

Os resultados obtidos na etapa de Awvaliacio dos modelos criados na fase anterior, item
4.9 Modelagem do Capitulo 4 (Figura 4.11), foram compilados na Tabela 5.1.

Cada linha da Tabela 5.1 representa os resultados obtidos para cada modelo trei-
nado. A coluna "Modelos Pipelines" apresenta os nomes dos modelos. Esses nomes sao
compostos pelo algoritmo que gerou o modelo, seguido pelos nomes das atividades do
pipeline a partir dos quais o modelo se originou. Assim, o acrénimo do nome do algo-
ritmo aparece primeiro; seguido ou nao pelo acrénimo "NM" (indicando subamostragem
NearMiss); seguido ou nao pelo acréonimo "LPCA" (vetorizagao baseada em lematizagao
e redugao de dimensionalidade via PCA); seguido ou nao pelo acrénimo "SSPCA" (in-
dicando vetorizagao baseada em estematizagao utilizando a técnica SnowballStemmer e
reducao de dimensionalidade via PCA); seguido ou nao pelo acréonimo "RSPCA" (vetori-
zacao utilizando a técnica RSLPStemmer para redugao de dimensionalidade por PCA);
seguido ou nao pelo acrénimo "Aug" (indicando sobreamostragem por meio de geragao
sintética de textos para redugdo do desbalanceamento); seguido ou nao pelo acrénimo
"Orig" (indicando auséncia de sobreamostragem).

Uma excecgao é feita para os nomes dos modelos derivados do EFC, nos quais o nome
do algoritmo aparece primeiro, seguido pela classe utilizada no treinamento, depois op-
cionalmente pelo pré-processamento, apés seguido ou nao pelo acrénimo da técnica de
reducao de dimensionalidade e, por fim, pelo tipo de sobreamostragem que foi somente
"Orig" (auséncia de sobreamostragem).

As demais colunas da Tabela 5.1 representam as métricas de desempenho Recall, FDR,
Precisdo, F1-Score, Acurdcia e AUC-ROC, escolhidas no item 4.10 Avaliagdo do Modelo

do Capitulo 4. Algumas destas métricas foram calculadas por classe.
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Tabela 5.1: Avaliacao dos Modelos

Algoritmos Tempo de ‘ Recall FDR Precisao F1-Score ‘ Acurdcia | ROC AUC
Pipelines Execugdo |"e-SIC DF__ Ouv-DF | e-SIC DF__Ouv-DF | e-SIC DF__ Ouv-DF | e-SIC DF__ Ouv-DF |
Modelos Energy-based Flow Classifier
EFCeSic+Orig 23.94s 72.20% 27.47% 94.88% 5.20% 5.12% 94.80% 9.56% 42.60% 29.77% 49.83%
EFCeSicPefc+Orig 2157.42s 94.05% 34.83% 92.74% 0.92% 7.26% 99.08% 13.47% 51.54% 37.88% 64.44%
EFCeSic+LPCA+Orig 9.99s 64.72% 66.38% 90.55% 2.80% 9.45% 97.20% 16.49% 78.88% 66.29% 65.55%
EFCeSic+SPCA+Orig 13.88s 57.63% 73.36% 89.50% 3.04% 10.50% 96.96% 17.76% 83.53% 72.55% 65.49%
EFCeSic+RPCA+Orig 13.80s 58.92% 72.48% 89.60% 2.98% 10.40% 97.02% 17.68% 82.97% 71.78% 65.70%
EFCOuv+Orig 144.26s 24.68% 93.13% 83.69% 4.20% 16.31% 95.80% 19.64% 94.45% 89.61% 58.91%
EFCOuvPefc+Orig 35527.84s 3.17% 93.89% 97.26% 5.30% 2.74% 94.70% 2.94% 94.30% 89.23% 48.53%
EFCOuv+LPCA+Orig 23.94s 19.93% 84.55% 93.46% 4.88% 6.54% 95.12% 9.85% 89.52% 81.23% 52.24%
EFCOuv+SPCA+Orig 48.55s 24.27% 75.60% 94.88% 5.15% 5.12% 94.85% 8.45% 84.14% 72.96% 49.94%
EFCOuv+RPCA+-Orig 48.83s 22.98% 75.74% 95.12% 5.22% 4.88% 94.78% 8.06% 84.20% 73.03% 49.36%
Modelos BERTimbau
BERTimbau+Orig 10007.59 s 75.76% 98.49% 26.92% 1.32% 73.08% 98.68% 74.40% 98.59% 97.32% 87.12%
BERTimbau+Aug 23362.96s 74.37% 98.61% 25.69% 1.39% 74.31% 98.61% 74.34% 98.61% 97.36% 86.49%
BERTimbau-+NM+Orig 1149.96 s 94.66% 86.04% 73.12% 0.34% 26.88% 99.66% 41.87% 92.35% 86.48% 90.35%
BERTimbau+NM+Aug 10530.46 s 75.00% 98.43% 27.81% 1.36% 72.19% 98.64% 73.57% 98.54% 97.23% 86.72%
Modelos Light GBM
LGBM+LPCA+Orig 15072.14s 88.82% 92.36% 61.34% 0.65% 38.66% 99.35% 53.87% 95.73% 92.18% 90.59%
LGBM+LPCA+Aug 15088.60's 82.53% 96.52% 43.77% 0.97% 56.23% 99.03% 66.88% 97.76% 95.80% 89.52%
LGBM+SSPCA+Orig 14800.19s 87.94% 92.06% 62.49% 0.71% 37.51% 99.29% 52.59% 95.54% 91.85% 90.00%
LGBM+SSPCA+Aug 15115.52s 80.82% 96.78% 42.32% 1.06% 57.68% 98.94% 67.32% 97.85% 95.96% 88.80%
LGBM+RSPCA+Orig 14882.14s 87.13% 92.00% 62.88% 0.75% 37.12% 99.25% 52.06% 95.49% 91.75% 89.57%
LGBM+RSPCA+Aug 15141.56 s 81.24% 96.64% 43.25% 1.04% 56.75% 98.96% 66.82% 97.79% 95.85% 88.94%
LGBM+-Orig 8351.68s 73.44% 84.55% 79.51% 1.67% 20.49% 98.33% 32.04% 90.92% 83.98% 78.99%
LGBM+Aug 8283.07s 29.56% 98.69% 45.04% 3.73% 54.96% 96.27% 38.44% 97.47% 95.13% 64.12%
LGBM+NM+Orig 8135.51s 81.29% 9.45% 95.36% 9.69% 4.64% 90.31% 8.78% 17.12% 13.15% 45.37%
LGBM+NM+Aug 8355.94 s 41.93% 68.24% 93.32% 4.41% 6.68% 95.59% 11.53% 79.64% 66.89% 55.09%
Modelos Support Vector Machine
SVM+LPCA+Orig 7710.06 s 59.99% 98.83% 26.51% 2.15% 73.49% 97.85% 66.06% 98.34% 96.83% 79.41%
SVM+LPCA+Aug 17059.10s 82.26% 97.16% 38.88% 0.98% 61.12% 99.02% 70.13% 98.08% 96.40% 89.71%
SVM+SSPCA+Orig 7787.99s 56.02% 98.96% 25.55% 2.35% 74.45% 97.65% 63.93% 98.30% 96.75% 77.49%
SVM+SSPCA+Aug 38209.49s 64.60% 98.39% 31.52% 1.91% 68.48% 98.09% 66.48% 98.24% 96.65% 81.49%
SVM+RSPCA+Orig 8021.97s 57.31% 98.96% 25.14% 2.29% 74.86% 97.71% 64.92% 98.33% 96.81% 78.13%
SVM+RSPCA+Aug 38763.30s 68.23% 98.42% 29.91% 1.72% 70.09% 98.28% 69.14% 98.35% 96.87% 83.32%
SVM+Orig 2523.50s 14.72% 99.72% 26.25% 4.43% 73.75% 95.57% 24.54% 97.60% 95.34% 57.22%
SVM+Aug 8799.60s 16.13% 99.30% 44.42% 4.38% 55.58% 95.62% 25.00% 97.43% 95.02% 57.72%
SVM+NM+Orig 117.91s 80.70% 8.75% 95.42% 10.68% 4.58% 89.32% 8.66% 15.95% 12.45% 44.73%
Modelos de Regressao Logistica
LR+LPCA+Orig 123.65s 45.86% 99.35% 20.72% 2.87% 79.28% 97.13% 58.10% 98.23% 96.60% 72.60%
LR+LPCA+Aug 170.62s 84.97% 94.77% 53.15% 0.85% 46.85% 99.15% 60.40% 96.91% 94.27% 89.87%
LR+SSPCA+Orig 126.85s 47.78% 99.38% 19.43% 2.77% 80.57% 97.23% 59.99% 98.29% 96.72% 73.58%
LR+SSPCA+Aug 173.38s 80.41% 95.46% 51.03% 1.10% 48.97% 98.90% 60.87% 97.15% 94.68% 87.93%
LR+RSPCA+Orig 125.66s 47.59% 99.38% 19.36% 2.78% 80.64% 97.22% 59.85% 98.29% 96.72% 73.48%
LR+RSPCA+Aug 173.24s 80.41% 95.23% 52.25% 1.10% 47.75% 98.90% 59.92% 97.03% 94.47% 87.82%
LR+Orig 42.86s 12.96% 99.66% 32.49% 4.52% 67.51% 95.48% 21.75% 97.53% 95.20% 56.31%
LR+Aug 50.97s 25.90% 98.44% 52.63% 3.92% 47.37% 96.08% 33.49% 97.25% 94.71% 62.17%
LR+NM+Orig 44.89s 79.70% 15.06% 95.16% 6.81% 4.84% 93.19% 9.13% 25.93% 18.38% 47.38%
LR+NM+Aug 1176.62s 37.84% 92.52% 78.47% 3.51% 21.53% 96.49% 27.45% 94.46% 89.71% 65.18%
Modelos K-Nearest Neighbors

KNN+LPCA+Orig 1247.66 s 51.00% 97.79% 44.39% 2.64% 55.61% 97.36% 53.20% 97.57% 95.39% 74.40%
KNN+LPCA+Aug 2441.69s 63.35% 94.71% 60.62% 2.05% 39.38% 97.95% 48.57% 96.30% 93.10% 79.03%
KNN+SSPCA+Orig 1207.34s 53.56% 98.19% 38.41% 2.50% 61.59% 97.50% 57.29% 97.84% 95.89% 75.87%
KNN+SSPCA+Aug 2433.50 62.38% 87.20% 79.10% 2.29% 20.90% 97.71% 31.31% 92.16% 85.93% T4.79%
KNN+RSPCA+Orig 1209.08 s 55.90% 98.39% 34.72% 2.37% 65.28% 97.63% 60.23% 98.01% 96.20% 77.14%
KNN+RSPCA+Aug 2490.29s 64.86% 95.20% 57.70% 1.96% 42.30% 98.04% 51.21% 96.60% 93.64% 80.03%
KNN+Orig 334.00s 37.65% 71.80% 93.25% 4.50% 6.75% 95.50% 11.45% 81.97% 70.04% 54.72%
KNN+Aug 645.10s 45.81% 89.61% 80.70% 3.17% 19.30% 96.83% 27.16% 93.08% 87.36% 67.71%
KNN+NM+Orig 123.87s 100.00% 0.00% 94.86% 0.00% 5.14% 0.00% 9.78% 0.00% 5.14% 50.00%

O Energy-based Flow Classifier (EFC) é o algoritmo foco deste estudo de caso. Por se
tratar de um Classificadores de Uma Classe (CIUC), o EFC treina cada modelo utilizando
apenas uma classe rotulada. Assim, para cada pipeline de pré-processamento, dois mo-
delos foram treinados. 8 pipelines de pré-processamento foram utilizados, totalizando 16
treinamentos realizados (Figura 4.10 e Figura 4.11). Destes treinamentos foram obtidos
de fato 10 modelos:

o EFC _eSic+0Orig (Matriz de Confusao - Tabela 5.2)
o EFC _Ouv+Orig (Matriz de Confusao - Tabela 5.3);
o EFC _eSic+LPCA+Orig (Matriz de Confusao - Tabela 5.4)
o« EFC_Ouv+LPCA+Orig (Matriz de Confusao - Tabela 5.5);

o EFC _eSic+SPCA+Orig (Matriz de Confusao - Tabela 5.6)
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o EFC _ Ouv+SPCA+Orig (Matriz de Confusao - Tabela 5.7);

e EFC _eSic+RPCA+Orig (Matriz de Confusao - Tabela 5.8)

o« EFC_Ouv+RPCA+Orig (Matriz de Confusao - Tabela 5.9);

o EFC _eSic+Pefc+Orig (Matriz de Confusao - Tabela 5.10);

o EFC_Ouv+Pefc+Orig (Matriz de Confusao - Tabela 5.11).

Tabela 5.2: EFC+TFIDFEF — Classe e-SIC DF — Sem texto Sintético

Observacoes

Previsoes do Modelo

e-SIC DF  Ouv-DF

e-SIC DF
Ouv-DF

2963 1141
54904 20796

Tabela 5.3: EFC+TFIDFEF — Classe Ouv-DF — Sem texto Sintético

Observacgoes

Previsoes do Modelo

e-SIC DF  Ouv-DF

e-SIC DF
Ouv-DF

1013 3091
5197 70503

Tabela 5.4: EFC4+TFIDF+LPCA — Classe e-SIC DF — Sem texto Sintético

Observacgoes

Previsoes do Modelo

e-SIC DF Ouv-DF

e-SIC DF
Ouv-DF

2656 1448
25452 50248

Devido as limitagoes de memoria da GPU, 6 pipelines de treinamento nao foram

concluidas:

o EFC eSic+Pefc+LPCA+Orig;
e EFC_QOuv+Pefc+LPCA+Orig,
o EFC eSic+Pefc+SPCA+Orig;
o EFC_QOuv+Pefc+SPCA+Orig;
e EFC eSic+Pefc+RPCA+Orig;

o EFC Ouv+Pefc+RPCA+Orig.
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Tabela 5.5: EFC+TFIDF+LPCA — Classe Ouv-DF — Sem texto Sintético
Previsoes do Modelo

Observagoes | e-SIC DF  Ouv-DF
e-SIC DF 818 3286
Ouv-DF 11695 64005

Tabela 5.6: EFC4+TFIDF4SPCA — Classe e-SIC DF — Sem texto Sintético
Previsoes do Modelo

Observacgoes | e-SIC DF  Ouv-DF
e-SIC DF 2365 1739
Ouv-DF 20166 55534

Observou-se que quanto maior o grau de pré-processamento (como remogao de ca-
racteres especiais, pontuagao e espagos extras), mais rapido foi o treinamento do modelo
EFC, porém, menor foi o desempenho, conforme apresentado na Tabela 5.1. Por exemplo,
o modelo FFC _eSic+LPCA+Orig foi treinado com a classe e-SIC DF, mais um maior
nivel de pré-processamento (remogao de stop words, limitagao as 5000 palavras mais fre-
quentes, remogao de caracteres especiais e pontuac¢ao), mais lematizagdo e PCA. Este
modelos apresentou tempo de treinamento de 9,99s, mas obteve um Recall para a classe
e-SIC DF de 64,72%. Por outro lado, o modelo EFC _eSic+Pefc+Orig, também treinado
apenas com a classe e-SIC DF, porém com menor nivel de pré-processamento (somente
remocao de stop words, limitagao as 5000 palavras mais frequentes), apresentou um Re-
call mais elevado para a classe e-SIC DF, 94,05%, mas com um tempo de treinamento
significativamente maior de 2157,42s.

Quando treinado com amostras submetidas a menor pré-processamento, o EFC alcan-
cou valores de Recall superiores a 90% para a classe utilizada no treinamento, indicando
forte capacidade de identificagdo de amostras desta classe, conforme evidenciado nas Ma-
trizes de Confusao: Tabela 5.2 e Tabela 5.3. Evidenciando também, alta sensibilidade do
algoritmo a reducao de informagao por pré-processamento.

Considerando apenas a classe e-SIC DF, o modelo EFC com melhor desempenho foi
o EFC _eSic+Pefc+0rig, com Recall e-SIC DF de 94,05% e tempo de treinamento de
2157,42s. Contudo, esse modelo apresentou Recall Ouv-DF de 34,83%, FDR e-SIC DF
de 92,74%, FDR Ouv-DF de 0,92%, Precisdo e-SIC DF de 7,26%, Precisao Ouv-DF de
99,08%, F1-Score e-SIC DF de 13,47%, F1-Score Ouv-DF de 51,54%, Acuracia de 37,88%
e AUC-ROC de 64,44%.

Para comparar o desempenho dos demais modelos treinados com os modelos derivados
do EFC, foram selecionadas as métricas que melhor caracterizam o "Problema de Negécio”
a ser resolvido no contexto do Participa DF, conforme detalhado na secao 4.10 Avaliagdo
do Modelo do Capitulo 4: Recall, FDR, F1-Score, Acuracia e AUC-ROC. Dado o contexto
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Tabela 5.7: EFC+TFIDF+SPCA — Classe Ouv-DF — Sem texto Sintético
Previsoes do Modelo

Observagoes | e-SIC DF  Ouv-DF
e-SIC DF 996 3108
Ouv-DF 18469 5723

Tabela 5.8: EFC+TFIDF4+RPCA — Classe e-SIC DF — Sem texto Sintético
Previsoes do Modelo

Observacgoes | e-SIC DF  Ouv-DF
e-SIC DF 2418 1686
Ouv-DF 20834 54866

do estudo, foi dada énfase especial a rotulagem correta da classe minoritaria e-SIC DF,
que é inerentemente mais dificil de classificar com alta exatidao. Nesse cenario, os modelos
foram considerados de alto desempenho quando apresentaram valores elevados de Recall
e-SIC DF, F1-Score e-SIC DF, Acuracia e AUC-ROC, bem como baixos valores de FDR
e-SIC DF.

Os modelos que alcangaram os maiores valores de Recall e-SIC DF foram agrupados
na Tabela 5.12. Dentre eles, destacaram-se: KNN-+NM+Orig com 100,00%, BERTim-
bau+NM+Orig com 94,66% e EFC _eSic+Pefc+Orig com 94,05%. Em relacao ao menor
FDR e-SIC DF, os modelos com melhor desempenho (do menor para o maior valor) foram:
LR+RSPCA+Orig com 19,36%, LR+SSPCA+Orig com 19,43% e LR+LPCA+Orig com
20,72%. No que se refere a Acuracia, os modelos com melhor desempenho foram: BER-
Timbau+Aug com 97,36%, BERTimbau+Orig com 97,32% e BERTimbau+NM+Aug com
97,23%. Em relacao ao F1-Score e-SIC DF os modelos com melhor desempenho foram:
BERTimbau+Orig com 74,40%, BERTimbau+Aug com 74,34% e BERTimbau+NM+Aug
com 73,57%. Quanto a métrica AUC-ROC, os modelos com maiores valores foram:
LGBM+LPCA+Orig com 90,59%, BERTimbau+NM+Orig com 90,35% e LGBM+SPCA
+Orig com 90,00%.

No que diz respeito a métrica AUC-ROC, ela fornece um resumo da curva ROC,
permitindo avaliar o comportamento do modelo sob diferentes limiares de decisao ([37]).
A Figura 5.1 apresenta essa andlise, exibindo as curvas ROC sobrepostas dos modelos
listados na Tabela 5.1. Por meio dessa visualizacdo, é possivel comparar o desempenho
dos modelos na classificacao binaria neste contexto e observar se ele se aproxima de um
desempenho aleatério (linha pontilhada preta). Observando as curvas de desempenho
na Figura 5.1, os modelos SVM+Aug (AUC-ROC 44,73%), LGBM+NM+Orig (AUC-
ROC 45,37%), LR+NM+Orig (AUC-ROC 47,38%), EFC _Ouv+Pefc+Orig (AUC-ROC
48,53%), EFC _eSic+Orig (AUC-ROC 49,83%) e KNN+NM+Orig (AUC-ROC 50,00%)

foram aqueles cujas curvas ROC mais se aproximaram do desempenho aleatério (linha

o4



Tabela 5.9: EFC4+TFIDF+RPCA — Classe Ouv-DF — Sem texto Sintético
Previsoes do Modelo

Observagoes | e-SIC DF  Ouv-DF
e-SIC DF 943 3161
Ouv-DF 18362 57338

Tabela 5.10: EFC+TFIDF-+Pefc — Classe e-SIC DF — Sem texto Sintético
Previsoes do Modelo

Observacgoes | e-SIC DF  Ouv-DF
e-SIC DF 3860 244
Ouv-DF 49333 26367

pontilhada preta). Contudo, é importante destacar que a AUC-ROC pode ser enganosa
para conjuntos de dados altamente desbalanceados, apesar de seu uso disseminado na
avaliagao de classificadores binarios.

Ao comparar conjuntamente as métricas relevantes para este estudo de caso, os dez
modelos que simultaneamente apresentaram os menores valores de FDR e-SIC DF e os
maiores valores de Recall e-SIC DF, Acurdcia, AUC-ROC e F1-Score e-SIC DF foram
agrupados e ranqueados por esta ultima métrica na Tabela 5.13. Ressalta-se que, para
facilitar o agrupamento dos modelos, o F1-Score da classe e-SIC DF foi utilizado, uma
vez que ele corresponde a média harmonica entre Recall e-SIC DF e Precisao e-SIC DF,
sendo a Precisao e-SIC DF o complementar do FDR e-SIC DF. Dessa forma, o F1-Score
e-SIC DF sintetiza o equilibrio entre alcangar alta Precisao (baixo FDR) e alto Recall
simultaneamente, para uma rotulagem eficaz da classe minoritaria. Portanto os modelos
que simultaneamente alcancaram os melhores valores de F'1-Score e-SIC DF, Recall e-SIC
DF, FDR e-SIC DF, Acuracia e AUC-ROC foram: BERTimbau+Orig, BERTimbau+Aug,
BERTimbau+NM+Aug e SVM+LPCA+Aug (Tabela 5.13).

Ainda nesse contexto, ao excluir os modelos baseados em transformers e aprendizado
profundo, o modelo SVM+LPCA+Aug apresentou o melhor desempenho geral entre os
classificadores classicos. Ele obteve o maior F1-Score e-SIC DF dentre todos os classifi-
cadores classicos (70,13%), além de uma combinagao particularmente favoravel de Recall
e-SIC DF (82,26%), FDR e-SIC DF (38,88%), Acuracia (96,40%) e AUC-ROC (89,71%).
As duas ultimas métricas figuram entre as mais elevadas quando considerados apenas os
modelos classicos. A Tabela 5.14 apresenta os hiperparametros de treino dos modelos
citados na Tabela 5.13.
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Tabela 5.11: EFC+TFIDF+Pefc — Classe Ouv-DF — Sem texto Sintético
Previsoes do Modelo

Observagoes | e-SIC DF  Ouv-DF
e-SIC DF 130 3974
Ouv-DF 4623 71077

Tabela 5.12: Top 10 modelos por Recall no e-SIC DF

Algoritmos Recall FDR F1-Score P Tempo de
Pipelines | eSIC DF__ Ouv-DF } o-SIC DF__Ouv-DF | &:SIC DF_ Ouv-DF | “curdcia ‘ ROC AUC | Execugao
KNN+NM+Orig 100.00% 0.00% 94.86% 0.00% 9.78% 0.00% 5.14% 50.00% 12387s
BERTimbaut NM+Orig | 94.66% 86.04% 73.12% 0.31% 1L.87% 92.35% | 86.48% 90.35% 1149.96s
EFCcSicPefct Orig 94.05% 34.83% 92.74% 0.92% 13.47% 51.54% | 37.88% 64.44% 2157.425
LGBM+LPCA+Orig 88.82% 92.36% 61.31% 0.65% 53.87% 95.73% | 92.18% 90.50% 15072.14s
LGBM+SSPCA+Orig | 87.94% 92.06% 62.49% 0.71% 52.50% 95.54% | 91.85% 90.00% 14800.19s
LGBM+RSPCA1Orig | 87.13% 92.00% 62.88% 0.75% 52.06% 95.49% | 91.75% 89.57% 14882.14s
LR+LPCA+Aug 8L.97% 94.7TT% 53.15% 085% 60.40% 96.91% | 94.21% 80.87% 170.625
LGBM+LPCA+Aug 82.53% 96.52% 1B7T% 0.97% 66.88% 97.76% | 95.80% 80.52% 15088.60'5
SVMTLPCA+Aug 82.26% 97.16% 38.88% 0.98% 70.13% 98.08% | 96.40% 89.71% 17059.10
LGBMNM+Orig 8L.20% 9.45% 95.36% 9.69% 8.78% 1712% | 13.15% 15.37% 8135.51s

5.2 Analises

Este trabalho aplicou o algoritmo EFC para classificar os textos contidos em demandas dos
cidadaos submetidas ao Participa DF, e comparou seu desempenho com outras familias
de modelos. O estudo investigou técnicas de Aprendizagem de Maquina (AM) voltadas ao
aprimoramento da interagdo com a populagdo do Distrito Federal, por meio do aumento
da produtividade na prestacao dos servigos publicos do Participa DF [7], [8], [3], [4].

As demandas recebidas por esse canal de participacao constituem um conjunto de
dados desbalanceado, com casos especiais pertencentes a classe minoritaria — a saber,
solicitacoes de acesso a informagao —, as quais exigem atencao ampliada e devem ser
classificadas com elevada precisao. Entretanto, classes minoritarias, em geral, sao rotula-
das de forma inadequada por modelos de Aprendizagem de Maquina, apesar de conjuntos
de dados desbalanceados serem comuns em cenérios do mundo real [13].

Neste estudo, o algoritmo EFC, ao treinar um modelo exclusivamente com a classe
e-SIC DF e com pré-processamento reduzido, gerou o modelo EFC'_eSic+Pefc+Orig, que
se posicionou como o terceiro melhor na métrica de Recall para e-SIC DF (Tabela 5.12).
Esse modelo apresentou tempo de treinamento de 2157.42s, Recall Ouv-DF de 34.83%,
FDR e-SIC DF de 92.74%, FDR Ouv-DF de 0.92%, Precisao e-SIC DF de 7.26%, Precisao
Ouv-DF de 99.08%, F1-Score e-SIC DF de 13.47%, F1-Score Ouv-DF de 51.54%, Acuracia
de 37.88% e AUC-ROC de 64.44%.

Embora o EFC tenha produzido um modelo capaz de identificar de forma eficaz a classe
minoritaria e-SIC DF, o modelo EFC _eSic+Pefc+Orig apresentou uma FDR elevada
(92.74%), isto é, inferiu muitos falsos positivos (de um total de 53.193 inferéncias para a
classe e-SIC DF, 49333 eram falsos positivos e somente 3860 eram verdadeiros positivos

Tabela 5.10) e implicaria um alto volume de reclassificacoes e trabalho para os servidores
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AUC-ROC

SV 4 RSP

Modelos (ordenados por AUC)
—— * BERTimbau+Aug (AUC = 0.975)
—— BERTimbau+0rig (AUC = 0.970)
—— SVM+LPCA*+Aug (AUC = 0.968)
LGBM+SSPCA+Aug (AUC = 0.967)
LGBM-+LPCA*+Aug (AUC = 0.967)
LGBM-+RSPCA+Aug (AUC = 0.966)
BERTimbau-+NM+Orig (AUC = 0.965)
LR+LPCA+Orig (AUC = 0.964)
LR+LPCA+Aug (AUC = 0.963)
SVM+RSPCA+Aug (AUC = 0.963)
—— LR+SSPCA+Orig (AUC = 0.963)
—— LR+RSPCA+Orig (AUC = 0.962)
SVM+SSPCA+Aug (AUC = 0.962)
LGBM-+LPCA+Orig (AUC = 0.962)
—— LGBM+SSPCA+Orig (AUC = 0.960)
—— SVM+LPCA+Orig (AUC = 0.958)
LGBM-+RSPCA+Orig (AUC = 0.957)
LR+SSPCA+Aug (AUC = 0.957)
SVM+RSPCA+Orig (AUC = 0.957)
LR+RSPCA+AUg (AUC = 0.956)
—— SVM+SSPCA+Orig (AUC = 0.955)
BERTImbau-+NM+Aug (AUC = 0.954)
KNN-+RSPCA+Orig (AUC = 0.882)
—— KNN+RSPCA+Aug (AUC = 0.879)
—— LGBM+Aug (AUC = 0.870)
LGBM-+0rig (AUC = 0.870)
KNN+SSPCA+Orig (AUC = 0.864)
KNN-+LPCA+Aug (AUC = 0.855)
LR+0rig (AUC = 0.836)
KNN+LPCA+Orig (AUC = 0.824)
LR+Aug (AUC = 0.819)
KNN+SSPCA+AUg (AUC = 0.796)
SVM+Aug (AUC = 0.791)
~—— SVM+Orig (AUC = 0.777)
LR+NM+Aug (AUC = 0.777)
EFCe-+Sic+Pefc+Orig (AUC = 0.740)
KNN+Aug (AUC = 0.725)
LGBM-+NM-+Aug (AUC = 0.647)
KNN-+0rig (AUC = 0.639)
EFC+Ouv-+Pefc+Orig (AUC = 0.554)

True Positive Rate

EFC-+eSic+Orig (AUC = 0.529)
LR+NM+Orig (AUC = 0.503)
KNN+NM-+Orig (AUC = 0.502)
LGBM-+NM+Orig (AUC = 0.373)
SVM+NM+Orig (AUC = 0.361)
EFC+Ouv+0rig (AUC = 0.345)

== Random Guess

False Positive Rate

Figura 5.1: Curvas ROC

da CGDF. Dessa forma, os modelos derivados do algoritmo BERTimbau, listados no topo
da Tabela 5.13, seriam os mais adequados neste contexto.

Contudo, fatores adicionais também devem ser considerados na escolha de um modelo
para a solugdo do "Problema de Negocio', como as restricoes do ambiente de producao
do Participa DF. Além das limitagoes de infraestrutura de treinamento descritas no Ca-
pitulo 4, o ambiente de producao apresenta também restricoes operacionais para realizar
a classificacao automatica de solicitagoes direcionadas ao e-SIC DF ou a Ouv-DF, como
limitagoes de memoéria e armazenamento. Por se tratar de um servigo governamental
on-line, a classificacdo deve ocorrer com tempo de resposta quase instantaneo, a fim de
evitar a introducao de atrasos perceptiveis aos usuarios, o que pode resultar em abandono
do servigo e reducao do engajamento cidadao. O portal recebe aproximadamente 30.000
registros por més — cerca de 1.000 por dia —, impondo requisitos rigorosos de laténcia,
responsividade e estabilidade operacional na execucao desse servico critico.

Embora os trés melhores modelos da Tabela 5.13 tenham apresentado desempenho

superior nas métricas-alvo, eles pertencem a familia BERTimbau e, portanto, demandam
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Tabela 5.13: Top 10 Modelos ranqueados pelos melhores valores de F1-Score (e-SIC DF),
Recall (e-SIC DF), FDR (e-SIC DF), Acuracia e AUC-ROC

Algoritmos ‘ F1-Score ‘ Recall ‘ FDR ‘ Acurdcia | ROC Tempo de
Selecionados | eSIC DF_ Ouv-DF | &-SIC DF__Ouv-DF | &-5IC DF__ Ouv-DF | - °"%%® | AUC | Treinamento
Modelos BERTimbau
BERTimbau+Orig 74.40% 98.59% 75.76% 98.49% 26.92% 1.32% 97.32% | 87.12% 10007.60s
BERTimbau+Aug 74.34% 98.61% 74.37% 98.61% 25.69% 1.39% 97.36% | 86.49% 23362.96 5
BERTimbau+NM+Aug | 73.57% 98.54% 75.00% 98.43% 27.81% 1.36% 97.23% | 86.72% 10530.46
‘ Modelos SVM ‘
[ SVM+LPCA+Aug | 70.13% 98.08% | 82.26% 97.16% | 38.88% 0.98% [ 96.40% | 89.71% [ 17059.10s |
Modelos LightGBM
LGBM+SSPCA+Aug 67.32% 97.85% 80.82% 96.78% 12.32% 1.06% 95.96% | 88.80% 15115518
LGBM+LPCA+Aug 66.88% 97.76% 82.53% 96.52% 13.77% 0.97% 95.80% | 89.52% 15088.60s
LGBM+RSPCA+Aug 66.82% 97.79% 81.24% 96.64% 43.25% 1.04% 95.85% | 88.94% 1514156
Modelos de Regressao Logistica
LR+SSPCA+Aug 60.87% 97.15% 80.41% 95.46% 51.03% 1.10% 94.68% | 87.93% 173.37s
LR+LPCA+Aug 60.40% 96.91% 84.97% 94.77% 53.15% 0.85% 94.27% | 89.87% 17062
LR+RSPCA+Aug 59.92% 97.03% 80.41% 95.23% 52.25% 1.10% 94.47% | 87.82% 17324

alto Custo Computacional durante a inferéncia, resultando em maior laténcia do que
modelos classicos, além de maiores requisitos de armazenamento ([35] e [43]). Esses
fatores tornariam, em principio, inviavel sua implantacao nos servidores governamentais
do Participa DF, os quais dispoem de recursos limitados.

Em contraste, modelos SVM apresentam laténcia de inferéncia substancialmente me-
nor, operando de forma eficiente e requerendo apenas alguns megabytes de armazena-
mento ([35] e [43]). Essas caracteristicas, em geral, permitem que o sistema suporte altos
volumes de solicitagoes simultaneas com tempos de resposta compativeis com aplicagoes
interativas de uso continuo. Assim, pelos motivos expostos, o modelo SVM+LPCA+Aug
(F'1-Score e-SIC DF 70,13%, Recall e-SIC DF 82,26%, FDR e-SIC DF 38.88%, Acurécia
96,40%, AUC-ROC 89,71%) emerge como a alternativa tecnicamente mais viavel para o
ambiente de producao do Participa DF.

Os hiperparametros do modelo SVM+LPCA+Aug foram os seguintes:

e pca___n__components = 500,
e sum__ C = 100,
e sum___gamma = 1,

e sum__ kernel = rbf.

Por fim, cabe ressaltar que nao foi possivel concluir o treinamento dos modelos KNN+
NM+Aug e SVM+NM+Aug, juntamente dos modelos EFC anteriormente citados (EFC
eSic+Pefc+LPCA+Orig, EFC_Ouv+Pefc+LPCA+Orig, EFC _eSic+Pefc+SPCA+Orig,
EFC _Quv+Pefc+SPCA+Orig, EFC_eSic+Pefc+RPCA+Orig, EFC_Quv+Pefc+RPCA

+0rig), devido as limitagbes de meméria da GPU usada para treinamento.
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Tabela 5.14: Resumo dos hiperparametros utilizados no treinamento dos modelos da

Tabela 5.13
[ Modelo [ Hiperparametros ]
Modelos BERTimbau
BERTimbau+Orig QLoRA4b(nf4,dq,fp16); LoRA(r16,a32,d0.1,qgkv); L128, ep(10), Ir(5e-5) bs(16);
opt(paged adamw_ 8bit); ES2, seed(1917)
BERTimbau+Aug QLoRA4b(nf4,dq,fp16); LoRA(r16,a32,d0.1,qgkv); L128, ep(10) lr(5e-50 bs(16);
opt=paged adamw_ 8bit; ES2, seed(1917)
BERTimbau+NM+Aug | TF-IDF(5k)+NMv2(k3); QLoRA4b(nf4,dq,fp16); LoRA(r16,a32,d0.1,qgkv); L128,
ep(10), Ir(5e-5), bs(16); opt=paged adamw_ 8bit; pad8; ES2, seed(1917)
Modelos SVM
SVM+LPCA+Aug [ PCA(500)+SVM(rbf, y=1)
Modelos LightGBM
LGBM+SSPCA+Aug | PCA(500)+LGBM(Ir 0.1, est 500)
LGBM+LPCA+Aug PCA(500)+LGBM(Ir 0.1, est 500)
LGBM+RSPCA+Aug PCA(500)4+LGBM(Ir 0.1, est 500)
Modelos de Regressao Logistica
LR+SSPCA+Aug PCA(500)+LR(saga, it 10000)
LR+LPCA+Aug PCA(500)+LR(saga, it 15000)
LR+RSPCA+Aug PCA(500)+LR(saga, it 5000)

Siglas: PCA = Andlise de Componentes Principais; QLoRA4b = QLoRA quantizacdo em 4 bits;
nf4 = NormalFloat4; dq = double quantization; fpl6 = precisao floatl6; LoRA(r,a,d,qkv) = Low-
Rank Adaptation com rank r, escala a, dropout d aplicado a query/key/value; L128 = comprimento
méaximo de sequéncia 128; ep = épocas; Ir = taxa de aprendizado; bs = batch size; opt = otimizador;
paged_adamw_ 8bit = AdamW paginado em 8 bits (bitsandbytes); ES2 = early stopping com paciéncia
2; seed = semente aleatéria; Aug = dados com aumento (data augmentation); TF-IDF(5k) = TF-IDF
com 5000 atributos; NMv2(k3) = NM versao 2 com k=3 vizinhos; pad8 = padding para multiplo de
8; rbf = kernel radial; v = pardmetro do kernel; est = niimero de estimadores (4rvores); LR(saga,it)

= Regressao Logistica com solver SAGA.
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Capitulo 6
Consideracoes Finais

Como desdobramento deste estudo, deu-se origem a um artigo cientifico baseado nos re-
sultados apresentados nesta dissertagao, o qual foi submetido a avaliagao de um congresso

de reconhecida importancia académica e referéncia na area de estudo.

6.1 Conclusoes

A hipdtese apresentada inicialmente no Capitulo 1 foi:

"A técnica de Aprendizagem de Mdquina Energy-based Flow Classifier ([19], [16], [17])
apresenta uma assertividade maior para a rotulacdo de exemplares minoritarios, classes
de baira representatividade no conjunto de dados, ou seja, desbalanceadas, ma métrica
Recall da classe minoritaria."

Revisitando a Tabela 5.12, verificamos que dentre os 10 modelos que apresentaram os
melhores Recall para a classe minoritaria e-SIC DF, dos 46 modelos treinados, o EFC gerou
o terceiro modelo com o melhor Recall e-SIC DF. Sendo somente superado pelo modelo
KNN+NM+Orig (Recall e-SIC DF 100%) e o modelo BERTimbau+NM+Orig (Recall e-
SIC DF 94,66%). Contudo, apesar do modelo KNN+NM+Orig ter apresentado o melhor
Recall e-SIC DF (100%), ele obteve um AUC-ROC de 50.00% e Acuracia de 5.14%, o
que equivale a um classificador aleatorio. Portanto, o modelo KNN+NM+Orig deve ser
desconsiderado na anélise dos melhores Recall e-SIC DF. Assim, o EFC apresentou o
segundo modelo com o melhor Recall e-SIC DF dentre os 46 modelos treinados, sendo
superado somente pelo modelo BERTimbau+NM+Orig (Recall e-SIC DF 94,66%). E o
EFC alcangou o melhor Recall e-SIC DF dentre os modelos classicos de Aprendizagem de
Maquina (AM).

Logo, a hipétese apresentada inicialmente foi parcialmente confirmada. O EFC mostrou-

se promissor para deteccao de amostras da classe minoritaria em tarefas de Classificagao
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de Textos Desbalanceados (CTD), e portanto sendo vidvel a sua aplicagdo em um novo
dominio Processamento de Linguagem Natural (PLN).

Contudo, ele nao se apresentou como a melhor op¢ao para o presente estudo de caso,
considerando os modelos que simultaneamente alcangaram os melhores valores de Recall
e-SIC DF, FDR e-SIC DF, Acuracia e AUC-ROC, e os maiores F1-Scores e-SIC DF Tabela
5.13.

Outro fato a ser destacado observando a Tabela 5.13, que apresenta os modelos que
melhor atenderiam ao presente estudo de caso, é que a maioria dos modelos desta tabela
que apresentaram os melhores desempenhos usaram algum pré-processamento dos textos
de entrada, algum tipo de redimensionamento (Subamostragem por NearMiss (NM) ou
sobreamostragem por textos sintéticos - Aug), sendo que a maioria usou sobreamostragem

por textos sintéticos (Aug).

6.2 Trabalhos Futuros

Em pesquisas futuras, serao exploradas outras abordagens para aprimorar a classifica-
¢ao de textos em cenarios desbalanceados, tais como: testar varia¢des do hiperparametro
cutoff (limiar estatistico) do EFC para reduzir Falsos Positivos sem impactar tanto o Re-
call; comparar o EFC com outros Classificadores de Uma Classe (CIUC) ([13]); o uso de
cascatas de modelos (model cascades), que tém demonstrado resultados promissores [13];
métodos alternativos de vetorizacao, como o Term Frequency - Inverse Gravity Moment
(TF-IGM) com Relative Imbalance Ratio (RIR) [18]) ou o CluWords, que combina méto-
dos baseados em frequéncia (por exemplo, Term Frequency-Inverse Document Frequency)
com informacoes semanticas provenientes de word embeddings, agrupando palavras se-
manticamente relacionadas e aplicando esquemas de ponderacao adaptados ao dominio
([36]); a utilizagdo de modelos de aprendizado profundo destilados para classificacao de
textos, como o DistilBERTimbau ([39]); e o emprego de outras métricas de avaliagdo para
modelos de classificacio com dados altamente desbalanceados, como a Area sob a Curva
Precisao-Revocacao (Area Under the Precision-Recall Curve — AUPRC'), a qual na ava-
liacao de modelos treinados com dados muito desbalanceados é considerada mais eficaz
para avaliar o desempenho destes classificadores binarios do que a métrica AUC-ROC,
uma vez que a métrica AUC-ROC falha em registrar os escores de precisao e a quantidade
de falsos positivos, dados que a AUPRC evidencia claramente ([37]).

Na avaliacdo de modelos com dados muito desbalanceados, a métrica AUPRC supera
a AUC. Isso ocorre porque a AUC falha em registrar os escores de precisao e a quantidade

de falsos positivos, dados que a AUPRC evidencia claramente
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