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Resumo

Sistemas de recomendação podem ser aplicados no meio acadêmico para auxiliar na es-
colha de disciplinas que se adaptem ao perfil de cada aluno. Isso porque algumas instituições
tentam manter um currículo aberto para que haja flexibilidade de formações e interdiscipli-
naridade, em outras palavras, o aluno pode escolher quais disciplinas vai cursar, levando em
consideração se ele acha relevante a seus interesse. Nesta dissertação apresentamos os fun-
damentos de duas classes importantes de métodos de recomendação: recomendação baseada
em conteúdo e filtragem colaborativa. O sistema imunológico adquirido dos vertebrados é
usado como inspiração para meta-heurísticas por sua robustez, auto-organização, e sua capa-
cidade de aprendizado. Foi proposta a aplicação de um algoritmo de filtragem colaborativa
baseado em um sistema imunológico artificial (SIA) ao problema de recomendar disciplinas
a alunos de graduação. Sistemas imunológicos artificiais tem algumas características que
os tornam adequados para implementação de sistema de recomendação. São elas: corres-
pondência, que se refere à ligação entre anticorpos e antígenos, ao qual se pode traçar um
paralelo entre o cálculo de semelhança de entre o alvo e outros usuários; diversidade, que
se refere ao fato de que, para atingir a cobertura ideal do espaço de variações do antígeno,
a diversidade de anticorpos deve ser incentivada, isso pode ser traduzido no sistema de re-
comendação como a capacidade de evitar a especificidade da recomendação; e memória,
capacidade de "aprendizado", o sistema imunológico é capaz de lembrar de anticorpos ca-
pazes de combater antígenos específicos, esta característica pode que facilitar a geração de
novas recomendações. Por fim, foram conduzidos experimentos para otimizar parâmetros
do algoritmo e avaliar o desempenho geral da abordagem proposta. Para a análise foram
utilizados dados históricos de alunos de Engenharia de Redes de Comunicação da Universi-
dade de Brasília. Os resultados do algoritmo proposto mostram um expressivo aumento da
quantidade de recomendações em comparação com uma técnica básica de filtragem, aliado
a uma maior precisão e diversidade das recomendações.
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Abstract

Recommender systems can be applied in the academic environment to assist in choo-
sing subjects that adapt to the profile of each student. This is because some institutions try
to keep an open curriculum, in other words, the student can choose which subjects to take,
taking into account if he/she finds it relevant to his/her interests. In this dissertation we pre-
sent the fundamentals of two important classes of recommendation methods: content-based
recommendation and collaborative filtering. The immune system of vertebrates is used as
inspiration for metaheuristics for its robustness, self-organization, and its ability to learn.
It was proposed to apply a collaborative filtering algorithm based on an artificial immune
system (AIS) to the problem of recommending courses to undergraduate students. Artifi-
cial immune systems have some characteristics that make them suitable for recommender
system implementation. They are: correspondence, which refers to the link between anti-
bodies and antigens, to which a parallel can be drawn between the calculation of similarity
between the target of recommendation and other users; diversity, which refers to the fact
that, in order to achieve the ideal coverage of the space of antigen variations, the diversity
of antibodies must be encouraged, in a recommendation system this characteristic can avoid
the specificity of the recommendation; and memory, "learning"capacity, the immune system
is capable of remembering antibodies capable of fighting specific antigens, thinking about
the recommendation system, this characteristic can facilitate the generation of new recom-
mendations. Experiments were conducted to optimize algorithm parameters and evaluate the
overall performance of the proposed approach. For the analysis, historical data from students
of Communication Network Engineering at the University of Brasília were used. The results
of the proposed algorithm show a significant increase in the number of recommendations
compared to the basic filtering technique, combined with a great accuracy and diversity of
recommendations.
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Capítulo 1

Introdução

Recomendar é uma ação corriqueira. É comum sugerir todo tipo de coisa a ami-
gos ou colegas, desde filmes e livros até atividades de lazer ou disciplinas de faculdade
[East et al. 2005]. Sugestões são especialmente úteis diante de um grande quantidade de
alternativas, a qual impossibilita uma avaliação cuidadosa de todas as possibilidades. Reco-
mendações, portanto, restringem o universo de opções a um conjunto menor, funcionando
como um filtro.

Como as pessoas fazem recomendações? Primeiramente, quando alguém se propõe a
fazer uma recomendação, é normal levar em conta as preferências já conhecidas da pessoa a
quem se recomenda. Assim, por exemplo, se sabemos que tal amigo gosta de filmes român-
ticos, é natural que indiquemos filmes semelhantes. Um segundo critério que serve como
base para recomendações é a semelhança entre as pessoas. Continuando com o exemplo dos
filmes, este critério consiste em usar avaliações de pessoas com gostos parecidos para en-
contrar sugestões. Perceba que o primeiro critério se apóia na semelhança dos ítens a serem
recomendados, enquanto o segundo parte da semelhança dos indivíduos a quem se faz a su-
gestão [Das et al. 2017]. Em ambos os casos, a sugestão é em alguma medida explicável, ou
seja: é possível motivar a recomendação de forma a facilitar a a avaliação por quem a recebe
[Zhang and Chen 2020].

Assim, para “imitar” este comportamento um sistema de recomendação deve ser capaz
de entender as preferências do usuário e procurar por itens relevantes a ele. O uso desses
sistemas tem crescido constantemente nos últimos anos, principalmente por empresas de
varejo e comércio eletrônico, pois necessitam lidar com a sobrecarga de informações, ou
seja, há um número muito grande de itens para se verificar a fim de gerar uma recomendação
[Tsagkias et al. 2021].

Atualmente, a quantidade de opções de disciplinas oferecidas em cursos superiores de
universidades aumentou [Lynn and Emanuel 2020]. Isso porque algumas instituições tentam
manter um currículo aberto para que haja flexibilidade de formações e interdisciplinaridade,
em outras palavras, o aluno pode escolher quais disciplinas vai cursar, levando em conside-
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ração se ele acha relevante a seus interesses. Algumas dessas disciplinas são ofertadas na
condição de eletivas, oferecendo uma especialização em uma certa área do curso. Então,
alunos com listas extensas de opções podem gastar muito tempo procurando informações
sobre as diferentes disciplinas disponíveis para escolher aquelas que melhor se encaixam em
seus interesses pessoais e na jornada acadêmica. A escolha das disciplinas, portanto, pode
não ser trivial, deste modo, a utilização de um sistema de recomendação pode ser indicada.
Existem vários estudos da aplicação deste sistema no problema da seleção de disciplinas. Os
métodos utilizados podem ser categorizados em três grupos diferentes, que são a filtragem
colaborativa [Madani et al. 2019], baseados em conteúdo [Wang et al. 2018] e baseados em
conhecimento [Saraswathi et al. 2014].

Mas um problema pouco explorado nesse contexto é a especificidade da recomendação,
que é quando os itens da lista resultante acabam sendo muito semelhantes entre si. Então, a
diversidade na recomendação deve ser considerada pois indivíduos tendem a ter interesses e
habilidades diversas e uma lista redundante pode não ser de muito auxílio ao aluno.

Uma tendência consolidada é a utilização da inteligência computacional para implemen-
tar estes sistemas, pois tem grande capacidade de melhorar a qualidade da recomendação.
Alguns trabalhos usam estas estratégicas para enfrentar os problemas clássicos dos métodos
de recomendação [Zhang et al. 2020].

Dentro de Inteligência Computacional, há a utilização de meta-heurísticas bio-inspiradas,
que são adequadas para aplicações como planejamento, design, controle e classificação. Es-
tas técnicas têm sua origem em diversos contextos, como a psicologia, biologia, física e
neurologia[Voß 2000] sendo os métodos evolutivos e inteligência de enxame uns dos mais
utilizados. Alguns representantes da classe métodos evolutivos são: as estratégias evolutivas,
a programação evolutiva e os algoritmos genéticos [Corne and Lones 2018].E de inteligên-
cia de exames os principais representantes são: enxame de partículas, colônias de formigas
e colônias de abelhas artificiais [Nguyen et al. 2020]

Não obstante, há trabalhos que se utilizam destas meta-heurísticas para geração de re-
comendações. [Karabadji et al. 2018] se utiliza de um algoritmo evolutivo para melho-
rar um algoritmo de filtragem colaborativa, com o objetivo de fazer recomendações que
ao mesmo tempo sejam diversas (sem muitos itens semelhantes entre si) e precisas. Já
[Esteban et al. 2020] propõe um sistema de recomendação híbrido que combina metodolo-
gias de Filtragem Colaborativa e Baseada em Conteúdo usando multi-critérios relacionados
às informações do aluno e do curso para recomendar os cursos mais adequados aos alunos.
Um Algoritmo Genético (GA) foi desenvolvido para descobrir automaticamente a configu-
ração ótima do sistema de recomendação, que inclui tanto os critérios mais relevantes quanto
a configuração dos demais parâmetros. Além disso, [Peška et al. 2019] fazem uma resumo
dos principais trabalhos que aplicam inteligência de enxames em sistemas de recomendação.

Outros algoritmos bio-inspirados têm recebido atenção nas últimas décadas. As técni-
cas inspiradas no sistema imunológico, por exemplo, possuem algumas propriedades in-
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teressantes para apoiar a construção de sistemas computacionais inteligentes. São elas:
robustez, tolerância, distribuição, memória, adaptabilidade, auto-organização e autonomia
[Figueredo et al. 2013]. Dasgupta [Dasgupta et al. 2011] define os sistemas imunológicos
artificiais como “sistemas adaptativos, inspirados na imunologia teórica e nas funções, prin-
cípios e modelos imunológicos observados, que são aplicados à resolução de problemas”.

[Chang et al. 2016] aplicam uma algoritmo baseado no sistema imunológico para gerar
as recomendações. Ele é usado para criar clusters de alunos que serão usadas na filtragem
colaborativa para combinar um aluno alvo com grupos de alunos semelhantes.

Mas um dos processos do sistema imunológico que mais interessa para sistemas de reco-
mendação é a auto-regulação da rede imunológica, que se refere ao fato de que, para atingir
a cobertura ideal do espaço de variações do antígeno, a diversidade de anticorpos deve ser
incentivada. Em um sistema de recomendação essa característica pode se traduzir na capaci-
dade de gerar recomendações diversas. Será este o conceito explorado neste trabalho.

1.1 Objetivos

O presente trabalho propõe uma implementação de um sistema imuno-inspirado de reco-
mendação, tomando como base um banco de dados com informações acadêmicas de alunos
do curso de Engenharia de Redes de Comunicação, da Universidade de Brasília.

O sistema utiliza a análise do histórico acadêmico de um aluno alvo, i.e. suas notas em
matérias previamente cursadas, para encontrar um grupo de alunos semelhantes a ele (com
histórico parecido) mas diversos entre si. Deste grupo serão extraídas matérias optativas
que serão recomendadas ao aluno. Ademais, serão utilizadas métricas para avaliação da
recomendação condizentes com as utilizadas na literatura, para fins de comparação.

1.2 Justificativa

A utilização do sistema de recomendação pode servir para auxiliar o aluno a selecionar
disciplinas de acordo com suas habilidades, interesses e desempenho em disciplinas cursa-
das anteriormente. Mas o impacto sugestões diversas ainda é pouco explorado no contexto
da recomendação de disciplinas. Esta característica pode afetar os resultados da recomenda-
ção de maneira positiva, pois alunos tendem a ter interesses e habilidades diversas, não se
assemelhando, a apenas um grupo de pessoas específico.

Assim a pesquisa apresentada neste trabalho tem a intenção de explorar melhor as pos-
sibilidades de recomendação aplicando o conceito de rede imunológica regulada pelo me-
canismo de concentração de anticorpos, de modo a analisar o impacto na recomendação e a
abrangência das disciplinas recomendadas. A utilização de sistemas imunológicos artifici-
ais contribui com a pesquisa em sistemas de recomendação pois a diversidade é intrínseca
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a esta classe de algoritmos e sua explicabilidade é mais simples, tendo a vantagem de dar
melhor fundamento à sua saída produzida, o que por sua vez, resulta em um aumento da
confiabilidade no sistema.

1.3 Organização da Dissertação

O restante da dissertação está organizado da seguinte maneira: Capitulo 2 apresenta
os fundamentos teóricos empregados para o aplicação do sistema imunológico artificial no
problema de recomendação de disciplinas. O Capítulo 3 apresenta o algoritmo proposto, os
aprimoramentos aplicados e as respectivas métricas de desempenho consideradas para avaliar
a qualidade da recomendação. O Capítulo 4 traz os resultados obtidos, junto a comparações
com um sistema básico de filtragem colaborativa para validar as melhorias alcançadas. Por
fim, o Capítulo 5 conclui este trabalho resumindo os resultados obtidos e propondo trabalhos
futuros.
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Capítulo 2

Fundamentação Teórica

A fim de explicar a relação entre sistemas de recomendação e o sistema imunológico arti-
ficial este capítulo primeiramente apresenta o que é um sistema de recomendação, mostrando
suas principais abordagens e desafios enfrentados. Em seguida são apresentados os princí-
pios do sistema imunológico dos vertebrados a fim de esclarecer como a sua incorporação
artificial pode ser usado na recomendação de disciplinas. Para isso também são apresentados
os principais algoritmos utilizado na literatura. Por fim, são apresentados trabalhos que já
utilizaram o sistema imunológico artificial para gerar recomendações.

2.1 Sistemas de Recomendação

Sistemas de recomendação são programas computacionais automatizados que auxiliam
nas escolhas de atividades a serem exploradas por um indivíduo. Estes sistemas podem se
basear em diversos fatores (histórico de preferência de filmes, livros lidos anteriormente,
curso de graduação, itens populares e até mesmo local de moradia do alvo) e são capazes de
analisar e compreender o comportamento dos usuários de uma plataforma para fazer reco-
mendações relevantes e personalizadas de conteúdos. Eles já foram aplicados com sucesso
em diversos serviços, os mais famosos sendo os de streaming de músicas e filmes como o
Spotify e a Netflix, que utilizam as classificações de itens favoritos pelos próprios usuários
para lhes recomendar novos itens [Amatriain and Basilico 2015].

A Figura 2.1 ilustra o processo de um sistema de recomendação. O alvo é um indivíduo
do qual o sistema deve analisar as suas preferências, que devem ser informadas, para que
seja gerada uma lista de itens que o sistema classifica como relevantes. O sistema pode
usar como base os itens disponíveis pra a recomendação e/ou o histórico de consumo de
um grupo de usuários, que deve estar em um banco de dados. Este poderá ser usado como
memória ou para a construção de modelos estatísticos de consumo. Após o alvo consumir a
lista resultante, suas preferências também entram para o banco de dados e poderão ser usadas
para gerar recomendações para próximos usuários.
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Figura 2.1: Esquema básico do processo de um sistema de recomendação

Esse tipo de sistema é classificado como uma aplicação da inteligência artificial
[Pavlidis 2019] e sua origem pode ser atribuída a trabalhos em ciência cognitiva, teoria da
aproximação e recuperação de informação, mas se tornou uma área de pesquisa independente
na década de 90, quando o foco passou a ser em estruturas que dependem da classificação
dos itens [Adomavicius and Tuzhilin 2005]. O interesse por essa área de pesquisa é motivado
devido à sua vasta possibilidade de aplicações praticas pois auxiliam a analisar problemas
que contém um universo grande de opções e assim podem fornecer recomendações persona-
lizadas e certeiras [Isinkaye et al. 2015].

O trabalho em [Fayyaz et al. 2020] fornece uma visão geral do estado da arte em siste-
mas de recomendação, seus tipos, desafios, limitações e aplicações. Sua principal aplica-
ção é no comercio eletrônico, com casos de sucesso em recomendações de filmes, músicas,
imagens, livros, etc. mas sua aplicabilidade é extensa. Há várias outras áreas que podem
se beneficiar de recomendações em seu processo de tomada de decisão, como agricultura
[Kuanr et al. 2018], saúde [Prajapati and Brahmbhatt 2022] ou turismo [Mu et al. 2009].
Por exemplo, em [Rodriguez-Carrion et al. 2012] é estudado a possibilidade de utilizar pa-
drões de mobilidade em transporte público para ajudar outros usuários a encontrar seu cami-
nho ou prever sua próxima localização recomendando assim linhas de metrô e ônibus a fim
dos usuários economizarem tempo e dinheiro.
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Mensurar a qualidade de um sistema de recomendação não é simples devido à
falta de um método explícito para determinar se uma recomendação é precisa ou não
[Fayyaz et al. 2020].

Um sistema de recomendação pode prever como os usuários classificam um item ou
qual item (ou lista de itens) é de interesse do usuário. Quando se trata da primeira opção
a avaliação das recomendações é baseada em medidas amplamente utilizadas, como o erro
médio absoluto (MAE) ou a raiz do erro quadrado médio (RMSE). No RMSE a diferença
entre as avaliações reais do usuário e as previstas deve ser determinada. O MAE mede o
desvio absoluto médio das avaliações previstas em relação as avaliações reais dos usuários.
Valores mais baixos de RMSE e MAE indicam maior acurácia do sistema de recomendação.
O RMSE é geralmente maior ou igual ao MAE, mas se ambas as métricas forem iguais,
todos os erros terão a mesma magnitude.

Já na segunda opção, o qual deve se medir o quanto o sistema recomenda itens interes-
santes ao usuário, medidas de recuperação de informação (precisão e revocação) são usadas
[Pavlidis 2019]. A precisão indica a fração de itens relevantes entre todos os itens recomen-
dados a um usuário. Já a revocação representa o número de itens relevantes recomendados
em relação o número total de itens que foram recomendados.

Em alguns casos um sistema de recomendação também deve levar em conta a diversi-
dade, pois ter itens muito semelhantes em uma lista pode não ser de muito ajuda na perspec-
tiva dos usuários. Isso porque as recomendações são baseadas em similaridades o que pode
acarretar em recomendações que parecem redundantes e o usuário pode levar mais tempo
para explorar a variedade de itens disponíveis. Isso ocorre quando o usuário é exposto a
apenas a uma seleção mais restrita de itens, enquanto itens de outros nichos que também são
relevantes podem ser completamente ignorados.

A diversidade de recomendações também permite que os usuários descubram objetos
que eles não encontrariam facilmente por si mesmos. Entretanto se um algoritmo se con-
centra estritamente em aumentar a diversidade, a acurácia pode ser reduzida. O método
mais utilizado para medir a diversidade usa a similaridade item-item, normalmente baseada
no conteúdo do item. Pode-se medir a diversidade de uma lista com base na soma, média,
mínima ou distância máxima entre os pares de itens.

Trabalhos na área de avaliação desses sistemas que levam em conta a dificul-
dade de precisão e a diversidade nas recomendações foram desenvolvidos ao longo
do tempo. [Shani and Gunawardana 2011] avaliam como comparar os recomendadores
com base em um conjunto de propriedades relevantes para suas aplicações, enquanto
[Avazpour et al. 2014] faz de revisão uma série de métricas e medidas de avaliação, bem
como algumas abordagens usadas para avaliar sistemas de recomendação, como, por exem-
plo, correção, novidade, cobertura etc. Em [Zhang 2009], o objetivo geral do trabalho é exa-
minar maneiras de melhorar a diversidade de recomendações mantendo alta precisão. Neste
sentido, o autor aborda a questão de como melhor avaliar as estratégias de diversificação e
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propõe novos algoritmos de aprimoramento da diversidade.

Um dos esforços no estudo dos sistemas de recomendação é, naturalmente, a melhoria
continua de tais e, desta forma, [Adomavicius and Tuzhilin 2005] listaram linhas de pro-
gresso que moldaram pesquisas futuras. Algumas delas são:

• Criação de melhores métodos para representar o comportamento de usuários e infor-
mações de itens a serem recomendados;

• Incorporação de informações contextuais no processo de recomendação;

• Utilização de classificação multiobjetivo;

• Utilização medidas mais efetivas para determinar o desempenho do sistema.

2.1.1 Recomendação de disciplinas

Uma das áreas em que os sistemas de recomendação são utilizados é o meio acadêmico.
O estudo em [Lynn and Emanuel 2020] descreve algumas áreas de atuação de sistemas de
recomendação em domínio educacional: aplicação em e-learning, gerar materiais relevantes
para os alunos devido grande quantidade de opções disponíveis para aprendizagem online,
por exemplo, há sites como Cousera 1 e Udemy 2 que tem catálogos extensos de cursos; ser-
viços de biblioteca, para ajudar estudantes, leitores e pesquisadores a encontrar facilmente
livros apropriados de acordo com suas áreas de estudos; campo de pesquisas e publicações,
os sistemas podem recomendar revistas e conferências adequadas aos autores; em institutos
de ensino superior, pesquisadores podem usar sistemas de recomendação para prever proba-
bilidade de abandono escolar, ajudar alunos a selecionar cursos de graduação, a selecionar
disciplinas e identificar padrões de aprendizagem e desempenho [Sheehan and Park 2012].

Tratando-se especificamente da recomendação de disciplinas, são várias as abordagens
de recomendação já utilizadas, sendo elas filtragem colaborativa, baseada em conhecimento,
baseada em conteúdo, baseada na comunidade, demográfica, e métodos híbridos, como ve-
remos mais adiante.

O trabalho feito por [Bendakir and Aïmeur 2006] desenvolveu um sistema baseado em
regras de associação, que incorpora um processo de mineração de dados junto com as classi-
ficações dos usuários. A partir de um histórico de dados reais, descobre regras significativas
que associam disciplinas acadêmicos seguidos por ex-alunos. Essas regras são usadas pos-
teriormente para inferir recomendações. Já [Farzan and Brusilovsky 2006] apresentam um
sistema baseado na comunidade, que fornece recomendações com base na avaliação da re-
levância de disciplinas por parte dos alunos levando em conta seus objetivos de carreira.
Outro trabalho que envolve objetivos de carreira foi desenvolvido em [Jiang et al. 2019] que

1https://pt.coursera.org/
2https://www.udemy.com/pt/
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apresenta um sistema baseado em rede neural recorrente para sugerir disciplinas para aju-
dar os alunos a se prepararem para disciplinas-alvo, personalizados para seu histórico de
conhecimento prévio estimado.

Alguns trabalhos focam na predição de notas de disciplinas para recomendação, de modo
a selecionar as disciplinas top-n. [Sheehan and Park 2012] apesentam um protótipo com o
objetivo de demonstrar o potencial da tecnologia de recomendação, fornecendo previsões
de notas para os próximos cursos na carreira acadêmica de um aluno para apoiar a to-
mada de decisões de administradores, alunos, educadores e orientadores acadêmicos. Em
[Elbadrawy and Karypis 2016] é investigado como as características acadêmicas do aluno e
do curso influenciam os padrões de matrícula. Essas características são usadas para defi-
nir grupos de alunos e cursos em vários níveis de granularidade e, a partir destes, projetar
modelos de previsão de notas e classificação de cursos top-n.

Há também o trabalho desenvolvido em [Park 2018] que propõe um método para prever o
desempenho dos alunos em especializações do curso de computação. No trabalho o cálculo
de similaridade entre alunos é feito ponderando as disciplinas com base na especialização
em que disciplina pertence, como resultado produz previsões personalizadas das notas dos
alunos em disciplinas necessárias para cada especialização em computação.

Outro problema abordado na recomendação de disciplinas é que, na maioria das
abordagens, não é levada em conta a presença de pré-requisitos. O trabalho em
[Parameswaran and Garcia-Molina 2009] tenta desenvolver algoritmos de recomendação
que consideram esses pré-requisitos e suas recomendações contém cadeias de disciplinas.

2.1.2 Recomendação explicável

Problemas de recomendação se encaixam nos chamados problemas 5W (when, where,
who, what, why, em inglês "quando, onde, quem, o quê e por quê") [Zhang and Chen 2020].
A recomendação explicável se refere a algoritmos que tentam responder o "por quê", ou
seja, eles não apenas recomendam itens como também oferecem explicações de modo a
esclarecer a razão da recomendação de tais itens. Na seleção de disciplinas essas explica-
ções são um modo de aumentar a confiança nas recomendações do sistema. O trabalho em
[Santos and Boticario 2010] adiciona a justificativa ao seu modelo de recomendação apli-
cado ao domínio educacional.

Um dos objetivos das explicações é transparência, ou seja, expor o raciocínio e os dados
por trás de uma recomendação. Isso então se desdobra na ajuda que ela pode dar ao sis-
tema ao inspirar confiança do usuário, aumentar a satisfação e persuadi-lo a experimentar ou
comprar um item recomendado. Um trabalho extenso sobre a explicabilidade de um reco-
mendação é feito em [Tintarev and Masthoff 2015], onde são apresentados vários estilos de
explicação e como eles estão relacionados aos algoritmos.

A pesquisa em recomendação explicável considera duas filosofias. Uma delas considera
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a explicabilidade dos métodos de recomendação e visa implementar modelos interpretáveis
para aumentar a transparência e geralmente tem como saída resultados explicáveis, ou seja,
essa filosofia tenta desenvolver modelos explicáveis intrínsecos e entender como funciona
o processo de recomendação. A outra filosofia se concentra na explicabilidade apenas dos
resultados, o modelo de recomendação é tratado como uma caixa-preta e são desenvolvidos
modelos separados para explicar os resultados da recomendação [Zhang and Chen 2018].

2.1.3 Abordagens de recomendação

O sistema de recomendação tem como objetivo estimar uma nota para itens não avaliados
pelos usuários e através delas oferecer uma boa recomendação ou lista de recomendações.
De acordo com [Burke and Robin 2007] há quatro classificações de técnicas diferenciadas
com base em sua fonte de conhecimento. São elas:

1. Baseado em conteúdo: A recomendação é obtida através da avaliação de itens simila-
res aos presentes no conjunto de preferencia do usuário, ou seja, o sistema "aprende”
quais itens o usuário pode gostar com base nas características dos itens que ele já
avaliou.

2. Filtragem colaborativa: A recomendação é obtida através dos avaliações de itens por
parte dos usuários, por exemplo, o sistema procura por usuários histórico similares de
avaliações e encontra itens através dessa "vizinhança".

3. Demográfico: São utilizados dados demográficos dos usuários para gerar a recomen-
dação, os itens recomendados para diferentes nichos demográficos podem ser gerados
combinando as avaliações dos usuários desses nichos.

4. Baseado no conhecimento: A recomendação de itens tem como base inferências so-
bre as necessidades e preferências de um usuário, muitas vezes se terá informações
explícitas de por quê o item é relevante a tal usuário.

Além dessas classificações alguns outros trabalhos utilizam de uma outra técnica, como
definida por [Sankar et al. 2014]:

5) Baseada na comunidade: A recomendação é feita utilizando a preferência de usuários
relacionados. A detecção de comunidade pode dividir os usuários em vários subgrupos
com interesses e perfis semelhantes.

Essas técnicas ainda podem ser combinadas de forma a melhorar as recomendações,
são as chamadas técnicas híbridas. Cada uma dessas técnicas foram muito exploradas nas
últimas décadas e suas capacidades e limitações são conhecidas. As técnicas hibridas tem
como objetivo contornar essas limitações. Agora detalhamos, a seguir, as estrategias mais
utilizadas em sistemas de recomendação de disciplinas, pois este é o foco deste trabalho:
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2.1.3.1 Baseadas em conteúdo

Neste método o objetivo é analisar os itens avaliados pelo usuário no passado de modo
a encontrar características em comum entre eles e assim determinar um perfil de inte-
resse, onde se armazena os interesses do usuário em relação às características dos itens, de
modo que o sistema será capaz de filtrar itens que sejam de interesse e assim recomendá-
los. Essa técnica tem origem nas pesquisas de recuperação e filtragem de informação
[Adomavicius and Tuzhilin 2005]. A Figura 2.2 ilustra seu funcionamento.

Figura 2.2: Esquema da recomendação baseada em conteúdo

Nesse tipo de técnica a recomendação se apoia na descrição do conteúdo dos itens e
não se leva em conta as preferências de outros usuários, os algoritmos apenas exploram
as informações sobre os itens avaliados pelo usuário. É dito que esse tipo de abordagem
é independente e é devido a essas características que é possível especificar os motivos da
recomendação e, consequentemente, aumentar a confiança do usuário no sistema. Outra
vantagem dessa abordagem é que é possível indicar itens que nunca foram avaliados por
outros usuários, ou seja, são novos no sistema. A descrição do item já seria suficiente para
que ele seja recomendado a algum usuário que tenha interesse nas características desse item.
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A problema enfrentado por esses algoritmos é o número de características escolhidas
para serem analisadas ou que descrevam os itens. Se é sabido apenas parte das informações
sobre os usuários, por exemplo se sabe o curso de um aluno mas não em qual semestre do
currículo ele se encontra, é possível que a recomendação seja afetada. De mesmo modo, a
quantidade de informação que temos sobre dado item pode afetar a recomendação, se temos
poucas informações não é possível fazer boas recomendações mas, por outro lado, a grande
quantidade poderia afetar o desempenho do sistema por causa do grande volume de dados a
ser analisado.

Além dessa limitação há o problema da especificidade das recomendações. O usuário
nunca receberá uma recomendação que se diferencie do perfil e a lista de recomendação
poderá ter apenas itens parecidos aos avaliados anteriormente. Quando trabalhando com
disciplinas, o sistema poderia recomendar apenas disciplinas parecidas às que o aluno já
cursou e as opções de disciplinas de outros departamentos poderiam ficar de fora da lista.

2.1.3.2 Filtragem colaborativa

Esse método tenta predizer quanto o item é relevante a um usuário particular baseando-se
nos itens avaliados pelos outros. A abordagem consiste em identificar um subconjunto de
usuários similares para assim avaliar as preferências deste grupo a certos itens. Para o pro-
blema de recomendação de disciplinas isso quer dizer que, para recomendar uma disciplina
a certo aluno, o sistema tenta buscar outros alunos com histórico acadêmico similar e, assim,
recomendar opções em que esses outros alunos tenham obtido resultados satisfatórios.

Para a implementação deste método é gerada uma matriz, denominada “matriz usuário-
item", onde os valores de cada célula da matriz são a avaliação do item por um usuário, a
coluna corresponde a um usuário e a linha a um item, ou vice-versa. Este tipo de aborda-
gem não precisa de informação nenhuma quanto às características dos itens, o item é tratado
como uma “caixa-preta” e a recomendação é apenas baseada nas avaliações de usuários si-
milares. Diferentemente do método baseado em conteúdo, esses algoritmos têm a vantagem

Figura 2.3: Esquema da filtragem colaborativa
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de conseguir recomendar itens com características diversas e não sofrem com o problema de
especificidade. A Figura 2.3 resume seu funcionamento.

Entretanto, há alguns desafios na implementação desse método
[Su and Khoshgoftaar 2009]:

• Esparsidade dos dados: Nas maioria das vezes que um sistema de recomendação é
aplicado apenas uma pequena fração dos itens são avaliados por um usuário e apenas
uma parcela de todos os usuários avaliam um determinado item, o que leva a uma ma-
triz usuário-item bastante esparsa, ou seja a matriz usuário-item utilizada tem muitas
avaliações vazias ou desconhecidas, o que pode afetar o desempenho do sistema.

• Cold-start: este problema é decorrente da esparsidade, quando um item novo é adi-
cionado ao sistema não há nenhuma informação quanto a ele e não haveria modos de
recomendá-lo, pois não havia sido avaliado por nenhum usuário. O mesmo pode acon-
tecer a um novo usuário que não pode ser direcionado a nenhum grupo de usuários e
assim suas primeiras recomendações podem acabar não sendo muito relevantes.

• Escalabilidade: Sistemas de recomendação costumam ter bancos de dados constante-
mente modificados, novas avaliações de itens por usuários podem ser frequentes, o que
leva a um novo perfil de interesse do usuário. O sistema precisa estar constantemente
revendo as recomendações que são feitas, o que pode levar a uma sobrecarga, pois
é necessário frequentemente analisar a qual grupo o usuário pertence e avaliar cada
item candidato a recomendação. Este problema só ocorre em aplicações que envolvam
grandes bases de dados e necessidade de requisições constantes a ela.

• Sinônimos: Há situações em que o mesmo item, ou itens muito semelhantes, são re-
presentados por identificadores diferentes.

• Gray Sheep: Ocorre quando as avaliações de um usuário não tem uma similaridade
com nenhum grupo de usuário e o sistema não consegue fazer recomendações.

As técnicas de filtragem colaborativa podem ser dividida em duas classes que lidam de
modos diferentes com esses problemas: baseada em memória e baseada em modelo.

Baseado em memória: Nessa abordagem as recomendações são computadas através da
matriz usuário- item e precisam ter essa estrutura em sua memória. Os algoritmos mais bási-
cos se baseiam no conceito do vizinho mais próximo, em inglês K-nearest-neighbour, KNN.
Existem duas maneiras de definir esses vizinhos: baseada em usuário, em que ele se utiliza
das ferramentas de cálculo de correlação para selecionar usuários com alta medida de simi-
laridade a um usuário u, as avaliações destes usuários ao item i são ponderadas de acordo e
utilizadas para calcular quanto um item i seria de interesse e assim fazer a recomendação. A
outra maneira é dita baseada em item, que tenta predizer a relevância do item i para certo
usuário u baseado nas preferências desse usuário u por itens similares ao item i, ou seja, o
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método baseado em item considera o conjunto de itens que o usuário-alvo avaliou previa-
mente e computam quão similares eles são com relação a um item-alvo i na matriz usuário-
item, mas diferente da recomendação baseada em conteúdo ela não leva em consideração as
características do item para calcular similaridade mas sim o padrão de avaliações na matriz
usuário-item.

Para exemplificar melhor como funciona cada estratégia, nas Figuras 2.4 e 2.5 temos a
mesma matriz usuário-item. Na Figura 2.4 é aplicado o método baseado em usuário, o alvo
da recomendação é o Usuário 1 e seu vizinho mais próximo (usuário com padrão semelhante
de avaliação) é o Usuário 3, logo o item a ser recomendado será o Item 3, que foi avaliado
pelo Usuário 3 mas que ainda não foi consumido pelo Usuário 1. Já na Figura 2.5 o método
é o baseado em item, o alvo continua o mesmo mas agora procuramos por itens com padrão
de avaliações semelhantes aos já avaliados pelo Usuário 1, neste caso o Item 1 foi avaliado
com nota mais alta e o item 4 tem padrão de avaliações bem semelhante a ele e por isso será
selecionado para ser recomendado.

Figura 2.4: Filtragem colaborativa baseada em usuário

Uma das etapas mais importantes da filtragem colaborativa baseada em memória é o
calculo da similaridade entre usuários ou itens. Para a técnica baseada em itens essa simila-
ridade é calculada entre itens i e j, baseando-se nos usuários que avaliaram ambos os itens. Já
para a técnica baseada em usuários a similaridade é entre os usuários u e v que avaliaram os
mesmos itens. São vários os métodos utilizados para calcular a similaridade. O mais usado
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Figura 2.5: Filtragem colaborativa baseada em item

deles é a correlação de Pearson [Al Hassanieh et al. 2018], que considera o quanto duas va-
riáveis são relacionadas linearmente. A desvantagem em sua utilização é que o resultado
é impreciso quando os dois usuários têm apenas uma avaliação em comum, ou quando um
determinado usuário avaliou apenas um item. Também são utilizadas outras técnicas, por
exemplo, o cosseno os vetores de avaliação de dois usuários ou itens com os quais se quer
avaliar a similaridade, mas neste caso a desvantagem está no fato de que esta medida não
considera as diferenças na média e variância das avaliações feitas pelos usuários. Assim a
escolha do método de similaridade impacta na precisão e no desempenho do algoritmo de
recomendação. O trabalho em [Al Hassanieh et al. 2018] ainda relata sobre várias outras
medidas de similaridade que já formam utilizadas em filtragem colaborativa.

As principais vantagens da filtragem colaborativa são sua simples implementação e a
maneira como a recomendação pode ser mais facilmente explicada e intuitiva. No entanto
seu desempenho é bastante afetado quando o banco de dados é uma matriz muito esparsa,
pois a falta de dados pode ser insuficiente para criar a vizinhança [Pavlidis 2019].

Baseada em modelo: abordagens baseadas em modelo utilizam as avaliações dos usuá-
rios para treinar um “modelo” capaz de fazer predições. Os treinamentos são feitos com
os itens que o usuário já avaliou. Técnicas de aprendizado de máquina ou algoritmos de
mineração de dados são utilizados para a criação de um modelo que consiga identificar
os padrões complexos existentes, prever classificações e gerar recomendações automáticas
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[Pavlidis 2019].

Os métodos de aprendizado de máquina empregados nesta categoria incluem métodos
bayesianos, modelos baseados em regras, árvores de decisão e modelos de fatores latentes
[Pavlidis 2019]. Modelos utilizando fatores latentes são algoritmos que tentam explicar a
preferência de um item para um usuário caracterizando os mesmos em fatores. Eles podem
ser bastante eficientes na geração de recomendação mas devem ter uma grande quantidade
de dados para treinamento, além disso, a construção do modelo pode ser custosa computaci-
onalmente e, com novas avaliações pelos usuários o modelo deve ser reavaliado.

Essa abordagem pode gerar recomendações mais precisas mas por usar aspectos latentes
e por isso ser uma técnica mais abstrata a explicação dos motivos da recomendação é mais
difícil. Assim, a escolha da abordagem de recomendação depende da aplicação prática e não
apenas do desempenho do sistema [Koren 2010].

2.1.3.3 Métodos híbridos

Os métodos híbridos se utilizam da junção de diversos algoritmos, podendo ou não ser
com abordagens distintas, na tentativa de realçar o potencial de cada um e ao mesmo tempo
compensar suas limitações.

Há varias maneiras de se fazer essa junção, que vão de simplesmente mesclar o resultado
dos métodos mencionados anteriormente, ponderando a contribuição colaborativa de acordo
com a interação usuário-item, até maneiras mais complexas como é o caso de aplicar métodos
baseado em conteúdo para converter as matrizes esparsas em matrizes completas e então
aplicar os métodos de filtragem colaborativa.

Em [Burke and Robin 2007] há uma extensa pesquisa de como a junção pode ser feita, a
qual subdivide esses algoritmos em 7 tipos:

1. Ponderado: a pontuação de diferentes componentes de recomendação é combinada
numericamente.

2. Alternância: o sistema escolhe entre os componentes de recomendação e aplica o
selecionado.

3. Misto: as recomendações de diferentes recomendadores são apresentadas juntas.

4. Combinação de dados: dados derivados de diferentes fontes de conhecimento são
combinados e fornecidos a um único algoritmo de recomendação. A ideia da combi-
nação de dados é injetar dados de uma fonte (como recomendação colaborativa) em um
algoritmo projetado para processar dados com uma fonte diferente (como recomenda-
ção baseada em conteúdo), ou seja, é capaz de tratar um dado "Usuário1 e Usuário2
gostaram Movie X"da mesma forma que o algoritmo trata dados como "Ator1 e Ator2
estrelaram Movie X".
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5. Acréscimo de dados: Uma técnica de recomendação é usada para calcular um dado ou
conjunto de dados, que é então serão parte da entrada para a próxima técnica. Neste
caso pode-se treinar um modelo baseado em conteúdo que gerará um conjunto de perfis
que seja mais denso e mais útil para o estágio de filtragem colaborativa.

6. Cascata: As recomendações recebem prioridade estrita, com aquelas de prioridade
mais baixa quebrando o empate na pontuação dos mais altos. Ou seja, um recomen-
dador fraco não pode anular as decisões tomadas por um mais forte, pode apenas
refiná-las.

7. Meta-nível: Uma técnica de recomendação é aplicada e produz algum tipo de modelo,
que é então a entrada usada pela próxima técnica. É parecido como o acréscimo de
dados mas neste caso a primeira estratégia de recomendação substitui completamente
a fonte de conhecimento original por um modelo aprendido que o segunda estratégia
deverá usar para gerar as recomendações.

[Trabelsi et al. 2021] apresentam uma pesquisa sobre o estado da arte na utilização de
sistemas híbridos, segundo estas subdivisões.

2.2 Sistema Imunológico Artificial

Foram apresentados os conceitos relativos a sistemas de recomendação e a importância de
uma estratégia que seja ao mesmo tempo robusta, escalável e explicável. A fim de esclarecer
o vínculo entre os dois iremos apresentar nesta seção, primeiramente, o funcionamento do
sistema imunológico de animais vertebrados, em seguida, estudaremos suas aplicações em
problemas de otimização e recuperação de informações e, por fim, serão apresentados os
principais algoritmos baseados nesta área da Inteligência Computacional.

O sistema imunológico humano possui algumas características que podem ser ideais para
algoritmos de recomendação baseadas em filtragem colaborativa.

Para a aplicação da rede imunológica em um sistema de recomendação alguns recursos
podem ser relevantes, são eles: (i) correspondência, que se refere à ligação entre anticorpos
e antígenos, ao qual se pode traçar um paralelo entre o calculo de semelhança de entre o alvo
e outros usuários; (ii) diversidade, que se refere ao fato de que, para atingir a cobertura ideal
do espaço de variações do antígeno, a diversidade de anticorpos deve ser incentivada, num
sistema de recomendação essa característica pode evitar a especifidade da recomendação; iii
memória, capacidade de "aprendizado", o sistema imunológico é capaz de lembrar de anti-
corpos capazes de combater antígenos específicos, pensando no sistema de recomendação
esta característica pode que facilitar a geração de novas recomendações; e (iv) controle dis-
tribuído, pois o sistema imunológico é governado por interações locais entre células e não
existe um controlador geral.
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2.2.1 Princípios do Sistema Imunológico

A inspiração no sistema imunológico (SI) de vertebrados é interessante para a constru-
ção de sistemas computacionais inteligentes devido a algumas de suas propriedades, como:
robustez, tolerância, distribuição, memória, adaptabilidade, auto-organização e autonomia
[Figueredo et al. 2013].

Este sistema é estudado desde o século 18, mas foi apenas no século 19 que se descobri-
ram os agentes infecciosos, estes chamados de microrganismos patogênicos (vírus, bactérias,
fungos e parasitas) [Mettenleiter 2017]. Além disso, neste mesmo século, descobriu-se a
existência das células brancas responsáveis pela destruição dos organismos invasores por se-
rem capazes de produzir anticorpos [Addison 1843]. A função do sistema imune é proteger
o animal dos agentes danosos que se infiltram nele. Ele é importantíssimo para a sobrevivên-
cia do animal na natureza pois é capaz de levantar informações sobre os agentes infecciosos
de maneira a "aprender"a combatê-los e a "memorizar"estas informações para evitar novas
infecções [De Castro and Von Zuben 1999].

No contexto biológico, diante de uma invasão de microrganismos, o SI apresenta dois ní-
veis de barreiras [De Castro and Timmis 2002]. No primeiro ele tenta primeiramente com-
bater a invasão com sua imunidade natural, as barreiras físico-químicas da pele, mucosas
etc., este é um tipo de defesa amplo e não discriminado. Este é o sistema inume inato, fa-
zem parte dele células de defesa prontas e sua resposta é idêntica e consistente em todos os
vertebrados.

No segundo, se a estratégia inata não for suficiente, outro tipo de resposta é ativada, res-
ponsável pela robustez do sistema ao combater especialmente substâncias estranhas. Este é
chamado de sistema imune adaptativo, específico ou adquirido, ou seja, o sistema desenvolve
seus próprios agentes protetores, um deste são os anticorpos, que, quando em contato com
a substância estranha específica, o antígeno (qualquer molécula do patógeno que o sistema
imune consegue reconhecer), o marca para serem combatidos por células especializadas.
Esse sistema é composto de células chamadas linfócitos, que podem ser do tipo B e T, e as
células fagocitárias .

No combate ao antígeno há dois tipos de células fagocitárias: os macrófagos e as as
células dendríticas. O macrófago faz a fagocitose de células danificadas e velhas, assim
como agentes estranhos e partículas inertes. As células detríticas agem um pouco diferente,
elas são capazes de reconhecer uma grande quantidade de diferentes agentes infectantes e
tem como função capturar o antígeno e o apresentar ao linfonodo mais próximo. Estes são
considerados o "centro de inteligência"do SI, segundo [Figueredo et al. 2013], pois é lá que
é procurado o linfócito mais apto a combater o antígeno apresentado e onde se dá o inicio da
resposta do sistema imune adaptativo.

Já os linfócitos são células que circulam constantemente pelo corpo e há uma grande
diversidade de características entre estes, isso é decorrente do processo de produção das
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células na medula (linfócito B) e no timo (linfócito T).

Durante seu trajeto entre corrente sanguínea e linfa os linfócitos podem encontrar um
antígeno, quando isso acontece o linfócito aumenta de tamanho, replica seu DNA e dá origem
a vários clones, células identicamente programadas para combater o agente infeciosos. Os
linfócitos T são a maioria presente na sangue e seus clones podem se maturar em células
com diversas funções diferentes, entre elas se destacam as Células T de memória. Elas
são capazes de reconhecer o mesmo antígeno em um reinfecção e, assim, podem outra vez
produzir anticorpos para evitar que a mesma doença se reestabeleça. Portanto, o tempo
de ação do sistema imune adaptativo depende de se já houve uma exposição prévia a este
agente.

Já os linfócitos B são os que iniciam a criação dos anticorpos, e estes atuam reagindo
quimicamente com o antígeno. O processo se dá da seguinte maneira: quando os linfócitos
B encontram um antígeno a célula é ativada e passa a sofrer um processo de clonagem, estes
clones pode se se diferenciar em (I) células secretoras de anticorpos, os plasmócitos, e (II)
células de memória de mesma especificidade antigênica que o linfócito original. Além disso
cada clone de linfócitos B é responsável por um antígeno específico.

São as hipermutações somáticas que ocorrem nos linfócitos B ativados que confere a
diversidade entre os anticorpos e, consequentemente, são responsáveis pelo refinamento da
afinidade do anticorpo com relação a um antígeno específico, pois as modificações aleató-
rias são mais intensas quanto menor for a afinidade do anticorpo produzido com o corpo
estranho. Assim, os linfócitos capazes de produzir anticorpos com poder de neutralização
superior tendem a ser privilegiados no processo de escolha daquelas que irão se diferenciar
em plasmócitos. Este fenômeno de seleção dos melhores linfócitos é chamado maturação de
afinidade. A figura 2.6 ilustra o processo.

Figura 2.6: Processo de ativação do linfócito B

Os anticorpos são moléculas de forma específica que se ligam a um antígeno para marcar
que este deve ser ingerido e destruído por células especializadas, os macrófagos. Como
ilustra a Figura 2.7

19



Figura 2.7: Processo de marcação do antígeno pelo anticorpo

Com todos estes mecanismos é visto que o sistema imunológico é um sistema construído
de forma redundante, que tem uma série de componentes e mecanismos distintos, que são
usados para proteger o indivíduo. Para nosso caso são as características do sistema imuno-
lógico adaptativo que interessam para aplicação em problemas de otimização, pois é nesta
resposta que vemos o "aprendizado"do sistema imunológico. Uma teoria fundamental que
descreve este processo é o de rede imunológica, que descrevemos a seguir.

Os processos presentes no sistema imunológico permitem muitas inspirações para a so-
lução de problemas de otimização [Figueredo et al. 2013]. Descrevemos estes em mais de-
talhes a seguir.

2.2.1.1 Seleção Negativa

Linfócitos devem ser diversos o suficientes para reconhecer uma grande quantidade de
antígenos, o problema é que algumas vezes eles podem acabar por reconhecer e atacar cé-
lulas do próprio organismo (i.e. doenças auto-imunes). Para que isso não aconteça há um
processo chamado "seleção negativa", neste caso o sistema imunológico aprende através da
otimização da distinção entre antígenos e as próprias células ou moléculas do corpo ("se-
leção de padrões") [Ji and Dasgupta 2007]. Este processo acontece quando o linfócito está
passando pela maturação no timo.

O timo é um órgão em que não há a presença de agentes externos e assim as células
presentes lá são amostras "próprias". Sendo então o ambiente ideal para que haja uma avali-
ação que verifica se os receptores resultantes de um processo de rearranjo genético pseudo-
aleatório reagem a células do organismo [Hart et al. 2011]. Os Linfócitos T que reagem
contra autoproteínas são destruídas; assim, apenas aqueles que não se ligam às autoproteí-
nas podem deixar o timo. Ou seja, são testes de especificidade e afinidade do receptores do
linfócito T que determinam se ele está apto a sobreviver ou se deve ser eliminado.
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2.2.1.2 Seleção Clonal

O processo de seleção clonal ocorre quando o linfócito original é ativado ao reconhecem
um antígeno [De Castro and Von Zuben 2002]. Tantos os linfócitos B quanto os T passam
pela expansão clonal, mas as células B sofrem a hipermutação somática, ou seja, as novas
células (clones) são submetidas a um processo com altas taxas de mutação. A seleção clonal
ocorre quando linfócitos que apresentam maior reatividade ao elemento invasor se prolife-
ram com maior velocidade em detrimento daqueles com menor capacidade de neutralização.
Assim, as células B de memória são desenvolvidas para fazer uma resposta imune mais eficaz
aos antígenos que foram encontrados.

2.2.1.3 Rede imunológica

Em 1974, Jerne [Jerne 1974] apresentou a teoria da rede imunológica. Nela, há um rede
idiotípica de células B, responsáveis pela produção de anticorpos e que são interconectadas
para o reconhecimento do antígeno. Essas células também são capazes de se reconhecerem
e, assim, podem gerar dois comportamentos distintos: estímulo, em que após a ativação da
célula reconhecedora do antígeno, há a clonagem, hipermutação e secreção de anticorpos;
e supressão, caracterizada pela eliminação de células muito semelhantes às já existentes na
rede [de Castro and Von Zuben 2002]. Ou seja, as células estimulam e suprimem umas às
outras, o que leva a uma estabilização da rede. Assim, o sistema imunológico pode ser visto
como uma rede complexa na qual cada componente reconhece, é reconhecido por, interfere
e sofre interferência de outros elementos.

O resultado do processo é visto na Figura 2.8. No lado esquerdo temos uma rede em
que alguns anticorpos são bastante semelhantes entre si, onde a distancia espacial entre os
anticorpos representam seu grau de semelhança. Devido a processo de reconhecimento entre
si a há a supressão de alguns anticorpos de modo que a rede estabilizada ainda seja capaz
de reconhecer o antígeno mas que seja suficientemente diferentes uns dos outros. Como
resultado temos a rede representado no lado direito da figura, onde todos os anticorpos tem

Figura 2.8: Estabilização da rede imunológica.
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igualmente a capacidade de marcar o antígeno mas há uma diversidade entre eles.

2.2.2 Aplicações do Sistema Imunológico Artificial

Para ilustrar melhor como estes princípios são aplicados a problemas reais a Tabela 2.1
apresenta os principais algoritmos inspirados pelo sistema imunológico dos vertebrados e
faz um paralelo entre o processo que inspirou o algoritmo e as principais áreas de aplicações.

Tabela 2.1: Aplicações dos princípios do SI em problemas reais

Processo Algoritmo Problema aplicado
Seleção negativa Negative selection algorithm (NSA) Deteção de anomalias, falhas e alterações
Rede imunilógica aiNet, cob-aiNet Aprendizagem de máquina e otimização
Seleção clonal CLONALG Busca e otimização

Neste trabalho a inspiração advém da rede imunólogica e, por isso, a seguir discutimos
a fundo um exemplo de algoritmo. Apresentamos a aiNET [de Castro and Von Zuben 2002]
e trabalhos posteriores que usam o conceito de concentração para regular a rede, como a
cob-aiNET [Coelho and Von Zuben 2010].

2.2.2.1 Algoritmo aiNet:

O algoritmo aiNet é uma extensão das capacidades do algoritmo CLONALG
[De Castro and Von Zuben 2002] e introduziu aspectos como a interação da rede entre so-
luções candidatas e adaptação do tamanho do conjunto de soluções candidatas. Ele foi pri-
meiramente desenvolvido para problemas de clustering no qual pode identificar automatica-
mente o número adequado de grupos [de França et al. 2012].

O algoritmo se inicia com um conjunto de padrões (vetores) a serem reconhecidos (P) e
o processo segue os seguintes passos [de Castro and Timmis 2002]:

1. A população inicial da rede (M) é gerada randomicamente.

2. Para cada padrão antigênico em P o algoritmo CLONALG é aplicado e retorna um
conjunto de células de memória (M*). Os seus passos são:

(a) Cada padrão de Px, é apresentado à população M e sua afinidade (correspondên-
cia) com cada elemento da população M é calculada;

(b) São selecionados os elementos com afinidade mais alta de M e são geradas cópias
desses indivíduos proporcionalmente à sua afinidade com o antígeno. Quanto
maior a afinidade, maior o número de cópias.

(c) Todas estas cópias sofrem mutação com uma taxa inversamente proporcional à
sua afinidade com o padrão de entrada: quanto maior a afinidade, menor a taxa
de mutação.
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(d) Esses elementos mutantes são adicionados à população M e são escolhidos n
desses elementos para serem mantidos como memórias do sistema.

3. Determina-se a afinidade (grau de semelhança) entre todos os elementos de M*

4. Há a eliminação do todos os elementos de M* cuja afinidade é maior que um limiar.
Este processo tem o objetivo de eliminar redundâncias presentes na rede suprimindo
elementos que se reconhecem.

5. Junta-se os elementos resultantes do passo anterior com todos elementos encontrados
para cada padrão antigênico apresentado. O resultado será uma grande população de
células de memória (M).

6. A afinidade entre toda a população M é medida e todos os elementos que tem capaci-
dade de se reconhecer são suprimido da rede, o que resultará em uma população final
reduzida de células de memória que reconhecem os antígenos.

7. Os passos 2 a 6 são repetidos até que um critério de parada pré-definido seja atendido,
que pode ser um reconhecimento de padrão mínimo ou erro de classificação.

O algoritmo Cob-aiNet [Coelho and Von Zuben 2010] adiciona, em relação à aiNet o
conceito de concentração. Ele é responsável pelo número de clones que é gerado para cada
anticorpo. Este modelo permite que anticorpos com alta afinidade com os antígenos reduzam
sua concentração se também apresentarem alta afinidade com outros anticorpos da popula-
ção. A estrutura geral desse algoritmo é semelhante a outros algoritmos inspirados em redes
imunes da literatura, exceto pela inclusão das etapas de atualização de concentração, o novo
mecanismo de supressão baseado em concentração e a inclusão de um operador de busca
local.

2.3 Trabalhos Relacionados

A inteligência artificial (IA), particularmente a inteligência computacional e métodos e
algoritmos de aprendizado de máquina, tem sido aplicada no desenvolvimento de sistemas de
recomendação para melhorar a acurácia das previsões e resolver os problemas apresentados
na Seção 2.1.3 como a esparsidade de dados e o cold-start.

Com a utilização de técnicas de IA sistemas de recomendação acalçaram uma qualidade
que antes não era possível, estas técnicas permitiram análises avançadas sobre os relacio-
namentos entre usuários e itens, representações de dados mais complexas e descoberta de
conhecimento através de dados demográficos e contextuais. [Zhang et al. 2020] apresentam
uma extensa revisão sobre as contribuições teóricas e práticas da aplicação de IA em sistemas
de recomendação, além disso identificam áreas atuais de pesquisa e indicam novas direções.
Aqui faremos um resumo breve sobre as principais aplicações apresentadas.
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AI baseadas em Redes Neurais Profundas são mais utilizadas em problemas de
classificação mas já foi aplicada com sucesso em sistemas de recomendação por
[Salakhutdinov et al. 2007] que tinham como objetivo de enfrentar o problema que a filtra-
gem colaborativa tem de não consegui lidar com conjuntos de dados muito grande. Assim,
um modelo de rede neural foi utilizado para explorar a propriedade ordinal das avaliações.
A aplicação ganhou bastante visibilidade na competição promovida pela Netflix para achar o
melhor algoritmo de filtragem colaborativa, pois conseguiu ser aplicada ao banco de dados
disponibilizado que possui mais de 100 milhões de avaliações, como resultado conseguiram
taxas de erro 6% menores que do sistema utilizado pela própria Netflix.

Mas Redes Neurais Profundas são melhores aplicadas nas áreas de processamento de
linguagem natural, reconhecimento de fala e visão computacional. Com a disponibilidade de
mais dados (por exemplo, comentários gerados pelo usuário ou fotos de itens), a necessidade
de integrar todas as informações e fornecer recomendações para itens multimídia (imagens
ou vídeos) levou ao desenvolvimento de mais sistemas de recomendação baseados em deep
learning. [Cheng et al. 2016, Sedhain et al. 2015, Wu et al. 2014].

A utilização da Aprendizagem Ativa tenta enfrentar o problema de esparsidade de da-
dos pois quanto maior o número de avaliações obtidas dos usuários, melhor o desem-
penho do sistema ao fornecer uma recomendação. Assim, a aprendizagem ativa é utili-
zada para ara ajudar a selecionar os itens mais representativos da base de itens disponíveis
e entregá-los aos usuários para avaliar [Elahi et al. 2016]. Existem muitas estratégias de
aprendizado ativo diferentes, como análise de impacto de avaliação [Mello et al. 2010] e bo-
otstrapping [Golbandi et al. 2010], essas estratégias de aprendizado ativo foram integradas
a modelos de recomendação comumente usados, como, por exemplo, árvores de decisão
[Golbandi et al. 2011] e fatoração de matrizes [Karimi et al. 2011].

Além de tudo sistemas de recomendação tem a natureza de ser um processo interativo en-
tre usuário e o sistema o que é característica também da Aprendizagem por Reforço. Desse
modo, os sistemas de recomendação baseados em aprendizado por reforço não tem como
objetivo prever os interesses dos usuários em um momento específico, mas sim visam ma-
ximizar o engajamento e a satisfação dos usuários em longo prazo. Aqui o desafio está no
fato de que o grande número de itens disponíveis aos usuários aumenta a complexidade do
sistema, [Zhao et al. 2018, Zheng et al. 2018, Warlop et al. 2018]

Já Algoritmos Evolutivos podem ser principalmente usados para combinar as saídas
de vários algoritmos de recomendação quando a recomendação é tratada como um pro-
blema de otimização multiobjetivo. Diversos trabalhos foram feitos considerando múl-
tiplos indicadores de desempenho, por exemplo, acurácia, precisão e diversidade, etc
[Rodriguez et al. 2012, Ribeiro et al. 2012]. Com o objetivo de encontrar tanto recomen-
dações precisas e diversas [Karabadji et al. 2018] melhorou um método filtragem colabo-
rativa baseado em memória usando otimização multiobjetivo para encontrar vizinhos. Já
[Esteban et al. 2020] apresentam um sistema de recomendação hibrido que combina Filtra-
gem Colaborativa e Filtragem Baseada em Conteúdo usando vários critérios relacionados às
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informações do aluno e das disciplinas para recomendar as disciplinas mais adequadas aos
alunos, um algoritmo genético foi desenvolvido para descobrir automaticamente a configu-
ração ótima do sistema.

Há alguns trabalhos que aplicam sistemas imunológicos artificiais (SIA) no problema
de recomendação, os quais geralmente adaptam a técnica para funcionar como uma filtra-
gem colaborativa. Em [Cayzer and Aickelin 2005], um SIA é utilizado como uma técnica
de filtragem colaborativa completa, o antígeno é definido como o alvo da recomendação e
os outros usuários são os possíveis anticorpos a serem testado contra o antígeno. Os au-
tores trabalham com o conceito de concentração de anticorpos na rede: aqueles que tem
maior correspondência com o antígeno tem maior concentração, enquanto os menos seme-
lhantes possuem menor concentração e podem eventualmente ser removidos do sistema. Os
anticorpos da rede são utilizados como conjunto de vizinhança para a predição na nota e
a concentração do anticorpo também é utilizada como fator de ponderação. Os resultados
experimentais são validados na recomendação de filmes.

Trabalhando com recomendação de filmes, Acilar e Arslan [Acilar and Arslan 2009]
utilizam-se da teoria da rede imunológica de modo híbrido com um algoritmo de filtragem
colaborativa. O mecanismo de supressão da rede imunológica é utilizado para redução de
dimensão e, em seguida, os dados são agrupados através de um algoritmo k-means como
filtragem colaborativa baseada em modelo. Esses conjuntos de dados agrupados são utiliza-
dos para produzir as recomendações ao usuário alvo. O problema da dispersão da avaliação
de filmes também é abordado e é resolvido com avaliações implícitas, que tentam aumen-
tar o número de avaliações por meio da observação do comportamento dos usuários. Essas
avaliações são produzidas usando o mecanismo de hipermutação da rede imunológica.

Em [Chang et al. 2016] um SIA é utilizado na recomendação de disciplinas. O sistema
é utilizado como uma técnica de clustering e a afinidade entre anticorpos antígenos foi com-
binada com os conceitos do diagrama de expansão, onde cada distância entre cada membro
do conjunto de dados é medida pelo inverso de sua afinidade, ou seja, uma afinidade mais
alta entre dois membros implica que eles estarão localizados mais próximos. Cada aluno
é tratado como um antígeno ou anticorpo e anticorpos associados ao mesmo cluster criam
as redes de anticorpos. Essas redes serão usadas na filtragem colaborativa para combinar
antígenos (dados de teste) com grupos de usuários semelhantes.

2.4 Considerações finais do capítulo

Neste capítulo primeiramente foram apresentados os conceitos do sistema de recomen-
dação e os elementos básicos que são necessários para a geração de uma recomendação
personalizada, que podem ter como fonte de conhecimento os itens disponíveis para reco-
mendação e/ou o histórico de consumo de usuários. Foi apresentado um resumo de sua
aplicabilidade, citando trabalhos que utilizam estes sistemas em áreas como a agricultura,
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saúde e turismo. Além disso, foi abordado também as principais formas de avaliação da qua-
lidade das recomendações, que leva em consideração a acurácia da previsão de avaliações, o
quanto o sistema retorna itens relevantes e a diversidade da recomendação.

Foi feito também uma apresentação do problema de recomendação de disciplinas. Dis-
cutimos trabalhos que aplicaram o sistema de recomendação de formas diferentes, alguns
focam na predição de notas de disciplinas a fim de gerar uma lista top-n e outro tenta pre-
ver o desempenho de alunos em especializações de um curso. Também foi a discutido a
importância da explicabilidade do sistema a fim de que usuários tenham confiança nas reco-
mendações.

Sobre as técnicas de recomendação focamos nas duas mais amplamente empregadas
[Lynn and Emanuel 2020]: a recomendação baseada em conteúdo e filtragem colaborativa.
Foi apresentado também um breve resumo de como estas duas abordagens podem ser com-
binadas para superar limitações inerentes à utilização de uma delas isoladamente.

Em seguida, a fim de deixar claro os paralelos aplicados no algoritmo proposto neste
trabalho, foi feita uma apresentação do funcionamento do sistema imunológico dos verte-
brados, dando foco nos principais processos que inspiraram os algoritmos mais utilizados na
literatura, são eles: seleção negativa, rede imunológica e seleção clonal. Focamos a aten-
ção principalmente na rede imunológica, apresentando também a aiNet, algoritmo que gerou
diversas extensões sendo aplicados em problemas que vão de clusterização à otimização
dinâmica [de França et al. 2012].

Por fim, foi feita uma revisão bibliográfica dos trabalhos que aplicam inteligência artifi-
cial a sistemas de recomendação. Foram apresentados trabalhos que tentam lidar de manei-
ras diferentes com as limitações das técnicas de recomendação. Estes trabalhos lidam com
problemas como esparsidade dos dados, consideração de avaliações multimídias, natureza
interativa do processo de recomendação e geração de recomendações multi-objetivo.

Vimos que a [Chang et al. 2016] faz uma aplicação bem sucedida do AIS a um sistema de
recomendação de disciplinas mas sua inspiração utiliza apenas o conceito de afinidade entre
anticorpo e antígeno para gerar a recomendação. Como foi discutido anteriormente isso
pode causar uma especificidade na recomendação, ou seja, pode ser que a lista de disciplinas
recomendadas sejam muito parecidas as que o aluno já cursou. Uma vizinhança diversa
no contexto da recomendação de disciplinas pode afetar os resultados da recomendação de
maneira positiva, visto que alunos tendem a ter interesses e habilidades diversas, não se
assemelhando, portanto, a apenas um grupo de pessoas específico. Assim voltamos a olhar
para o trabalho feito por [Cayzer and Aickelin 2005] para aplicar conceitos de regulação da
rede para gerar a diversidade na recomendação de disciplinas.

No próximo capítulo apresentamos a metodologia utilizada para aplicar o sistema imu-
nológico artificial ao problema de da recomendação de disciplinas.
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Capítulo 3

Metodologia

Um problema comumente observado em algoritmos de recomendação é a concentra-
ção de suas recomendações em um subconjunto do conjunto completo de itens relevantes.
Existem itens que podem ser relevantes ao usuário, mas que nunca (ou raramente) são re-
comendados pelo sistema [Zhang 2009]. Esta foi uma das áreas de estudo de sistemas de
recomendação nos últimos anos. [Aytekin and Özge 2014] declaram que o algoritmo ser ca-
paz capaz de recomendar um conjunto diversificado de itens é importante para a satisfação
do usuário, pois oferece um conjunto mais rico de itens para escolher e aumenta a chance
de descobrir novos itens. Para solucionar o problema no trabalho é proposto um método que
permite ajustes no nível de diversidade por parte do usuário. Na mesma linha de pesquisa
[Karabadji et al. 2018] usa um sistema de recomendação baseado em algoritmo de otimiza-
ção multiobjetivo evolucionário para obter um grupo de perfis que maximize a similaridade
com o usuário ativo e a diversidade entre seus membros.

Assim, para estender a pesquisa na intenção de explorar todo o conjunto de disciplinas
relevantes, o conceito de rede imunológica regulada pelo mecanismo de concentração de
anticorpos será aplicado ao problema de recomendação de disciplinas, de modo a analisar
o impacto na recomendação e a abrangência das disciplinas recomendadas. A utilização do
sistema imunológico acrescenta a pesquisa pois a diversidade é intrínseca ao algoritmo e sua
explicabilidade é mais simples, tendo a vantagem de conseguir embasar sua saída resultando
em um aumento da confiabilidade no sistema.

O sistema aqui proposto baseia-se em [Cayzer and Aickelin 2005] e o estende para o
contexto da recomendação de disciplinas, com o objetivo adicional de se avaliar o impacto
de uma vizinhança diversa na qualidade da recomendação. A vantagem esperada na utili-
zação do SIA, neste caso, é justamente a diversidade na recomendação final, devido a uma
abrangência maior de vizinhos que tenham alguma semelhança com o aluno alvo, é esperada
uma abrangência maior nas opções de disciplinas que podem ser recomendadas.

O impacto de uma vizinhança diversa ainda é pouco explorado no contexto da recomen-
dação de disciplinas, mas esta característica pode afetar os resultados da recomendação de
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maneira positiva, visto que indivíduos tendem a ter interesses e habilidades diversas, não
se assemelhando, portanto, a apenas um grupo de pessoas específico, como a maioria dos
sistemas de recomendação tendem a adotar como estratégia. Apesar da aplicação original
bem-sucedida em recomendação de filmes, o método ainda não foi aplicado em conjuntos de
dados educacionais, mas este parece ter aderência ao problema da recomendação de cursos
uma vez que, devido à não-esparsidade dos dados, é possível encontrar alunos com vários
níveis de semelhança entre si.

Neste trabalho, assim como em [Cayzer and Aickelin 2005], a variação da concentração
de cada anticorpo da rede a cada interação do SIA é em função da similaridade com o antí-
geno (aluno alvo da recomendação) e entre os demais anticorpos da rede. Ela é regida pela
equação 3.1.

∆c = k1micica −
k2
n

n∑
j=1

mijcicj − k3ci, (3.1)

Onde k1 é a taxa de estímulo, mi é a função de correspondência entre o anticorpo i e o
antígeno, ci é a concentração do anticorpo i, ca é a concentração do antígeno, k2 é a taxa de
supressão, mij é a função de correspondência do anticorpo i ao anticorpo j, k3 é a taxa de
mortalidade e n é o número de anticorpos.

Pela equação 3.1 é possível verificar de onde vem a diversidade da recomendação fi-
nal. Quando a taxa de supressão é zero, se o anticorpo for suficientemente semelhante ao
antígeno e superar a taxa de mortalidade, sua concentração irá aumentar, caso contrário,
eventualmente será suprimido da rede. Ao considerar uma taxa de supressão não-nula, se
esse anticorpo for muito semelhante aos anticorpos já presentes na rede, ele terá um decrés-
cimo em sua concentração. Assim, escolhendo valores de taxas adequados garantimos uma
semelhança suficiente com o antígeno, uma diversidade nos anticorpos e, consequentemente,
na recomendação.

3.1 Conjunto de dados

Neste trabalho, são utilizados os dados de 320 alunos do curso de Engenharia de Redes
de Comunicação da Universidade de Brasília, entre os anos de 2015 a 2020, disponibilizados
a estes autores já previamente anonimizados, conforme mostra a Figura 3.1.

No currículo da Universidade de Brasília (UnB) há particularidades que são ideais para
que seja feita a recomendação de disciplinas. O currículo segue um sistema semi-seriado,
que é uma estrutura acadêmica que combina características do sistema seriado, que consiste
na distribuição das disciplinas do curso em blocos que deverão ser sucessivamente integrali-
zados pelo aluno e do sistema de créditos, onde um crédito corresponde a 15 horas-aula e o
aluno deve obter um número mínimo de créditos para se formar. Ou seja, na UnB os estudan-
tes em primeiro momento devem seguir lista pré-determinadas de disciplinas por semestre
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Figura 3.1: Parte do conjunto de dados utilizado

(ou ano letivo) e depois podem cursar disciplinas a escolha, observando os pré requisitos
necessários. Esse tipo de sistema permite flexibilidade na construção do plano de estudo. A
seguir é apresentado um resumo dos tipos de disciplinas presentes na currículo de um curso
da UnB:

• Disciplinas obrigatórias: As disciplinas obrigatórias são aquelas que estão presentes
na matriz curricular do curso e que devem ser cursadas por todos os alunos, pois este
deverá se matricular e ser aprovado a fim de obter o diploma.

• Disciplinas optativas: As disciplinas optativas também fazem parte do currículo do
seu curso, mas não são obrigatórias. Em caso de aprovação, as que foram escolhidas
para serem cursadas serão contabilizadas para integralização curricular. Cada gradua-
ção tem uma quantidade mínima dessas disciplinas que precisam ser feitas.

• Disciplinas de módulo livre: As disciplinas de módulo livre são todas as disciplinas
da UnB que não constam no currículo do curso e que não são obrigatórias ou optativas.
É possível cursa-las em qualquer curso dentro da universidade, tendo um máximo de
24 créditos que podem ser obtidos.

No conjunto de dados, temos informações quanto à situação do aluno na matéria ao final
de um semestre, a qual pode ser: aprovado, reprovado e trancamento. São utilizados apenas
dados de matérias em que os alunos foram aprovados, para a geração da recomendação. Alu-
nos aprovados podem ter notas 3, 4 ou 5, correspondentes às menções (conceitos) necessárias
para aprovação na referida universidade, onde 3 é a nota mínima para aprovação. Conside-
rando só as disciplinas com ao menos uma aprovação, temos uma total de 357 matérias
distintas cursadas, sendo destas apenas 48 obrigatórias do curso de Redes de Comunicação.

3.2 Algoritmo proposto

Para apresentar o algoritmo proposto é necessário primeiramente expor como é feita a
representação do antígeno e dos anticorpos.
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Tabela 3.1: Exemplo da matriz usuário-item.

aluno001 aluno002 aluno003 aluno004 aluno005
ADM0023 3 3 3 3
DEG0204 3 4
BOT0004 2
ENE0045 4 5 4
ENE0010 3 4 3

O algoritmo utilizado é uma técnica de filtragem colaborativa baseada em memória, defi-
nido na seção 2.1, ou seja, as recomendações são computadas através da matriz usuário-item
e precisam ter essa estrutura em sua memória. Para a geração da recomendação no sistema
proposto, são utilizadas apenas as seguintes informações: identificador do aluno, identifica-
dor da matéria e valor da nota obtida, outras informações disponíveis não foram consideradas
para construir o sistema de recomendação. A Tabela 3.1 ilustra a matriz usuário-item para o
problema, cada aluno é visto como um vetor de tamanho 1×357, em que o comprimento é o
número de matérias que podem ser cursadas e a posição identifica a matéria. Cada número do
vetor representa a nota do aluno em uma matéria. Por exemplo, o aluno0001 é representado
pelo vetor: [3, 3, , , 4, ], os espaços em branco representam matérias não cursadas pelo aluno.
Os valores possíveis para as notas são 3, 4 e 5 e representam, respectivamente, as menções
MM, MS e SS do método de avaliação da UnB. Sendo MM a nota mínima para aprovação e
SS a nota máxima que pode ser obtida.

O aluno alvo da recomendação, tomado como antígeno, deverá ser representado da
mesma maneira para que seja possível calcular a similaridade com os anticorpos, que são
os demais alunos presentes na matriz usuário-item. Por exemplo, tomando o aluno001 como
antígeno, os demais alunos (aluno002, aluno003, aluno004 e aluno005) serão os anticorpos,
os quais, dependendo da similaridade com o antígeno e entre si, poderão fazer parte da rede
de anticorpos final, i.e. a região de vizinhança.

O Algoritmo 1 descreve o pseudo-código do sistema de recomendação proposto. Para
a criação da rede inicial, alunos foram escolhidos aleatoriamente entre os disponíveis na
memória do sistema. A concentração inicial de cada anticorpo é definida como: ci0 =

10. A cada iteração do SIA é calculada a nova concentração dos anticorpos conforme a
equação (3.1): se o valor for menor ou igual a zero, o anticorpo é eliminado da rede e outro
é adicionado em seu lugar. A procura por novos anticorpos é interrompida quando não há
mais alunos a serem analisados ou quando a rede for estabilizada, o que consideramos ocorrer
quando nenhum anticorpo é eliminado da rede em 10 iterações. A busca por novos anticorpos
também pode ser interrompida quando não houver mais alunos para serem analisados como
um potencial anticorpo.

Após a obtenção de uma rede estabilizada, como observado em
[Cayzer and Aickelin 2005], é necessário um procedimento de diferenciação das con-
centrações dos anticorpos. Esse passo é necessário pois anticorpos adicionados à rede há
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Entrada: Aluno alvo, k1, k2, k3, n
Resultado: Lista de recomendação

1 Selecionar n alunos aleatoriamente para compor a rede inicial;
2 enquanto AIS não estabilizado & alunos disponíveis faça
3 enquanto AIS com número máximo de anticorpos faça
4 para cada Anticorpo faça
5 ci = ci +∆c
6 se ci ≤ 0 então
7 remover anticorpo i da rede
8 fim
9 se ci ≥ 100 então

10 ci = 100
11 fim
12 fim
13 fim
14 Adicionar mais anticorpos na rede se ao final da interação algum anticorpo for removido
15 fim
16 Redefinir para a concentração inicial todos os anticorpos da rede final;
17 enquanto Nenhum anticorpo atingir concentração máxima faça
18 para cada Anticorpo faça
19 ci = ci +∆c
20 se ci ≤ 0 então
21 remover anticorpo i da rede
22 fim
23 se ci ≥ 100 então
24 ci = 100
25 fim
26 fim
27 fim
28 Fazer lista com todos as matérias presentes na rede;
29 para cada Matéria da rede faça
30 Predizer menção conforme Equação 3.3
31 fim
32 Selecionar todas as matérias com nota 4 ou maior para uma lista;
33 Selecionar destas quais foram cursadas por 2 ou mais alunos;
34 Retirar desta lista matérias obrigatórias e optativas já cursadas pelo Aluno-alvo;
Algoritmo 1: Sistema de recomendação baseado no inumo-inspirado adaptado de
[Cayzer and Aickelin 2005].

mais tempo atingem a saturação (concentração máxima ci = 100) primeiramente aqueles
não teriam o tempo necessário para maturação, estando assim em desvantagem. Uma nova
iteração do SIA é feita, desta vez até que um dos anticorpos atinja a concentração máxima,
e ainda é possível que algum anticorpo seja eliminado da rede.

A diferença no algoritmo usado no [Cayzer and Aickelin 2005] está no fato de que não
estamos olhando para qual curso deve ter a nota prevista, e assim, ao contrário do que ele fez,
não é necessário que o aluno tenha feito um curso específico para entrar na rede. A lista de
recomendações será extraída da rede formada e os cursos selecionados para a lista deverão
ter sido cursados por mais de um desses alunos.

Com a definição das concentrações finais, elas são utilizadas para a predição da nota de
todas as matérias presentes na rede. Finalmente é aplicado um filtro que define quais matérias
formam a lista de recomendação final. Essas estratégias, importantes para o funcionamento
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do sistema de recomendação, são apresentadas a seguir.

3.2.1 Cálculo da similaridade

A similaridade aqui é a função fitness do algoritmo imunológico. Essa função é utilizada
com o intuito de favorecer a reprodução dos anticorpos que tiveram contato com o antígeno
e tiveram uma afinidade.

Para o cálculo da similaridade entre alunos foi utilizado o coeficiente de Pearson. Esta
medida foi escolhida por ser aplicada com sucesso para calcular correlações em diver-
sos trabalhos anteriores [Cayzer and Aickelin 2005, Chang et al. 2016, Esteban et al. 2020,
Acilar and Arslan 2009]:

sx,y =

∑n
i=1(rx,i − r̄x)(ry,i − r̄y)√∑n

i=1(rx,i − r̄x)2
∑n

i=1(ry,i − r̄y)2
, (3.2)

onde n é o número de disciplinas cursadas tanto pelo aluno x quanto pelo aluno y, r̄x
denota a nota média de todas as matérias cursadas por cada aluno x, rx,i é a nota obtida
pelo aluno x na matéria i. A magnitude de sx,y determina em que grau os alunos estão
correlacionados, enquanto o sinal indica a direção da relação. Valores próximos a 1 indicam
um alto grau de correlação entre os alunos, i.e. o padrão de notas dos alunos é semelhante,
enquanto valores próximos de -1 indicam um padrão de notas oposto. Quando os alunos não
cursaram nenhum curso em comum e n = 0, ou quando a variância for zero e

∑n
i=1(rx,i −

r̄x,i)
2
∑n

i=1(ry,i − r̄y,i)
2 = 0, não é possível calcular o coeficiente de Pearson, nestes casos a

correlação é definida como sx,y = 0.

3.2.2 Predição da nota

Para prever as notas dos alunos em disciplinas que eles não cursaram é adaptada uma for-
mula que já foi utilizada também por [Chang et al. 2016] e [Adomavicius and Kwon 2012].
Usando os dados de histórico do aluno, media de notas em disciplinas, a similaridade do
aluno alvo como os outros alunos da rede final de anticorpos e a concentração destes, calcu-
lamos a nota como uma media ponderada, Equação 3.3.

pi = r̄ +

∑k
Ab=1 wAg,Ab(rAb,i − r̄Ab)∑k

Ab=1wAg,Ab

, (3.3)

Onde pi é a nota prevista do aluno alvo (Ag) na matéria i, r̄ é a média de notas do aluno Ab,
k é o número total de anticorpos da rede que cursaram a matéria i, rAb,i é a nota do anticorpo
Ab na matéria i e wAg,Ab é o peso do anticorpo Ab, definido na Equação 3.4.

wAg = rAg,Ab × cAb, (3.4)
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Onde rAg,Ab é a similaridade entre o anticorpo e o antígeno e cAb é a concentração do anti-
corpo na rede final. Assim é a concentração dos anticorpo Ag na rede influencia no peso, de
modo que mais peso é dado aos alunos (anticorpos) com maior concentração para a previsão
de nota em um curso.

3.2.3 Seleção de disciplinas

Após a predição das notas de todas as matérias presentes na rede são selecionadas para
recomendação final apenas matérias optativas do curso com nota predita acima de 4, isso
porque a nota de miníma para aprovação é 3 e para ter certeza que a recomendação considera
apenas disciplinas que o aluno terá bom desempenho esse limiar é ajustado. Também é exi-
gido que no mínimo 2 alunos da rede tenham cursado a matéria, de modo a evitar disciplinas
recomendadas que fujam muito do escopo do curso. Isto foi levando em conta pois alguns
alunos tem em seu histórico dados de matérias que foram cursadas em um curso anterior de
graduação. Outra vantagem de se utilizar este filtro é o fato de ter mais segurança na predição
da nota, tendo mais de uma nota como base para fazer a predição.

Por fim, a lista de recomendação final não contém matérias já cursadas pelo aluno alvo
mas presentes na rede, por razões óbvias.

3.3 Métricas de avaliação do desempenho

Selecionou-se um conjunto de métricas utilizadas para avaliar o sistema. Elas fo-
ram definidas com base nos trabalhos previamente citados sobre sistemas de recomen-
dação de disciplinas e no trabalho que apresenta o SIA como sistema de recomendação
[Cayzer and Aickelin 2005].

• Número de alunos visitados: contabiliza quantos alunos foram necessários avaliar an-
tes da estabilização da rede de anticorpos. Essa métrica é importante para verificar se
a taxa de estímulo está bem ajustada. Se o sistema precisou verificar muitos alunos
quer dizer que nenhum anticorpo é suficientemente semelhante ao antigênio para fazer
parte da rede final e se o número for pequeno a miníma semelhança é suficiente, sendo
assim não haveria a procurar por alunos mais apropriados.

• Número de anticorpos na rede final: é o número final de vizinhos na rede estabilizada,
obtido após rodar novamente o SIA para a diferenciação das concentrações, passo que
ainda pode eliminar anticorpos da rede. Verifica se a rede está sendo preenchida.

• Erro médio absoluto (MAE): mede a magnitude média dos erros em um conjunto de
previsões, é calculado sobre todas as matérias presentes na rede que já foram cursadas

33



pelo aluno alvo, Equação 3.5

MAE =
1

m

m∑
i=0

|pi − ri| (3.5)

onde m é o número de matérias que tiveram a nota predita. É a média das diferenças
absolutas entre a previsão e a observação real, onde todas as diferenças individuais
têm peso igual. É usada para verificar a acurácia das recomendações, valores baixos
indicam que a nota predita e a nota real são semelhantes e que o sistema tem bom
desempenho.

• Número de recomendações: Número total de matérias aptas para recomendação, ou
seja, se foi cursada por pelo menos dois alunos presentes na rede e a nota predita
foi maior que 4. Um número alto de recomendações indica que o sistema consegue
alcançar uma cobertura maior de disciplinas e consequentemente consegue explorar
melhor o conjunto de disciplinas relevantes.

• Taxa de sobreposição na recomendação (Revocação): essa medida busca avaliar a qua-
lidade da recomendação. Para a geração da recomendação a um aluno alvo, a lista de
matérias optativas cursada por ele é escondida do algoritmo. Assim, o sistema deve
gerar recomendações apenas com base nos dados do histórico de disciplinas obriga-
tórias, ao final a lista resultante do processo é comparada com a lista de disciplinas
realmente cursadas. Em termos matemático:

#(optativas cursadas
⋂

lista de recomendação)
#optativas cursadas

(3.6)

onde #(optativas cursadas
⋂

lista de recomendação) é o quantidade de disciplinas que
foram cursadas pelo aluno e aparecem na lista de recomendação e #optativas cursadas
são quantas disciplinas optativas o aluno cursou ao total. Altas taxas querem dizer que
o sistema consegue prever as matérias relevantes aos alunos alvos e indica quão com-
pletos são os resultados. Um valor alto significa que um algoritmo retorna a maioria
dos resultados relevantes.

• Precisão: É a medida de quantos cursos presentes na lista de recomendações são real-
mente relevantes para o aluno alvo:

#(optativas cursadas
⋂

lista de recomendações)
#lista de recomendações

. (3.7)

É uma medida que indica quão válidos são os resultados, ou seja, uma maior precisão
significa que um algoritmo retorna resultados mais relevantes do que irrelevantes.
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3.4 Considerações finais do capítulo

Neste capítulo foram descritas as principais decisões tomadas para implementação de
um sistema de recomendação de disciplinas baseado no sistema imunológico artificial. O
problema que este trabalho se propõe a resolver é a geração de recomendações diversas, o
que ainda é pouco explorado no contexto da recomendação de disciplinas, mas pode oferecer
resultados positivos uma vez que alunos possuem interesses diversos. O banco de dados uti-
lizado para a geração da recomendação é referente às notas de alunos de graduação do curso
de Engenharia de Redes de Comunicação da Universidade de Brasília, em que informações
como identificador do aluno (anonimizado), identificador da matéria e valor da nota obtida
foram usadas para formar a matriz usuário-item, e assim, construir o sistema de recomenda-
ção baseado em memória.

O algoritmo proposto foi apresentado e se utiliza da concentração de anticorpos e a si-
milaridade destes com o antígeno para a predição de notas das disciplinas optativas a serem
cursadas pelo aluno alvo. Ele se difere do apresentado por [Cayzer and Aickelin 2005] pois
não olhamos para qual disciplina deve haver a nota prevista, e assim, não é necessário que
o aluno tenha feito um matéria específica para entrar na rede. A rede será composta de vá-
rios anticorpos que cursaram matérias em comum com o antígeno, mas não necessariamente
entre si e a lista de recomendações será extraída desta.

Para o cálculo da similaridade entre os componentes da rede foi utilizado o coeficiente
de Pearson, medida que já foi aplicada com sucesso para calcular correlações em trabalhos
anteriores. A previsão da nota é calculada usando os dados de histórico do aluno, media de
notas em disciplinas, a similaridade do aluno alvo como os outros alunos da rede final de
anticorpos e a concentração destes. Além disso foram discutidas as regras que devem ser
levadas em conta para que uma disciplina esteja apta a ser recomendada, ou seja, ter sido
cursada por pelo menos dois alunos que compõem a rede final e nota prevista acima de 4.

Por fim foram discutidos as medidas que são utilizadas para medir a qualidade da re-
comendação, são elas: Número de alunos visitados, Número de anticorpos na rede final,
MAE, Número de disciplinas aptas a recomendação, Taxa de sobreposição na recomendação
(Revocação) e Precisão.

No capítulo a seguir discutiremos os resultados da aplicação do algoritmo proposto.
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Capítulo 4

Resultados Experimentais

Neste capitulo iniciaremos apresentando os experimentos feitos para encontrar as taxas
ideais de estímulo e supressão. Primeiramente foram geradas recomendações sem a presença
da taxa de supressão, a fim de se analisar os efeitos de taxa de estímulo isoladamente, os
resultados são comparados com a recomendação gerada por uma técnica básica de filtragem
colaborativa a fim de garantir que haja uma vantagem na utilização da taxa de estímulo.

Ao final do primeiro experimento, foram escolhidas os três valores que levaram a melho-
res desempenhos. Dai se passou para a definição da taxa de supressão, o que era necessário
porque a interação entre as taxas poderia fazer com que o melhor valor de taxa de estímulo,
encontrado no primeiro experimento, não continuasse como a melhor escolha pois é preciso
levar em consideração os efeitos que as duas taxas exercem uma na outra. Desta maneira
então se definem os valores que geram melhores resultados.

Por fim verificamos o desempenho do sistema de recomendação para um grupo de alu-
nos de teste. Recomendações são geradas para cada um deles e os resultados para a lista
de completa de recomendação, i.e. com todas as disciplinas de nota prevista acima de 4,
são analisados levando em consideração as métricas dispostas no Capítulo 3. Também é
analisada a qualidade da recomendação se considerando apenas a lista top-5.

Para que fosse possível gerar recomendações aos alunos disponíveis, garantimos que
cada aluno cursou pelo menos 6 disciplinas, sendo 3 obrigatórias, para ser possível achar
correlações com outros alunos e 3 optativas, a fim de haver possibilidade de avaliar a taxa de
sobreposição da recomendação (Equação 3.6).

Em todos os experimentos a recomendação foi feita primeiramente com o SIA proposto,
com o número máximo de anticorpos na rede igual a n = 20 (valor definido por experimentos
empíricos feitos anteriormente) e através de uma heurística simplificada, o k-nearest neigh-
bors algorithm, também conhecido como KNN ou k-NN, para a obtenção de uma vizinhança
(grupos de usuários semelhantes).

O k-NN é aqui é uma técnica que se utiliza apenas da proximidade para definir uma
vizinhança. Para determinar quais pontos de dados estão mais próximos de um determinado
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ponto de consulta, se calcula a distância entre o ponto de consulta e os outros pontos de
dados, aqui será usada a mesma medida que a utilizada no SIA, ou seja, o coeficiente de
Pearson (Equação 3.2). Para uma comparação justa, o número k de alunos mais similares é
igual ao número de anticorpos presentes na rede final do SIA.

4.1 Taxa de estímulo

Nesta primeira parte dos experimentos, foi utilizado um conjunto de dados de treina-
mento, do qual 80% dele compõe a matriz usuário-item. É com base nesta que serão feitas
recomendações para o resto dos alunos deste conjunto. A fim de encontrar os valores ide-
ais da taxa de estímulo e supressão, em cada taxa analisada foram feitas predições para 20
alunos selecionados aleatoriamente, para cada um destes o algoritmo é executado 5 vezes ao
final são feitas as médias estatísticas dos resultados.

Primeiramente é feita a análise da taxa de estímulo quando não há presença da taxa de
supressão, ou seja, ela é dita como igual a zero. Na equação da concentração de anticorpos
do nosso sistema (Equação 3.1) a taxa de estímulo é a responsável por incentivar padrões de
similaridade do anticorpo com o antígeno, assim, se o anticorpo for suficientemente similar
ao antígeno sua proliferação será estimulada, logo terá concentração maior.

Assim a taxa de estímulo é a responsável por fornecer um limiar de correlação entre o
antígeno e o anticorpo, pois sem a presença da taxa de supressão, a correlação de um anti-
corpo ponderada pela taxa de estímulo deverá superar a taxa de mortalidade para continuar
na rede, caso contrário, será eventualmente eliminado.

Pelo gráfico da Figura 4.1 pode ser verificado que, em baixas taxas de estimulação, é

Figura 4.1: Efeito a taxa de estímulo no número de alunos visitados.
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necessário visitar quase todos os alunos presentes na matriz em memória. Por outro lado, em
taxas de estimulação muito altas, pode não ser necessário examinar outros alunos fornecidos
para que o SIA construa e a rede a qual tende a se estabilizar rapidamente. Se o limiar de
semelhança, ajustado pela taxa de estímulo, for muito baixo, a rede final tende a ser composta
pelos primeiros anticorpos visitados que mostraram alguma semelhança ao antígeno. Isso é
prejudicial ao sistema pois não não dá espaço para a eventual adição de anticorpos mais
semelhantes, pois eles sequer chegaram a ser visitados pelo algoritmo. A presença de um
limiar mínimo de correlação é importante pois opera na manutenção da qualidade de uma
vizinhança, eliminando alunos pouco correlacionados.

Diferentemente do que foi apresentado em [Cayzer and Aickelin 2005], o número de
anticorpos na rede sempre foi preenchido ao máximo, uma vez que temos alunos suficientes
semelhantes ao aluno alvo. Como estamos trabalhando com a recomendação de disciplinas
para alunos do mesmo curso e que seguem um currículo de disciplinas obrigatórias definido
pela universidade, não há o problema de preenchimento da matriz usuário-item comumente
encontrado em sistemas de recomendação que trabalham com muitos itens e usuários, e
consequentemente não há a dificuldade de achar usuários com alguma correlação. Mesmo
com as taxas de estímulo relativamente mais baixas, ou seja, para que o anticorpo entre na
rede é necessário que ele seja muito similar ao antígeno, ainda foi possível completar a rede
com o número máximo de anticorpos definido.

Este sistema gera um maior número de recomendações, comprando aos resultados do
k-NN, para qualquer taxa de estímulo. Este fenômeno ocorre mesmo sem a presença da
taxa de supressão, alguma diversidade nos anticorpos já está garantida, uma vez que estes
são adicionados aleatoriamente na rede, comportamento verificado no gráfico da Figura 4.2.
Com uma taxa de estímulo ótima a rede é capaz de gerar retornar mais disciplinas na lista de

Figura 4.2: Efeito da taxa de estímulo no número de recomendações.
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recomendação.

Figura 4.3: Efeito da taxa de estímulo no erro absoluto médio.

No gráfico da Figura 4.3 verifica-se que, para qualquer taxa de estímulo, o MAE do SIA
é menor, atingindo valores entre 0, 54 e 0, 58, enquanto a predição feita pela heurística sim-
plificada atingiu valores entre 0, 57 e 0, 61. O gráfico também mostra que as curvas tem
tendências parecidas atingindo vales e picos nos mesmos pontos. O sistema também é ava-
liado em sua capacidade de precisão na recomendação, o gráfico da Figura 4.4 mostra que,
para taxas acima de 0, 05, a taxa de sobreposição é maior. É verificado que as recomendações
do SIA são significativamente melhores que o k-NN tanto em relação ao erro na predição da
nota quanto na precisão da recomendação.

Figura 4.4: Efeito da taxa de estimulo na taxa de sobreposição da recomendação.
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Quando a taxa de estímulo é muito baixa, 0, 01, todos os anticorpos, para fazerem parte da
rede, precisam ser bastante semelhantes ao antígeno e, sem a presença da taxa de supressão
para garantir diversidade entre eles, é suposto que a vizinhança seja bastante semelhante
à vizinhança composta pelos alunos mais semelhantes. Isso é comprovado pelos gráficos
das Figuras 4.2 e 4.4, tanto o número de recomendações quanto a taxa de sobreposição tem
valores bem próximos. Apesar disso, o erro de predição pelo SIA continua sendo melhor
pois mesmo tendo os mesmos vizinhos, o peso no cálculo da nota é diferente. Isto nos leva a
crer que a utilização da concentração como peso tem ligeira vantagem sobre a técnica básica
na predição de notas.

4.2 Taxa de supressão

Quando adicionado o efeito da taxa de supressão cria-se, “mais uma exigência” para que
o anticorpo permaneça na rede. Ele deverá ser suficientemente diferente dos seus pares.
Desse modo, a taxa de supressão é a responsável por controlar diversidade na rede imunoló-
gica.

A taxa de supressão é então vista como um artifício que adiciona um refinamento na rede
numa vizinhança já considerada “boa”, vizinhança definida pela taxa de estímulo. Para fazer
a análise da taxa de supressão, foram escolhidos valores adequados para a taxa de estímulo,
ou seja, 3 dos melhores valores para k1 na primeira parte do experimento: 0, 1, 0, 2 e 0, 3,
pois com estes valores foram obtidos bons resultados em termos de MAE reduzido, taxas
altas de sobreposição na recomendação e números razoáveis de alunos avaliados antes da
estabilização da rede. Fixada a taxa de estímulo, a taxa de supressão foi variada entre 0, 01 e
0, 7.

Figura 4.5: Efeito da taxa de supressão no número de anticorpos na rede.
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Figura 4.6: Efeito da taxa de supressão no número de alunos visitados.

Primeiramente foi analisado se a taxa de supressão afeta o tamanho da rede final. No
gráfico da Figura 4.5, observa-se que há apenas uma pequena variação, ou seja é possível
“encher” a rede mesmo com taxas mais altas de supressão. Isto ocorre pois é possível ter
correlação negativa entre os anticorpos e o sistema consegue adicionar grande diversidade à
rede. Apesar disso, uma exageradamente grande diversidade pode ser prejudicial ao sistema.
Para ajustar essa taxa e avaliar o impacto da diversidade, novamente são avaliados o número
de alunos visitados, o MAE, o número de recomendações e a taxa de sobreposição. Para
a combinação de taxas ideal é esperado um MAE baixo e altas taxas de sobreposição na
recomendação.

Figura 4.7: Efeito da taxa de supressão no erro absoluto médio.
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Figura 4.8: Efeito da taxa de supressão no número de recomendações.

Como era esperado, pelo gráfico da Figura 4.6 é notado que o número de alunos visitados
é afetado com a presença da taxa de supressão, mas, após superar a taxa de estímulo, este
número se estabiliza, o que ocorre é que quando a taxa de supressão é muito alta é mais
importante para rede que ela seja diversa entre si do que que o antígeno o que é atingido após
verificar aproximadamente 160 alunos.

Assim, os alunos da rede final acabam não sendo muito similares ao alvo da recomen-
dação por isso o erro da predição da nota é alto. Esse comportamento também pode ser
atestado pelo gráfico da Figura 4.7. Verifica-se que, nas três curvas, quando a taxa de su-
pressão supera o valor da taxa de estímulo o MAE aumenta muito, ou seja, o desempenho

Figura 4.9: Efeito da taxa de supressão na taxa de sobreposição da recomendação.
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da recomendação é bastante afetado. Para valores de taxa de estímulo menores que a taxa de
supressão não se vê muita alteração no erro da predição, com valores de MAE em torno de
0, 55, número semelhante ao obtido sem o efeito da taxa de supressão.

Altas taxas de supressão também acabam afetando de maneira acentuada o número de
recomendações, comportamento verificado na Figura 4.8. Isso ocorre pois é mais difícil
obter matérias que foram cursadas por mais de um aluno presente na rede, uma vez que há
grande diversidade entre os alunos. É suposto que os padrões de comportamento dos alunos
sejam bem diferentes.

Quando a taxa de supressão é mais baixa, um efeito positivo é observado, para k2 =

0.01 o número médio de recomendações fica em torno de 28 matérias para as três taxas de
estímulo, levemente superior ao encontrado sem a presença da taxa de supressão, que varia
entre 23 e 25.

Segundo o gráfico da Figura 4.9 quando k1 = 0, 3 e k2 = 0, 05 o pico da sobreposição
na recomendação é atingido, sendo esta a melhor combinação de taxas. Apesar do número
de recomendações ser semelhante ao obtido sem a presença da supressão e o MAE não ser
afetado com a presença da taxa, é visto que há uma melhora da taxa de sobreposição da
recomendação. Deste modo, esta combinação é definida como ideal e será utilizada nos
experimentos à seguir.

4.3 Desempenho das recomendações

Nesta seção apresentamos resultados gerais sobre a avaliação do desempenho do algo-
ritmo proposto, além disso, foram realizados testes para verificar como a diversidade de
anticorpos afeta a recomendação. O esquema Leave-One-Out [Wang et al. 2010] foi utili-
zado como estrategia de validação cruzada, ou seja, quando uma recomendação é feita a um
aluno alvo, todos os demais alunos presentes no conjunto de dados fazem parte da matriz
item-usuário e podem pertencer à rede final de anticorpos. Foram geradas recomendações
para cada um dos usuários presentes no conjunto de dados.

Para cada aluno são calculados a taxa de sobreposição, número de recomendações, MAE,
precisão e diversidade de recomendações. Devido à natureza estocástica do SIA, em que a
execução mais de uma vez para um mesmo aluno pode gerar uma lista de recomendações
diferentes, o algoritmo foi executado 10 vezes e, ao final, foram feitas medições estatísticas
para os resultados.

Na Figura 4.10, que analisou o MAE versus o número de disciplinas já realizadas pelo
aluno, é possível observar que o desempenho tanto do SIA quanto do k-NN são muito pró-
ximos, sendo o SIA um pouco melhor. Vê-se também que quando o aluno possui poucas
disciplinas em seu histórico acadêmico, o cálculo da previsão pode ser difícil, erros relativa-
mente altos são encontrados para os dois algoritmos avaliados, isso pode ser devido a quais
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Figura 4.10: Relação entre numero de disciplinas cursadas e MAE

disciplinas obrigatórias foram cursadas pelo aluno alvo, como temos dados disponíveis de
apenas um período de 5 anos, algumas disciplinas não foram cursados por muitos alunos
na base de dados, no banco de dados disponíveis 50% das disciplinas foram cursadas por
menos de 2 alunos, então, se os alunos-alvo cursaram apenas essas disciplinas é muito difícil
encontrar equivalentes semelhantes.

Houveram 3 alunos que sofreram com este problema (outliers do gráfico da Figura 4.10),
dois deles fizeram apenas duas disciplinas obrigatórias e o outro aluno apenas quatro. Para
estes casos, verificou-se que o SIA visitou todos os alunos presentes na base antes da esta-

Figura 4.11: Relação entre numero de disciplinas cursadas e o número de disciplinas reco-
mendadas
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Figura 4.12: Relação entre numero de disciplinas cursadas e a precisão da recomendação

bilização da rede. Ainda analisando este gráfico, verifica-se que quanto maior o número de
disciplinas no registro, menor o erro de previsão de ambos os algoritmos.

A maior diferença entre as duas estratégias de recomendação pode ser observada ana-
lisando o número de recomendações em relação à quantidade de disciplinas realizadas, na
Figura 4.11. Como as estimativas de notas têm valores próximos e nos dois sistemas são re-
comendados apenas disciplinas com nota prevista acima de 4, parece que, para o SIA, quanto
maior o número de disciplinas cursadas, mais o algoritmo tem acesso àquelas que podem ser
relevantes para o aluno-alvo. Ou seja, há mais disciplinas presentes na vizinhança do SIA.

Figura 4.13: Relação entre numero de disciplinas cursadas e a taxa de sobreposição da reco-
mendação
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Verifica-se também que com o SIA é mais difícil obter recomendações vazias, sendo possível
extrair recomendação de disciplinas para quase todos os alunos, com exceção dos 3 alunos
mencionados no parágrafo anterior, onde nenhuma boa previsão pôde ser feita por nenhum.
dois algoritmos. Usando a heurística k-NN, listas de recomendações vazias foram retornadas
para 19% dos alunos.

Mas um número maior de recomendações pode não levar a sugestões de alta qualidade,
por isso é importante observar a taxa de sobreposição e a precisão. Na Figura 4.12 vê-se que
a precisão dos dois algoritmos é maior quando o aluno possui mais disciplinas no histórico
acadêmico, ou seja, a lista de recomendações contém resultados mais relevantes em ambos
os casos.

Mas ao analisar a Figura 4.13 verifica-se que, para o SIA, o aumento do número de
recomendações se alinha com o aumento da taxa de sobreposição, ou seja, o percentual
de disciplinas relevantes devolvidas. O mesmo não ocorre com o k-NN, onde a taxa de
sobreposição das recomendações tende a diminuir. Assim, observamos que o SIA, além de
retornar mais recomendações, também fornece resultados mais precisos. Outra observação
feita é que para 89 alunos, de um total de 250 alunos, o k-NN não conseguiu gerar nenhuma
sobreposição, enquanto no SIA isso ocorreu para apenas 34 alunos.

Uma segunda análise é feita, mas agora o algoritmo retorna uma lista com apenas 5 dis-
ciplinas para recomendar. Estas são as 5 matérias com as maiores notas previstas. Neste
caso, mesmo que levemente, observa-se um melhor desempenho da técnica k-NN ao anali-
sar a revocação, veja a Figura 4.15. Para precisão, Figura 4.14, vê-se que as técnicas seguem
a mesma tendência do cenário com a lista de recomendações completas, i.e. com todas as
disciplinas de nota prevista acima de 4. Para ambas as técnicas, a taxa de sobreposição tende
a ser inferior a 20%, mesmo quando o aluno frequentou um grande número de disciplinas

Figura 4.14: Relação entre numero de disciplinas cursadas e a precisão da lista top-5
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Figura 4.15: Relação entre numero de disciplinas cursadas e a taxa de sobreposição da lista
top-5

obrigatórias. Isso era esperado, uma vez que o fator de seleção de disciplina para um aluno
não se baseia exclusivamente na nota a ser obtida, e esse foi o critério escolhido para ordenar
a lista de recomendações. Assim, observa-se que a rede de anticorpos SIA realmente conse-
gue acessar um conjunto maior de disciplinas relevantes, mas para ordenar essa lista outros
fatores além da nota prevista precisariam ser levados em consideração.

4.4 Analise da recomendação

Nas tabelas 4.1 e 4.2 temos a ilustração dos resultados da recomendação para alunos que
cursaram 3, 6, 20 e 30 disciplinas. Comparando as duas tabelas, vemos que o tanto o SIA
quanto o k-NN, quando o aluno cursou poucas disciplinas, tem dificuldade em encontrar
grupos de alunos semelhantes. É visto que para o Aluno271 o k-NN não conseguiu gerar
nenhuma recomendação, já o SIA extrai 6 disciplinas da rede mas nenhuma delas relevantes
para o aluno, veja que a taxa de sobreposição é 0. A diferença entre os alunos 066 e 271
está em quais disciplinas foram cursadas por eles, o 066 cursou matérias que vários outros
também cursaram e, por isso, foi mais fácil encontrar vizinhos semelhantes tanto pelo k-NN,
quanto pelo SIA.

Na Tabela 4.1 vemos que para alunos com poucas disciplinas cursadas o SIA, precisa
visitar um número maior de alunos (de 74 a 197) antes da estabilização, este número pode
variar devido à escolha aleatória para a entrada do anticorpo na rede. O desempenho do SIA
é melhor quando o aluno cursou mais disciplinas. Mas, para quase todos os alunos o SIA
conseguiu retornar mais disciplinas, aliado a maiores taxas de sobreposição e precisão. Ou
seja, o SIA tem melhor capacidade de abrangência, conseguindo extrair maior número de
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disciplinas relevantes.

Já o MAE das duas técnicas são bem semelhantes. O que mostra que a utilização da
concentração para a predição da nota é eficiente para se levar em consideração o grau de
semelhança do aluno em questão ao alvo da recomendação e ponderar sua participação na
nota predita (Equação 3.3).

Tabela 4.1: Resultados da recomendação usando SIA.

Aluno
Obrigatórias
cursadas

Número de
anticorpos

Alunos
visitados MAE Recomendações Sobreposição Precisão

aluno066 3 20.0 197.0 0.39 23.5 0.5 0.09

aluno271 3 20.0 74.5 0.67 6.0 0.0 0.0

aluno052 6 20.0 102.5 0.507 22.0 0.077 0.019

aluno160 6 20.0 115.0 0.66 44.5 0.76 0.29

aluno218 20 20.0 67.5 0.71 27.5 0.63 0.44

aluno099 20 20.0 66.0 0.52 19.0 0.64 0.35

aluno262 30 20.0 45.0 0.52 21.0 0.54 0.33

aluno096 30 20.0 45.5 0.53 20.0 0.67 0.44

Tabela 4.2: Resultados da recomendação usando k-NN

Aluno
Obrigatórias
cursadas MAE Recomendações Sobreposição Precisão

aluno066 3 0.44 30 0.5 0.067

aluno271 3 0.75 0 0.0 0.0

aluno052 6 0.63 11 0.0 0.0

aluno160 6 0.64 45 0.71 0.27

aluno218 20 0.71 8 0.21 0.5

aluno099 20 0.54 22 0.73 0.36

aluno262 30 0.53 13 0.23 0.23

aluno096 30 0.57 3 0.13 0.67
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Capítulo 5

Conclusão

Essa dissertação utiliza dados de alunos do curso de Engenharia de Redes de Comuni-
cação da Universidade de Brasília para propor e desenvolver um sistema imuno-inspirado
de recomendação de disciplinas. Enquanto sistemas de recomendação já foram aplicados no
contexto de recomendação de disciplinas, o impacto na qualidade da recomendação ao se ter
uma vizinhança diversa entre si havia sido estudado até então.

A utilização do sistema imunológico artificial, principalmente o conceito de rede imu-
nológica regulada pelo mecanismo de concentração de anticorpos para a formação da vi-
zinhança, tem como característica a criação de uma vizinhança que ao mesmo tempo se
assemelha ao aluno alvo da recomendação, mas que é diversa entre si. A diversidade da rede
é interessante na tentativa de evitar que o sistema de recomendação tenda a concentrar suas
recomendações em um subconjunto de itens relevantes.

Foi apresentado uma metodologia de aplicação de um sistema imunológico artificial
como técnica de filtragem colaborativa no problema de recomendação de disciplinas. O
algoritmo proposto se utiliza da concentração de anticorpos e a similaridade destes com o
antígeno para a predição de notas das disciplinas optativas a serem cursadas pelo aluno alvo.
Para o calculo da similaridade entre os componentes da rede foi utilizado o coeficiente de
Pearson, medida amplamente utilizada na literatura.

Por fim, uma serie de experimentos computacionais foram feitos para avaliar a utilização
do SIA. Foi visto que, comparado com uma técnica básica de filtragem colaborativa onde
são escolhidos os k alunos melhores correlacionados ao aluno alvo para fazerem parte da
vizinhança, há um aumento expressivo no número de recomendações. Além de uma pre-
cisão maior na recomendação, calculada a partir da comparação entre as matérias optativas
realmente cursadas pelo aluno alvo, mas escondidas do sistema de recomendação, com a
lista de matérias recomendadas pelo sistema proposto. Verificou-se que a rede formada pelo
SIA leva a obtenção de uma vizinhança que tem abrangência maior do conjunto de matérias
relevantes.

O erro da nota predita também foi analisado e melhores resultados foram obtidos uti-
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lizando o SIA, o que nos leva a concluir que a utilização da concentração como peso no
calculo da nota tem ligeira vantagem sobre a técnica básica também na predição da nota do
aluno.

5.1 Trabalhos Futuros

Trabalhos futuros na análise da composição da vizinhança formada pelo SIA podem
ser feitos. Devido à escolha aleatória de anticorpos para a composição da rede inicial é
suposto que, ao fazer recomendações mais de uma vez ao mesmo aluno, pode-se esperar
listas de disciplinas diferentes, logo, a sensibilidade a este processo precisaria ser estudada.
Além disso, é necessária a avaliação mas aprofundada das limitações do algoritmo, pois se
observou-se que, por exemplo, a quantidade de disciplinas cursadas anteriormente pelo aluno
alvo pode afetar a qualidade da recomendação.

Além disso, a técnica aqui apresentada utiliza somente a nota do aluno para determinar
se a disciplina é relevante. Outros objetivos poderiam ser empregados para a avaliação das
disciplinas retornadas pela rede imunológica, a fim de serem formadas listas top-n que sejam
ainda mais relevantes para o alunos considerando, por exemplo, sua dificuldade e ementa.

5.2 Trabalhos publicados

1. Braz, J. C. D. e Silva, D. G. (2021). Um sistema imuno-inspirado de recomenda-
ção de disciplinas para cursos superiores. In Anais do 15. Congresso Brasileiro de
Inteligência Computacional, pages 1–9. SBIC.

2. Braz, J. C. D. e Silva, D. G. (Em Revisão) An immune-inspired course recommenda-
tion system for higher education. Journal of the Brazilian Computer Society.
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