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Resumo

Atualmente existe uma grande quantidade de processos que tramitam na justiça trabal-
hista brasileira, o que demanda um alto esforço dos servidores do judiciário e demais
envolvidos para dar tratamento a todas as demandas. É possível que a aplicação de técni-
cas de mineração de textos possa contribuir com a identificação automática de informações
relevantes dos processos. Assim, este trabalho aplicou algoritmos de classificação em um
conjunto de 241 mil documentos do tipo Recursos Ordinários, extraídos de processos do
PJe instalado na Justiça do Trabalho, com o objetivo de encontrar o assunto principal de
processos do 2o grau, considerando 35 assuntos possíveis. Foram comparados os algoritmos
Multinomial Naïve Bayes, Multi-Layer Perceptron, Random Forest e SVM. Identificou-se
baixo desempenho dos modelos para se encontrar o assunto principal, que negocialmente,
pode ser uma escolha subjetiva na maior parte dos processos. Nesta abordagem, chegou-
se à uma micro precisão máxima de 46,03% com o Multi-Layer Perceptron. Ao fazer uma
análise considerando o acerto dos modelos visando não apenas o assunto principal, mas
avaliando se o modelo acertou qualquer um dos assuntos existentes no processo, chegou-
se a uma micro precisão de 75,21% com o Random Forest. Assim, mostrou-se que é
possível extrair conhecimento dos documentos para identificação de assuntos, embora a
identificação do assunto principal tenha apresentado baixo desempenho.

Palavras-chave: justiça do trabalho, processo judicial eletrônico, pje, assunto, tema,
classificação de textos, mineração de textos
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Abstract

The number of lawsuits being processed in the Brazilian Labor Court system is growing
every year, demanding more and more resources. This cost may be reduced by applying
text mining techniques to the automatic identification of relevant information within a
process. This work applied classification algorithms to a specific set of documents ex-
tracted from the Superior Court’s system (PJe), aiming to find the main subject of a
process within 35 possibilities. Multinomial Naïve Bayes, Multi-Layer Perceptron, Ran-
dom Forest and SVM were compared at this task, and the best result for micro precision
was 46,03%, achieved through Multi-Layer Perceptron. Extending the analysis to consider
all the related subjects, instead of only the main one, Random Forest provided a micro
precision of 75,21%, indicating that a machine learning approach is a feasible approach.

Keywords: labor court, electronic judicial process, classifier, text classification, pje, text
mining
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Capítulo 1

Introdução

A partir da evolução dos meios de armazenamento e processamento de dados computaci-
onais e sua consequente redução de custos, somados aos avanços do ramo da ciência da
computação, atualmente vive-se um cenário com uma elevada quantidade de informação.
Há sobretudo, um grande volume de informações não estruturadas armazenadas em for-
mas de textos, imagens, vídeos ou áudios. Estima-se que nos ambientes corporativos o
montante de dados não estruturados represente de 85% a 90% de toda informação arma-
zenada [1]. Enquanto a quantidade de dados está crescendo constantemente, a capacidade
humana de interpretá-los não acompanha esta evolução [2]. Assim, novos ramos do co-
nhecimento têm ganhado espaço e provido meios para se trabalhar com toda a informação
que está sendo acumulada. Este ramo multidisciplinar é a ciência de dados, que tenta
entender dados complexos de forma sistemática e os problemas do negócio relacionados,
aplicando conhecimentos da área de estatística, informática, computação, inteligência ar-
tificial, comunicação entre outros [3]. Dentre as várias ferramentas utilizadas na ciência
de dados, tem-se a mineração de textos, que busca extrair conhecimento de um conjunto
de dados não estruturados [2].

Neste trabalho, aplica-se a mineração de textos no âmbito da Justiça do Trabalho
(JT) de forma a tentar classificar processos trabalhistas baseado no conteúdo de seus do-
cumentos. O processo trabalhista é o instrumento pelo qual um cidadão (ou um conjunto
de pessoas) requer formalmente ao Poder Judiciário que julgue determinada causa. Ele é
composto por um conjunto de peças (ou documentos) processuais que, segundo um rito
processual e uma burocracia pré-estabelecida, possibilita ao juízo competente determinar
uma sentença [4].

Atualmente, os processos trabalhistas tramitam de forma eletrônica no sistema Pro-
cesso Judicial Eletrônico (PJe) instalado na Justiça do Trabalho JT1. O PJe é o sistema

1PJe instalado na Justiça do Trabalho: http://www.pje.jus.br/wiki/index.php/. Neste trabalho,
sempre que a sigla PJe for utilizada, é uma referência ao PJe instalado na Justiça do Trabalho

1
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que permite a prática processual de advogados, procuradores, magistrados, servidores e
demais pessoas que participam de uma relação processual diretamente no sistema, permi-
tindo que se junte os documentos processuais ao dossiê do processo. Além dos documentos
em si, o sistema faz uso de metadados que auxiliam na organização interna dos processos e
dos documentos. Entretanto, a maior parte da informação referente ao pedido processual
e ao resultado final se ainda se encontra apenas no inteiro teor dos documentos elabora-
dos pelos usuários, o que torna a leitura dos documentos, que é uma uma tarefa onerosa,
mandatória em situações onde a simples existência (ou corretude) de dados estruturados
estratégicos poderia dar as informações necessárias para determinada atividade.

Dentre os metadados armazenados sobre os processos, tem-se o assunto processual,
que identifica quais são os temas tratados naquele processo. Um processo pode ser cate-
gorizado com mais de um assunto sendo que, de 1131 assuntos existentes, 877 assuntos
estão disponíveis para o cadastro dentro da categoria de assuntos do Direito do Trabalho
e do Direito Processual Civil e do Trabalho. Nem sempre esta informação é preenchida
corretamente ou de forma completa, uma vez que a identificação dos assuntos exige que
se conheça o rol de assuntos possíveis e demanda também o tempo do usuário, que de-
verá ler todas as peças processuais relevantes para fazer a correta vinculação aos assuntos
pertinentes.

Por outro lado, o correto preenchimento dos assuntos traz uma série de vantagens. A
primeira delas é a própria qualidade da informação, pois várias estatísticas são colhidas
baseadas nesta informação de forma a dar visibilidade ao judiciário, conforme detalhado
na Seção 1.1 . Este processo envolve complexidades próprias, de forma que tem-se uma
ciência dedicada a este estudo: a Jurimetria, que aplica a ciência de dados ao Direito,
fazendo um estudo qualitativo e quantitativo do comportamento judicial, possibilitando a
previsão de comportamentos futuros com o objetivo de orientar políticas públicas. Além
disso, a correta classificação do assunto tem impacto na organização do trabalho interno
dos Tribunais, podendo ser utilizada para uma melhor organização do acervo de processos,
na busca de demandas repetitivas ou na pesquisa jurisprudencial, montagem de pautas
de audiência ou sessão, dentre outras atividades.

Assim, o objetivo deste trabalho é investigar se técnicas de classificação de textos,
aplicadas em um conjunto de documentos processuais, são capazes de identificar o as-
sunto principal do processo. Havendo um bom desempenho nesta atividade, mostra-se
a viabilidade desta abordagem, apontando que modelos de aprendizado de máquina de
classificação são capazes de reconhecer o assunto de um processo, podendo vir a ser in-
corporados ao PJe, de forma a facilitar a atividade do usuário por meio da sugestão dos
assuntos dos novos processos e até mesmo de uma reclassificação de processos já armaze-
nados.
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1.1 Justificativa

Atualmente 877 assuntos diferentes do Direito do Trabalho e Direito Processual Civil e
do Trabalho podem ser utilizados para classificar os processos trabalhistas no PJe, o que
torna a escolha dos assuntos corretos uma tarefa complexa para os usuários. Não só é
preciso conhecer e entender sobre os possíveis assuntos, como é preciso encontrar as opções
corretas dentre todos os pedidos processuais, o que se apresenta como um problema do
paradoxo da escolha, onde o usuário, em face à muitas opções, fica paralisado e acaba por
fazer escolhas de forma menos cautelosa e muitas vezes errada [5]. Além disso, é comum
que se tenha erros de classificação em dados inseridos pelos usuários [6, 7].

Como o preenchimento incorreto desta informação não causa prejuízo ao resultado
final do processo, uma vez que se trabalha primordialmente com o conteúdo dos textos re-
digidos, advogados e servidores nem sempre se dão ao trabalho de preencher a informação
corretamente e completamente. Assim, atualmente, este dado, embora preenchido, mui-
tas vezes não representa a realidade total do processo em questão, ou seja, é um dado de
baixa qualidade. Isso impacta negativamente os objetivos da criação das TPUs, conforme
exposto no Manual de Utilização destas tabelas2. Dentre esses objetivos, ressalta-se:
melhorar a gestão de pauta pelos órgãos judiciais; melhorar o controle de prevenção e
a distribuição processual por competência em razão da matéria; identificar os assuntos
mais frequentes nos processos judiciais, possibilitando melhor gestão do passivo pelos tri-
bunais, além da adoção de medidas que previnam novos conflitos; assegurar, juntamente
com outros instrumentos, a padronização de rotinas processuais e subsidiar a implantação
diversos projetos corporativos no Poder Judiciário.

Além do trabalho de qualidade do dado em si, que visa manter uma base de dados com
dados corretos, os estudos da área de jurimetria são fortemente impactados. A jurimetria,
citada pela primeira vez em 1949 [8], é a disciplina que visa investigar o Direito por meio
da aplicação de métodos estatísticos. Ela envolve três pilares operacionais: jurídico, esta-
tístico e computacional, deslocando o centro de interesse do estudo do Direito do teórico
para o operacional, apontando a importância dos fatores sociais, econômicos, geográficos,
éticos, entre outros, na concretização das normas do direito. Para tanto, esta ciência é
fortemente dependente dos dados armazenados em computadores e do poder computaci-
onal de análise, fazendo uso da metodologia estatística para descrever o comportamento
humano, entender os fatores que influenciam na produção de normas e monitorar a reação
que estas normas provocam em seus destinatários.

A partir destas informações, a jurimetria promove um entendimento do impacto gerado
pelos estímulos criados pelas políticas públicas, dando visibilidade a um panorama geral

2Manual de Utilização das TPUs: http://www.cnj.jus.br/sgt/versoes_tabelas/manual/Manual_
de_utilizacao_das_Tabelas_Processuais_Unificadas.pdf
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para que se possa alcançar os objetivos socialmente desejados com o Direito. A relação
que existe entre os estímulos que são criados pelo Direito e as condutas que posteriormente
são observadas na população são a essência de uma ordem jurídica. Quanto mais próximo
for o efeito esperado da conduta observada, mais bem-sucedida será a lei. A jurimetria
presta um valioso auxílio aos agentes do Direito, permitindo por exemplo que um juiz
compreenda possíveis consequências de suas decisões, advogados entendam fatores que
influenciam em suas estratégias com seus clientes e os legisladores antecipem resultados
de propostas de políticas públicas em pauta [9, 10, 11].

Várias são as regulamentações que ressaltam a importância da estatística e os traba-
lhos que fazem uso destes dados, e, portanto, podem ser impactados com a publicação de
uma informação incorreta. O Departamento de Pesquisas Judiciárias (DPJ) do Conselho
Nacional de Justiça (CNJ) tem como função colher dados para desenvolver pesquisas des-
tinadas ao conhecimento da função jurisdicional brasileira, realizar análise e diagnóstico
dos problemas estruturais e conjunturais dos diversos segmentos do Poder Judiciário e for-
necer subsídios técnicos para a formulação de políticas judiciárias3. O Relatório Justiça
em Números [12], elaborado anualmente pelo Sistema de Estatística do Poder Judiciário
(SIESPJ) 4, também do CNJ, dá uma visão geral em números sobre o Poder Judiciário
brasileiro, havendo até mesmo um prêmio CNJ de qualidade5, que dentre vários objetivos
pretende incentivar a produção de dados e o aprimoramento do SIESPJ. No âmbito da
JT, o sistema e-Gestão6 fornece estatísticas sobre a atividade judicante dos magistrados.
Há ainda os relatórios estatísticos produzidos pelo Tribunal Superior do Trabalho (TST),
que dentre várias informações, expõe os assuntos mais recorrentes da JT7.

A disponibilização incorreta de informações nos sistemas é uma transgressão às regu-
lamentações do Poder Judiciário citadas acima. Além de prejudicar a credibilidade das
instituições que fornecem os dados, gera estatísticas que também serão consequentemente
incorretas, o que impossibilita a elaboração de um planejamento estratégico adequado por
parte dos órgãos públicos 8.

Quanto ao aspecto negocial, a elevada quantidade de processos e documentos jurídi-
cos a serem apreciados pelos servidores da justiça trabalhista traz lentidão ao tempo de
tramitação do processo. Atualmente, de acordo com o Relatório Justiça em Números do

3Lei de criação do DPJ: http://www.planalto.gov.br/ccivil_03/_ato2004-2006/2006/lei/
L11364.htm

4Leis do SIESPJ: https://atos.cnj.jus.br/atos/detalhar/atos-normativos?documento=188,
https://atos.cnj.jus.br/atos/detalhar/atos-normativos?documento=110f

5Prêmio CNJ de Qualidade: https://atos.cnj.jus.br/atos/detalhar/atos-normativos?
documento=2920/

6Lei de criação do e-Gestão: https://hdl.handle.net/20.500.12178/4549
7Relatórios: http://www.tst.jus.br/web/estatistica/jt/assuntos-mais-recorrentes,http:

//www.tst.jus.br/web/estatistica/jt/relatorio-geral
8Notícia CNJ: https://www.cnj.jus.br/nao-se-faz-gestao-judiciaria-sem-producao-de-conhecimento-destaca-diretora-do-dpj/
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ano base de 2018 [12], o tempo médio de tramitação de um processo até a elaboração da
sentença é de 9 meses (fase de conhecimento) no 1o grau, 5 meses no 2o grau e 1 ano e
dois meses no 3o grau. À cada documento peticionado pelos advogados em um processo,
cabe uma apreciação e um retorno por parte dos tribunais, na forma de outro documento.
A redação dos documentos por parte dos magistrados e servidores, quando não se trata
de modelos de documentos comuns como despachos ou mandados, normalmente envol-
verá uma elaboração em relação ao contexto do processo e jurisprudência (conjunto de
decisões colegiadas sobre interpretações da lei) aplicada naquele tipo de demanda, en-
volvendo, portanto, uma pesquisa sobre documentos da mesma natureza que já foram
redigidos em processos similares, ou seja, processos que trataram de um mesmo assunto.
Isto é importante para que se tenha uma homogeneidade na forma de tratar os processos
de maneira geral.

Assim, a correta classificação dos assuntos processuais pode auxiliar na busca de pro-
cessos similares, reduzindo o tempo que os servidores levam para recuperar a informação
que precisam para embasar a redação dos documentos em cada processo, podendo ter um
impacto positivo no tempo em que um processo fica parado aguardando um retorno dos
tribunais. Por exemplo, para que um servidor ou magistrado que trabalha na redação de
votos em um gabinete possa elaborar um voto sobre processo que trate do assunto “Assé-
dio moral”, ele precisará fazer um procedimento análogo à “revisão da literatura” no meio
acadêmico, recorrendo a processos que já trataram deste tema para buscar leis, súmulas,
acórdãos dentre outros elementos que foram utilizados na elaboração da decisão final de
um magistrado. Isso não só facilita o trabalho da elaboração do documento mas auxilia a
resguardar o princípio da segurança jurídica [13], que visa trazer estabilidade e previsibi-
lidade das consequências das decisões emanadas pelos Tribunais, o que tende a diminuir
o ajuizamento de novas demandas para casos com fatos já julgados, o que, dentre outras
benesses, reduz o congestionamento processual na Justiça Trabalhista, contribuindo para
a redução do número de ações ajuizadas [14].

Em termos práticos, se hoje um servidor leva aproximadamente 2 horas para fazer uma
pesquisa para encontrar os processos que trataram de “Assédio moral”, considerando que,
o servidor da justiça do trabalho no 2o grau (por exemplo) deve atuar em média com
uma carga de 282 processos por ano (entre pendentes e julgados)[12], e esse tempo possa
ser reduzido pela metade pela correta classificação dos assuntos, ganhar-se-ia 282 horas
de trabalho do servidor. Em uma jornada de 7 horas diárias, isto equivaleria a 40 dias
de trabalho que poderiam ser utilizados em outra atividade ou outros processos. O valor
aproximado de 2 horas foi sugerido por uma servidora do TST que trabalha com a redação
de votos, uma vez que não se encontrou trabalhos publicados que abordassem a quantidade
de tempo despendida na tarefa de elaboração de documentos de decisão.
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Outra tarefa que pode ser facilitada pelo processo de classificação automática dos
assuntos é a triagem inicial, que acontece quando o processo chega no gabinete e precisa
ser direcionado para a equipe que trabalha com aquele tipo de processo. Se ao chegar
no gabinete o assunto do processo já estiver categorizado de forma automática e correta,
o direcionamento do processo fica facilitado, poupando ao servidor que faz a triagem a
leitura do inteiro teor da petição inicial ou do recurso, possibilitando até mesmo a criação
de mecanismos automáticos para a distribuição dos processos.

Cita-se ainda como benefício da correta classificação de assuntos a possível facilitação
no processo de identificação de demandas repetitivas. Esta atividade ganhou relevância
no âmbito da Justiça depois da publicação do novo Código do Processo Civil9, que em seu
Artigo 976 estabelece a instauração do processo de Incidente de Resolução de Demandas
Repetitivas quando houver questões contenham controvérsia sobre uma mesma questão
apresentando risco de ofensa à isonomia e à segurança jurídica. A classificação correta
dos assuntos pode auxiliar na identificação de demandas que tratam de causas similares,
direcionando o usuário tanto na classificação de novos casos que versem sobre tema que
já é tratado como uma demanda repetitiva, quanto na busca de processos já julgados que
trataram sobre esta causa.

Explicada a importância da correta classificação dos assuntos, ressalta-se que este tra-
balho está alinhado com a gestão estratégica do Conselho Superior da Justiça do Trabalho
(CSJT), atuando na melhoria contínua do processo de trabalho e se mostrando como uma
possibilidade de inovação para o PJe. Dentre os indicadores impactados pela classificação
automática de assuntos processuais tem-se o Índice de Satisfação Interna com o Sistema do
Processo Judicial Eletrônico e o Índice de Satisfação Externa com o Sistema do Processo
Judicial Eletrônico 10. Nesse sentido, o resultado deste estudo poderá servir de insumo
para o desenvolvimento do projeto Classificador de Temas do CSJT, que já tem Termo de
Abertura de Projeto (disponível no Anexo I) aprovado pela Coordenação Nacional Exe-
cutiva (CNE) do PJe para a implementação futura11. A utilização de um algoritmo de
classificação de textos que possa fazer uma categorização automática do assunto traz um
leque de possibilidades de tornar o PJe um sistema ainda mais inovador, que explora de
forma inteligente os benefícios que a tecnologia pode trazer para os advogados, servidores
e magistrados.

9CPC: http://www.planalto.gov.br/ccivil_03/_ato2015-2018/2015/lei/l13105.html
10Lista de indicadores: http://www.csjt.jus.br/c/document_library/get_file?uuid=

93f2f26f-e3f9-4561-8993-cdb9d0e1799d&groupId=5625802
11O projeto Classificação de Assuntos do PJe estava previsto para ser desenvolvido no primeiro semestre

de 2019, mas devido à outras demandas prioritárias, o projeto precisou ser adiado. A nova gestão, do
biênio 2020-2021, deverá reavaliar a prioridade do projeto.
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1.2 Objetivos

O objetivo da pesquisa é testar a hipótese de que algoritmos de classificação de texto são
capazes de classificar os processos judiciais trabalhistas quanto ao assunto por meio da
investigação da aplicação desses algoritmos em documentos judiciais da justiça trabalhista
e de seus resultados de classificação.

1.2.1 Objetivos específicos

Com o propósito de se alcançar o objetivo definido para este estudo, estabelece-se os
seguintes objetivos específicos:

1. Entender como está organizada a Justiça do Trabalho e sua relação com o sistema
PJe

2. Realizar uma análise exploratória da distribuição de processos, assuntos e documen-
tos.

3. Aplicar algoritmos de classificação em documentos de processos do PJe.

4. Fazer uma busca de hiper-parâmetros para os algoritmos de classificação seleciona-
dos.

5. Comparar o desempenho de diferentes algoritmos neste domínio.

6. Disponibilizar um artefato de software que automatize o processo da escolha do
melhor modelo dado um conjunto de documentos.

1.3 Contribuições esperadas

Nesta dissertação, será apresentado um estudo que dará uma explicação da estrutura
organizacional da Justiça do Trabalho, da utilização do PJe pelos Tribunais Regionais do
Trabalho (TRTs) e o fluxo geral dos processos. Estas informações compõe um relatório
do funcionamento da Justiça do Trabalho com o PJe, que contém não só as informações
gerais de seu funcionamento, mas também uma análise exploratória à nível nacional que
permitirá identificar a distribuição de tipos de documentos e assuntos em 2o grau, bem
como aspectos dos textos contidos nestes documentos. Este relatório poderá servir de
insumo para trabalhos futuros da área da computação e também da área do direito.

Serão apresentados ainda aspectos relevantes em relação à tarefa de classificação de
texto por meio de técnicas de mineração de dados e Processamento de Linguagem Natu-
ral, além de serem contemplados alguns trabalhos publicados que tratam de problemas
similares fazendo uso da classificação de textos.
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Em seguida, serão apresentados os passos necessários para a preparação de um con-
junto de textos específicos do PJe para que possam ser utilizados nos algoritmos de clas-
sificação de textos; a busca de hiper-parâmetros para estes algoritmos; o resultado da
aplicação das melhores configurações encontradas para cada um desses algoritmos; e um
comparativo do desempenho de um conjunto de algoritmos de classificação de texto apli-
cados a documentos judiciais trabalhistas, que mostrará qual tipo de modelo se mostra
mais adequado para o problema em questão.

O código utilizado para esta atividade será entregue como um artefato de software
que, a partir de uma entrada pré-definida, fará o pré-processamento dos textos, treinará
diferentes modelos em diferentes configurações, e elegerá o modelo de melhor desempenho,
tendo como saída o modelo vencedor. Este artefato poderá ser utilizado em trabalhos
futuros para tarefas de classificação, podendo ser adaptado para incorporar melhorias,
novos algoritmos e novas formas de pré-processamento e representação textual.

Por fim, serão apontadas as conclusões obtidas com este trabalho e espaços não ex-
plorados para o desenvolvimento de trabalhos futuros.

O restante do texto está organizado da seguinte forma: No Capítulo 2 é apresentada
uma revisão da literatura, onde buscou-se encontrar trabalhos que trataram problemas
parecidos; no Capítulo 3, aborda-se os principais conceitos teóricos necessários ao enten-
dimento do trabalho; no Capítulo 4 apresenta-se os resultados obtidos e no Capítulo 5
faz-se um apanhado das conclusões obtidas no trabalho e aponta trabalhos futuros a serem
realizados neste contexto.
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Capítulo 2

Trabalhos relacionados

Esta revisão da literatura busca encontrar trabalhos onde se tenha abordado a classificação
de textos. Buscou-se, sobretudo, estudos que envolveram a língua portuguesa no contexto
de documentos jurídicos, embora alguma dessas premissas tenham sido relaxadas para
alguns trabalhos citados. Os trabalhos foram recuperados das bases de publicações do
Web of Science1, Scopus2 e Google Acadêmico3, com termos os termos “classificação de
textos jurídicos”, “mineração de textos jurídicos”, “classificação de textos”, “mineração
de textos”, e outras variações, fazendo uso destes termos em português e em inglês.

Começando pelos trabalhos já publicados envolvendo os documentos da Justiça do
Trabalho do Brasil, encontra-se o estudo realizado por um servidor do Tribunal Regional
do Trabalho (TRT) da 2a Região [15] em 2011, onde extraiu-se as ementas das jurispru-
dências, que são o resumo do que foi decidido em um acordão, com suas premissas e
justificativas. De posse de 43.013 ementas, por meio da ferramenta Weka, aplicou-se os
algoritmos J4.8 (árvore de decisão), Naïve Bayes (NB) e Sequential Minimal Optimization
(SMO), que é uma otimização do Support Vector Machine (SVM), de forma individual
e também combinados em um ensemble. Foram escolhidas 10 categorias para análise, e
utilizados apenas 1.000 documentos para a criação do modelo de cada categoria, sendo
500 documentos da categoria de interesse e os demais de outras categorias, configurando
uma abordagem binária balanceada para tratar o problema multiclasse. Após o pré-
processamento, utilizou-se uma matriz TF-IDF para a representação de cada texto. Não
foi informado o tamanho médio dos textos, apenas informou-se que eles são um resumo
do acordão, indicando um texto de tamanho reduzido em relação ao documento de inteiro
teor do acordão. Notou-se que o desempenho de cada algoritmo é bastante dependente
da categoria, apresentando elevadas taxas de erro em determinadas categorias, e em ou-

1https://www.webofknowledge.com
2https://www.scopus.com
3https://scholar.google.com.br/
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tras não. Considerando a acurácia média dentre todas as categorias, o melhor modelo
individual foi o J4.8, que apresentou o valor 88,60% e o ensemble apresentou o valor de
84,80%.

Outro trabalho mais antigo sobre a Justiça do Trabalho, de 2007 [16], envolveu tam-
bém a categorização de documentos de processos trabalhistas. Neste estudo, analisou-se
104 partes diferentes de sentenças e acórdãos que trataram de 4 assuntos diferentes. Cada
parte extraída contem entre mil e duas mil palavras. Os documentos utilizados eram de
processos físicos, à época ainda não havia PJe. Foram removidas as palavras de pouca re-
levância semântica, também chamadas de stopwords, e aplicou-se a radicalização. Foram
gerados vetores de bag-of-words (BOW) para a representação dos textos. Os modelos utili-
zados para a classificação foram criados na ferramenta Text-Miner Software Kit (TMSK),
onde escolheu-se a utilização de algoritmos do modelo Linear por Ordenação, Naïve Bayes,
e com a ferramenta Rule Induction Kit for Text (RIKTEXTI) utilizou-se um modelo de
Regras de Decisão. O modelo linear apresentou os melhores resultados em 3 das quatro
categorias, com a métrica F-Measure variando entre 86,88% e 94,30% entre os diferentes
assuntos, e o Naïve Bayes apresentou o melhor desempenho para a categoria de honorários,
apresentando F-Measure de 95,31%.

Partindo para outros trabalhos publicados envolvendo documentos jurídicos na língua
portuguesa, tem-se o trabalho [17] , de 2018, que mostra a pesquisa de apoio realizada
para a construção do Projeto Victor do STF 4, cujo propósito é a classificação do tipo de
cada peça processual em processos em Repercussão , uma vez que tem-se um documento
único com várias peças processuais anexas. Trabalhou-se com 5 tipos de documentos pro-
cessuais diferentes, configurando-se um problema multiclasse. Foi necessária a aplicação
de Reconhecimento Óptico de Caracteres (OCR) em algumas peças, todas estavam em
formato PDF. No pré-processamento, foram removidos caracteres especiais, números, e-
mails e links; aplicou-se a radicalização, normalização e a remoção de palavras recorrentes.
O tamanho do vocabulário foi restringido devido à elevada quantidade de erro do processo
de OCR. Não foi informado o tamanho do vocabulário utilizado, nem o tamanho médio
dos textos (embora nota-se que a camada de embeddings das redes neurais contenham
apenas 1.000 neurônios, indicando o tamanho do vocabulário usado nestes modelos). Fo-
ram identificadas as citações de leis, artigos e decretos. Ao todo, foram usados 6.814
documentos, que foram classificados manualmente por uma equipe de 4 advogados, uma
vez que é sabido que a classificação existente na base não é confiável.

Neste trabalho, o modelo SVM foi utilizado como modelo base para uma comparação
de diversos modelos de redes neurais, envolvendo redes neurais densas (MLP), recorrentes
(LSTM, BLSTM, BRNN), convolucionais (CNN, CNN-rand, VDCNN) e mistas (BLSTM-

4Notícia STF: http://www.stf.jus.br/portal/cms/verNoticiaDetalhe.asp?idConteudo=380038
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C, CNN-LSTM). Utilizou-se a linguagem Python, com Keras e Tensorflow. Para o SVM
utilizou-se uma representação BOW, e para os demais, utilizou-se vetores de palavras. O
melhor modelo foi o LSTM, com acurácia de 94.13%, precisão de 93,34% e revocação de
95,01%. O SVM apresentou resultado inferior à LSTM mas melhor que a maior parte das
redes neurais testadas, chegando a 93,11% de acurácia, 93,33% de precisão e 95.01% de
revocação.

Outro estudo de 2016 mostra a aplicação de técnicas de classificação de texto nas noti-
ficações recebidas por um escritório de advogacia, que são classificadas manualmente [18].
Neste trabalho, recuperou-se 5.471 documentos escritos em português, classificados en-
tre 8 categorias distintas. Removeu-se as stopwords e as palavras menos significativas
de acordo com o valor apresentado na matriz TD-IDF, que foi a forma de representação
de textos utilizada. A classe com menos exemplos continha 121 documentos, enquanto
a mais populosa continha 1.715 documentos. Não foi informado se foi aplicada alguma
técnica de balanceamento e nem o tamanho médio dos textos. Os algoritmos utilizados
foram o K-Nearest Neighbor, SVM, Naïve Bayes e Complement Naïve Bayes. A métrica
utilizada para avaliação foi a curva ROC (Característica de Operação do Receptor, ou
Receiver Operating Characteristic), onde o melhor resultado foi apresentado pelo SVM,
com valor 0,846. Este modelo também foi o de maior acurácia, apresentando o valor de
84,53%.

Envolvendo estudos aplicados a um contexto jurídico mas com textos escritos em
outras línguas, tem-se uma publicação recente de 2019 [19], com um estudo de caso
bastante semelhante ao desta dissertação, para o qual será dada maior atenção. Este
estudo comparou o desempenho de métodos mais atuais do estado da arte usados nas
tarefas de classificação envolvendo NLP com o desempenho de modelos tradicionais para
fazer a classificação de documentos contendo o julgamento de processos da Suprema Corte
de Singapura. O trabalho se propõe a fazer uma classificação multirrótulo, com 6.227
documentos escritos em inglês, contendo em média 6.968 palavras. O pré-processamento
passou pela tokenização, remoção de stopwords e lematização com a biblioteca spaCy do
Python.

O problema inicialmente continha 51 classes principais, mas como havia um desbalan-
ceamento de dados, foi limitado às 30 classes principais mais frequentes. Diferentemente
do estudo apresentado nesta dissertação de mestrado, neste estudo os autores não tinham
uma tabela padronizada de classes. As classes eram escritas livremente, havendo erros
de digitação, diferentes nomes para áreas de mesmo interesse, áreas que são subáreas de
outras áreas, apresentando uma hierarquia, de forma que foi preciso fazer um trabalho
de organizar e normalizar estas informações, ainda que tenha sido declarado que há uma
subjetividade nas escolhas feitas pelos pesquisadores. Para escolher as classes primárias,
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os autores explicaram que desconhecem uma ontologia padrão para a classificação no
Direito de Singapura, então eles usaram como referência a Árvore de Assuntos da Acade-
mia de Direito de Singapura, chegando a 51 classes principais. Mencionou-se que outras
252 classes consideradas muito específicas e com poucos casos foram agrupadas em uma
classe ‘Outros’. Para lidar com o problema do desbalanceamento, os autores utilizaram
um método de amostragem iterativa estratificada [20], que é um método apropriado para
um problema multirrótulo, que leva em consideração a distribuição de classes, e pares de
classes. Foram separados conjuntos com 10%, 50% e 100% dos dados para os testes.

Neste trabalho, os modelos de classificação escolhidos foram: um classificador dummy
que classifica como 1 qualquer classe que tenha probabilidade maior que 1/31, um classifi-
cador baseado na ocorrência de palavras chaves relacionadas, ambos usados com baselines;
dois classificadores com LSA e LinearSVM (OneVsRest), um com 100 tópicos e outro com
250; três classificadores com vetores de palavra GloVe, cada um diferenciando-se na forma
de gerar o vetor final do texto, onde um usou a média dos vetores, outro usou max-pooling
e o último gerado a partir de uma Rede Neural rasa (CNN); dois classificadores com o
modelo de linguagem Bert, um com uma arquitetura mais simples e o outro com a uma
arquitetura mais complexa; e um classificador com o modelo de linguagem ULMFit com
ajuste fino. Um ponto importante a ser mencionado é que os modelos BERT passaram
por ajuste fino com apenas a parte inicial de cada documento devido a uma limitação de
sua arquitetura inicial, competindo em desvantagem. Os modelos foram testados em sua
configuração padrão, não havendo a busca dos melhores parâmetros. Os modelos foram
avaliados quanto às macro métricas e micro métricas. De maneira geral, na maior parte
das análises, o conjunto com 100% dos dados apresentou melhores resultados. Os mode-
los de baseline apresentaram métricas bastante inferiores aos demais classificadores nos
conjuntos de 50% e 100%, com exceção da revocação, onde o valor foi similar aos demais
classificadores.

Considerando-se apenas o conjunto de 100,00% e desconsiderando-se os modelos de
baseline, analisa-se as métricas. Quanto à F-Measure, o pior resultado foi do ULMFit,
enquanto o melhor valor foi apresentado pela combinação LSA de 250 tópicos, com o
Linear SVM, apresentando macro F-Measure de 63,20% e micro F-Measure de 73,3%
Quanto à precisão, o pior valor novamente foi do ULMFit, e novamente a combinação de
LSA com Linear SVM apresentou o melhor resultado, tendo 83,40% na macro precisão com
250 tópicos, e 83,70% na micro precisão com 100 tópicos, superando todos classificadores
com modelos de linguagem ou vetores de palavras com pelo menos 10,00% a mais na
precisão. Quanto à revocação, os piores modelos foram o de LSA com Linear SVM,
enquanto os melhores resultados foram apontados pelo modelo de vetores de palavras
com a CNN, com macro revocação de 62,30% e micro revocação de 68,8%. Isto mostra
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a relevância de se ter claro a prioridade de cada métrica para que se faça a escolha do
classificador que tenha resultados mais adequados ao problema que se quer resolver.

O estudo mostrou que os modelos do estado da arte de Processamento de Linguagem
Natural, testados em sua configuração padrão inicial, na maior parte das vezes não apre-
senta melhores resultados que os métodos tradicionais. Fica a expectativa de que com
mais investimento em busca de hiperparâmetros, ajuste fino para melhorar o benefício
advindo da transferência de conhecimento (transfer learning) e a adaptação para textos
longos, eles possam apresentar melhores resultados neste domínio jurídico.

Em um estudo de 2017 [21], os autores fizeram uso de técnicas de mineração de texto
para classificar documentos jurídicos chineses. Fez-se uso de um conjunto de 6.735 tex-
tos jurídicos previamente classificados em 13 categorias. Destes textos, extraiu-se com
expressões regulares apenas a seção que é interessante para o objetivo da classificação, e
depois aplicou-se técnicas de pré-processamento de texto. Vale notar que além da lista de
stopwords chinesa comum, os autores construíram uma lista de stopwords jurídicas, que
eram muito frequentes e pouco relevantes para a tarefa de classificação. As palavras do
texto foram representadas por meio e vetores TF-IDF, onde se representa a relevância de
cada palavra perante o conjunto de documentos, e para a redução da dimensionalidade
aplicou-se os métodos Princial Component Analysis (PCA) e uma variação do Singular
Vector Decomposition (SVD). Utilizou-se os algoritmos NB, Árvores de Decisão, Random
Forest e SVM para a tarefa de classificação, e eles foram comparados por meio das métri-
cas de acurácia, precisão, revocação e F-Measure. O melhor resultado foi do SVM, com
métrica F-Measure de 87,00%.

Em [22], tentou-se predizer a decisão de um juiz para um determinado processo na
Corte Europeia de Direitos Humanos. Criou-se um modelo de classificação binária, onde
a entrada é o texto com a problemática do processo e o resultado esperado é a suposta
decisão do juiz. Este trabalho usou documentos escritos em inglês, nos quais se removeu
as stopwords, transformando o texto em letras minúsculas, para posteriormente extrair-se
n-gramas que foram analisados para aplicação do processo de extração de tópicos. Os
dados foram passados para o modelo de classificação em função dos tópicos extraídos
e também dos n-gramas, criando-se uma matriz BOW, e tópicos extraídos. O modelo
utilizado para a classificação foi o SVM, com o qual chegou-se a um modelo com acurácia
de 79,00%.

No trabalho [23], criou-se um modelo de classificação para as revisões dos usuários
sobre estabelecimentos listados no sítio TripAdvisor5. Foi abordado o problema de se ter
uma base de dados com registros previamente categorizados, onde há erro de cadastro das
categorias. O pré-processamento envolveu a tokenização, radicalização, remoção de núme-

5TripAdvisor: https://www.tripadvisor.com/
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ros e pontuações e transformação em letras minúsculas. Os textos foram representados em
uma matriz TF-IDF. Com o uso da linguagem Python, utilizou-se os algortimos Stochastic
Gradient Descent Classifier (SGDClassifier), Random Forest, Ada Boost, Linear Support
Vector Classification (Linear SVC), Regressão Logística e Multinomial Naïve Bayes. Ini-
cialmente, o problema apresentava 6 classes, que foram simplificadas em 2, tornando o
problema de classificação binário. Não foi informado o tamanho médio doas textos, mas
no exemplo dado, o texto continha 64 palavras, indicando um tamanho relativamente pe-
queno. Foram removidos os textos com menos de 8 palavras, por serem considerados pouco
informativos. Devido à baixa qualidade dos rótulos apresentados inicialmente na base, a
F-measure máxima foi alcançada pelo Multinomial Naïve Bayes, atingindo 77,00%. Para
reduzir a quantidade de dados errados no conjunto de treinamento, buscou-se encontrar
um centroide baseado nos vetores TD-IDF dos documentos que representasse cada uma
das classes, e escolheu-se apenas os elementos mais próximos do centroide para compor
um conjunto confiável para treinamento, o que elevou a métrica do Multinomial Naïve
Bayes F-Measure de 77,00% para 90,00%. Maiores informações sobre a redução de ruídos
em um conjunto de dados podem ser encontradas na pesquisa consolidada no estudo [6]
e em outros trabalhos relacionados [24, 25].

Outro trabalho que se parece com a proposta deste estudo por envolver um ele-
vado número de classes se refere à classificação denúncias recebidas pela Controlado-
ria Geral da União [26]. A diferença se dá pelo tamanho dos textos, que é limitado a
2.048 caracteres, e o teor da mensagem, que não é de cunho jurídico de maneira geral.
Como pré-processamento, removeu-se números, espaços em branco duplicados, pontua-
ções, transformou-se todo o conteúdo em letras minúsculas, removeu-se stopwords e fez-se
a radicalização. Inicialmente, o problema de classificação continha 94 classes, mas devido
aos baixos resultados, o escopo foi reduzido para 64 classes. Foram testados os algoriti-
mos SVM, Random Forest, Naïve Bayes e Árvore de decisão (C4.5). Esses algoritmos não
se mostraram escaláveis à medida que se aumentava a quantidade de classes, e apresen-
taram desempenho abaixo do esperado, chegando a um máximo de 59,00% de precisão
com o SVM. Assim, resolveu-se abordar o problema como uma classificação multirró-
tulo, aumentando as chances de acerto do classificador. Buscando-se resolver a questão
da escalabilidade, o modelo de classificação foi criado com uma combinação da Codifi-
cação Adaptativa de Huffman com a Descrição de Comprimento Mínimo (CAH+MDL).
Mostrou-se que esse algoritmo apresentou taxa de revocação maior que o SVM, mas uma
precisão menor. Com a abordagem multirrótulo e o CAH-MDL, somados a um novo pré-
processamento de texto que fez uso apenas dos termos mais significativos, reduzindo a
dimensionalidade da matriz de 165.203 termos para apenas 1.350 termos, que proporcio-
nou maior redução da dimensionalidade, conseguiu-se uma precisão de 84,00%.
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De maneira geral, com base nos trabalhos analisados, nota-se o reconhecido desem-
penho do SVM e o frequente uso de árvores de decisão, Naïve Bayes e diferentes tipos
de redes neurais. Como forma de representação dos textos, o TF-IDF, BOW e LSA são
amplamente utilizados, sendo o TF-IDF foi a forma mais utilizada, não sendo possível
afirmar se pela facilidade de uso ou eficácia e popularidade da técnica. Assim, este tra-
balho se propõe à aplicação destas técnicas para a classificação de assunto dos processos
da JT.

Os trabalhos encontrados que foram desenvolvidos dentro do contexto da JT brasileira
[15, 16] foram publicados há 8 e 12 anos respectivamente, não havendo conhecimento
de publicações mais recentes envolvendo a classificação de textos com documentos de
processos da JT, de forma que este trabalho vem a retomar estes estudos em uma época
onde um maior poder computacional já se encontra disponível. Além disso, a consolidação
e ampla utilização do PJe permite a uniformização dos dados dentre os 24 TRTs, o que
facilita a análise de dados massivos.
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Capítulo 3

Referencial teórico

De forma a trazer um entendimento do contexto deste trabalho e das técnicas utilizadas
para abordar o problema, neste capítulo serão apresentados a forma como a Justiça do
Trabalho está organizada; o sistema PJe, onde tramitam os processos judiciais trabalhis-
tas; os principais conceitos sobre a classificação de textos; e o modelo de referência para
desenvolvimento de atividade de mineração de dados conhecido como CRISP-DM.

3.1 Justiça do Trabalho

O Poder Judiciário brasileiro é dividido em cinco esferas principais: a Justiça do Trabalho
trata das ações judiciais entre empregados e empregadores; a Justiça Eleitoral trata das
questões relacionadas à realização das eleições; a Justiça Militar (Estadual e Federal)
julga os militares; e a Justiça Comum, que é dividida entre Estadual e Federal, e lida com
as demais questões. A JT, foco deste trabalho, é organizada em três graus ou instâncias
de apreciação.

A primeira delas é composta pelas Varas de Trabalho, onde atuam os juízes do tra-
balho. A competência destes órgãos julgadores é dada pela localização onde se prestou
o trabalho (independentemente do local de contratação). Segundo o relatório Justiça em
Números de 2019 [12], ao final de 2018 existiam 1587 Varas de Trabalho.

A segunda instância é composta por 24 Tribunais Regionais do Trabalho, onde os de-
sembargadores julgam os recursos contrários às decisões providas nas Varas de Trabalho
bem como outras ações de competência originárias deste grau. Os 26 estados brasileiros
e o Distrito Federal se dividem entre as 24 regiões. Os TRTs são classificados pelo SI-
ESPJ quanto ao porte, que leva em consideração diversos dados estatísticos relacionados
a despesas, processos em trâmite, número de magistrados e servidores e trabalhadores
auxiliares. Na Figura 3.1, extraída do relatório Justiça em Números de 2017 [12], pode-se
analisar o porte de cada região.
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Figura 3.1: Porte dos Tribunais Regionais (Fonte: [12]).

A última instância é o Tribunal Superior do Trabalho (TST), que, como órgão máximo,
atua como revisor das decisões das instâncias anteriores, além de atuar nas causas de
competência originária desta corte. Sua função principal é a de uniformizar as decisões
sobre ações trabalhistas de forma a consolidar a jurisprudência deste ramo do judiciário.

De forma a organizar e dar direcionamento para todos os ramos da justiça, em 2005
criou-se o Conselho Nacional da Justiça (CNJ)1, que tem atuação em todo o território
brasileiro e a missão de desenvolver políticas judiciárias para promover a unidade e efeti-
vidade de todo o Poder Judiciário, buscando valores de justiça e paz social. Este órgão
zela pela autonomia do Poder Judiciário, definindo seu planejamento estratégico, planos
de metas e programas de avaliação, além de prestar serviços aos cidadãos (recebe recla-
mações, petições,etc), definir e avaliar indicadores pertinentes à atividade jurisdicional,
entre outros. Assim, todas as justiças são regidas pelos atos normativos e recomendações

1CNJ: http://www.cnj.jus.br/sobre-o-cnj/quem-somos-visitas-e-contatos
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do CNJ.
Além do CNJ, cada ramo da justiça tem o seu Conselho próprio. Assim, na JT foi

criado o Conselho Superior da Justiça do Trabalho2 (CSJT), que exerce a supervisão
administrativa, orçamentária, financeira e patrimonial da JT de 1o e 2o graus. Além de
atuar na supervisão, este órgão promove a integração e o desenvolvimento da JT de 1o

e 2o graus. Na Figura 3.2, tem-se um esboço de como estes órgãos estão estruturados
dentro da JT.

Figura 3.2: Organização da Justiça do Trabalho.

3.2 Processo Judicial Eletrônico da Justiça do Tra-
balho (PJe)

Estabelecidos os órgãos competentes, os cidadãos que necessitam de julgamento em al-
guma causa recorrem à abertura dos processos judiciais. Conforme estudo publicado [14],
o processo judicial é o canal pelo qual o Estado concretiza a prestação jurisdicional, ou
seja, resolve a lide de forma imparcial, entregando às partes envolvidas a solução para o
litígio. Atualmente, existe um esforço de informatização de todas as justiças, de forma a
viabilizar que os processos jurídicos tramitem da forma eletrônica: “o que se busca com o
processo eletrônico é evoluí-lo de tal forma a alcançar o denominado ‘i-processo’, em que
elementos de inteligência artificial (uso de metadados e algoritmos) servem de ferramenta
para auxílio da decisão judicial, notadamente ante a conexão do processo ao mundo vir-
tual de informações.” [14]. Ainda neste trabalho, o autor afirma que o processo eletrônico
garante a lisura dos procedimentos envolvidos, além de promover o aumento da segurança
jurídica e de viabilizar a rápida resposta do Judiciário.

2CSJT: http://www.csjt.jus.br/missao-visao-valores
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O PJe foi lançado3 em 2011 pelo CNJ, e vários ramos da justiça já aderiram ao sistema
desde então. De acordo com o Relatório Justiça em Números 2019 [12], observa-se que
é crescente a quantidade de processos que tramitam em meio eletrônico. Conforme o
documento Caderno do Pje4, publicado pelo CNJ em 2016 , 54 Tribunais dos 90 existentes
já haviam implantado o sistema até o momento da publicação do relatório.

No momento do lançamento do PJe, o CNJ distribuiu um sistema único, e cada ramo
da justiça fez as alterações necessárias para que fossem atendidas as suas necessidades,
e assim foi criado o PJe, especializado para este ramo da justiça. Algumas informações
foram padronizadas entre todas as justiças, com o objetivo de promover a uniformização
taxonômica e terminológica de classes processuais, movimentação e assuntos, assim, criou-
se as Tabelas Processuais Unificadas (TPUs) do Poder Judiciário, de forma que todos os
novos processos devem ser criados seguindo esta padronização de nomenclatura.

Analisando-se os dados quantitativos de processo5, tem-se o cenário mostrado na Fi-
gura 3.3. Enquanto, na primeira instância, a quantidade de processos recebidos anu-
almente até 2018 se posicionou entre 1,7 e 2,8 milhões aproximadamente, na segunda
instância este intervalo foi de 640 mil a 1,15 milhão e na terceira instância, esse quanti-
tativo esteve sempre abaixo de 400 mil. Estes dados são bastante expressivos no que se
refere à quantidade de demandas em cada instância, mostrando que a primeira instância
recebe a grande maior parte dos processos, a segunda instância recebe uma quantia in-
ferior à metade dos dados recebida na primeira, e a terceira lida com um número ainda
menor de processos. Importante notar ainda uma queda repentina do quantitativo de
processos recebidos na primeira instancia partir de 2017. Isso se deu pela publicação
da reforma trabalhista6, que alterou várias disposições das Consolidações das Leis do
Trabalho (CLT), editada em 1943 7. Este dado ainda não se refletiu8 nas demais instân-
cias devido à natureza recursal das mesmas, que continuam recebendo processos que já
estavam em andamento no 1o grau.

3.2.1 Distribuição do sistema do PJe para os Tribunais

O CSJT, desde que o PJe foi aderido pela JT, é o responsável pela evolução do sistema,
de forma que é este o órgão que distribui a versão do PJe a ser usada pela Justiça

3Notícia CNJ: http://www.cnj.jus.br/tecnologia-da-informacao/
processo-judicial-eletronico-pje

4Caderno PJe: http://www.cnj.jus.br/files/conteudo/arquivo/2016/09/
551be3d5013af4e50be35888f297e2d7.pdf

5Estatística TST: http://www.tst.jus.br/web/estatistica/jt/recebidos-e-julgados
6Reforma Trabalhista: http://www.planalto.gov.br/ccivil_03/_ato2015-2018/2017/lei/

L13467.htm
7CLT: http://www.planalto.gov.br/ccivil_03/decreto-lei/del5452.htm
8Notícia TST: http://www.tst.jus.br/noticias/-/asset_publisher/89Dk/content/

primeiro-ano-da-reforma-trabalhista-efeitos?inheritRedirect=false
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Figura 3.3: Quantidade de processos por instância.

do Trabalho para todos os TRTs e para o TST. Estes órgãos, por sua vez, além de
contribuírem ativamente para o desenvolvimento da ferramenta junto ao CSJT, recebem
as novas versões do PJe e providenciam a infraestrutura necessária para que o sistema
possa ser disponibilizado aos usuários. Atualmente, em cada TRT há uma instalação do
sistema para atender ao 1o grau e uma para atender ao 2o, e são utilizadas duas bases
de dados diferentes, uma para cada grau. Considerando 24 TRTs, com 1o e 2o grau, e o
TST, como 3o grau, tem-se 49 bases de dados distintas e independentes.

Vistos os principais pontos referentes à organização e processos da Justiça do Trabalho,
bem como do PJe, será apresentada na próxima Seção os conceitos básicos referentes à
mineração de textos.

3.3 Aprendizado de máquina

Conforme falado anteriormente, é crescente a quantidade de dados armazenados, o que
traz a necessidade de novas técnicas de estudo para se trabalhar com estas informações.
A ciência de dados [3], que agrega várias ferramentas para esta análise, se propõe a
extrair conhecimento e também inteligência a partir de um vasto conjunto de dados. O
conhecimento pode ser construído por meio da identificação de associações, correlações,
relações de dependência ou causalidade entre diversos dados, bem como da comprovação
de teorias por meio da análise dos dados. Esta análise resulta em novas informações
sobre estes elementos, o que compõe uma inteligência específica sobre as forças que regem
uma massa de dados, possibilitando que não só se entenda o que aconteceu no passado,
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mas também que se possa tentar prever o que virá a acontecer no futuro, observadas
determinadas características aprendidas com o dados analisados previamente.

Dentre as diversas ferramentas utilizadas nesta ciência tem-se a área de Aprendizado
de Máquina (ML) (Machine Learning), um campo da Inteligência Artificial (IA) que es-
tuda formas de sistematizar conhecimentos específicos, construídos a partir da observação
de um conjunto de dados coletados, de forma que as máquinas possam entender o conheci-
mento adquirido [27]. Seu objetivo principal é extrair informações úteis a partir de dados
de forma automática [28]. Assim, ela está fortemente ligada ao processo de descoberta
de conhecimento em bases de dados (Knowledge Data Discovery - KDD) e seu processo
de mineração de dados, que engloba o conjunto de técnicas utilizadas para fazer a análise
de um grande conjunto de dados, extraindo padrões e novos conhecimentos [29].

Assim, técnicas de modelagem que fazem uso do conhecimento estatístico, computa-
cional e matemático, geram modelos que podem ser simples ou extremamente complexos,
capazes de explicitar a relação entre as características observadas (chamadas de variáveis
independentes, comumente denominada X) e aquela que se quer entender (chamada de
variável dependente ou variável alvo, comumente denominada Y ) [27]. A relação entre X

e Y pode ser brevemente colocada na forma da Equação 3.1, onde f representa a função
desconhecida que mapeia a variável de entrada X com a saída Y . O símbolo ε representa
o erro que está associado à função f . O desafio desta ciência está em reduzir o erro
associado à esta função. Outra nomenclatura utilizada para a função f é o que chamamos
de modelo de ML. [27]

Y= f(X) + ε (3.1)

Os problemas de ML podem ter dois objetivos principais: a predição ou a descrição.
Na predição, faz-se uso dos modelos construídos para se fazer previsões de Y , enquanto
na descrição busca-se entender em detalhe como se dá o relacionamento das variáveis
independentes com a variável alvo, buscando por exemplo entender as variáveis mais rele-
vantes para a identificação de Y , se o relacionamento se dá de forma positiva ou negativa,
de maneira linear ou não, entre outros aspectos. No que se refere à abordagem de apren-
dizado utilizada, tem-se dois tipos principais: aprendizado supervisionado e aprendizado
não supervisionado. No primeiro, parte-se de um conjunto de dados previamente catego-
rizados, para a partir daí, extrair um conhecimento que possa ser aplicado em um novo
conjunto de dados. No segundo, busca-se extrair conhecimento de dados que não estão
previamente rotulados. Em ambos os casos, é importante se trabalhar com uma amostra
de dados que seja grande o suficiente e diversificada o suficiente para ser representativa
da população que se estuda [27].
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De acordo com [27], dentre as principais atividades englobadas no aprendizado su-
pervisionado, cita-se a classificação, onde busca-se aprender formas de atribuir categorias
aos elementos avaliados; e a regressão, onde tenta-se identificar uma formula matemática
capaz de fazer a predição de um valor numérico. Já nos métodos não supervisionados,
destaca-se o agrupamento (clustering) de dados, que busca encontrar grupos de dados
com características em comum; e também a redução de dimensionalidade, que busca re-
presentar dados de alta dimensionalidade em espaços dimensionais menores. Já no livro
[28], cita-se ainda a atividade de associação, uma atividade não supervisionada que busca
encontrar regras de associação entre elementos; e a detecção de anomalias, que busca
formas de identificar dados que fogem à um padrão, podendo ser abordada de maneira
supervisionada ou não supervisionada.

Neste trabalho será explorada a tarefa de classificação, uma técnica de aprendizado
supervisionado para predição. Neste tipo de abordagem, conforme explicado, busca-se
aprender com dados previamente rotulados, tentando-se estabelecer formas de identificar
cada uma das classes de dados. Naturalmente, nesta técnica, espera-se que a base de
dados esteja classificada corretamente, de forma a se construir o conhecimento correto
[7]. Àqueles dados incorretos, chamamos de ruído (noise). A utilização de uma base de
dados com ruído, ou seja, que contenha rótulos incorretos, pode confundir os algoritmos
de aprendizado, comprometendo gravemente a taxa de acerto dos modelos, ou seja, a
quantidade de elementos que os modelos irão fazer a classificação corretamente. Além
disso, a presença de ruído aumenta a quantidade necessária de exemplos de treinamento
e a complexidade dos modelos, que agora precisarão lidar não só com os dados corretos
mas também precisarão separar os dados relevantes dos irrelevantes ou incorretos [6, 7],
assim, é de grande importância tentar reduzir o ruído da base.

Definido o conjunto de dados que será utilizado para fazer a criação do modelo,
recomenda-se a técnica de validação cruzada dos dados, onde um divide-se o conjunto
de elementos entre treinamento e teste. Este passo se faz necessário para que se tenha um
conjunto de dados para fazer o ajuste dos parâmetros livres do modelo, ou seja, os parâ-
metros que podem ser ajustados na função f , enquanto o conjunto de testes é utilizado
para avaliar o desempenho do modelo em um conjunto novo de dados, ou seja, o quanto
o modelo será capaz de generalizar o conhecimento adquirido para que quando encontre
dados ainda não vistos, ele consiga identificar as classes, uma vez que cada elemento da
população sempre terá suas especificidades, que poderão ser diferentes das características
que apareceram no conjunto de treinamento [28].

Se um modelo só consegue bom desempenho no conjunto de treinamento, e não con-
segue ter taxa de acerto similar em um conjunto de testes, temos uma situação de so-
breajuste (ou overfitting), onde o modelo se tornou mais complexo e não só aprendeu as
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características determinantes para a tarefa de classificação mas também aprendeu com
as especificidades e ruídos dos dados, não sendo adequado para a tarefa de classificação
dos novos dados. Enquanto que se o modelo não se capta informações suficientes nos
dados de treinamento e fica muito genérico, ele não aprende as características relevantes
para a tarefa de classificação e também não consegue atuar em novos dados. Por isso
é importante fazer a avaliação do modelo final no conjunto de testes, para que se possa
medir seu desempenho em dados desconhecidos, que é onde o modelo será utilizado.

Dentre as formas mais comumente utilizadas de se fazer a validação cruzada, tem-se o
holdout e o k-fold [27]. No holdout, um subconjunto de dados escolhidos aleatoriamente é
separada para o conjunto de teste enquanto os demais dados são usados para treinamento.
Este subconjunto de teste normalmente representa de 20,00% a 40,00% dos dados. A
desvantagem deste método é que o desempenho apresentado varia muito em função dos
dados que são escolhidos para o treinamento e o teste. Assim, uma forma de se trabalhar
com a variância existente nos dados, é o k-fold, que trabalha de forma similar ao holdout,
mas ao invés de separar um único conjunto de teste, separa o conjunto de dados em k

subconjuntos, sendo k a quantidade de partes diferentes, onde uma parte será separada
para o teste, e k − 1 partes serão usadas para compor o conjunto de treinamento. Esse
processo é repetido k vezes, até que cada uma das partes tenha sido usada como conjunto
de testes. Ao final, calcula-se a média das métricas obtidas em cada uma das iterações,
trazendo uma métrica mais confiável. A desvantagem deste método é que ele precisará
treinar k-modelos diferentes, exigindo mais tempo de processamento. Segundo [28], não
há argumentos conclusivos sobre a quantidade de folds a ser utilizada, embora 10 folds
tenha se tornado a quantidade padrão normalmente utilizada. Estes autores afirmam
ainda que estudos empíricos demonstraram que a estratificação melhora significativamente
os resultados.

Um problema de classificação de dados pode ser definido [2] como uma das seguintes
abordagens: single-label ou multi-label. No caso single-label, o elemento a ser classificado
só pode assumir uma única classificação. Quando existem apenas duas opções possíveis
para a classificação, chama-se o problema de classificação binária, enquanto quando se
tem vários possíveis valores para esta classificação, chama-se de classificação multiclasse.
Já no caso multi-label, também chamado de multirrótulo, um dado pode ser categorizado
em várias classes, e cada uma delas pode ter vários possíveis valore.

Uma outra caracterização que se faz quanto ao problema de classificação diz respeito
à forma como as classes alvo estão estruturadas [30]. Tem-se casos onde os rótulos de
classificação se apresentam organizados na forma de uma hierarquia de rótulos. Algumas
formas diferentes podem ser usadas para classificar este tipo de dados. A primeira de-
las faz uso da hierarquia dos dados, fazendo com que as informações dos nós pais sejam
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utilizadas ao se classificar um dado em algum nó filho. De maneira geral, define-se três
formas de se fazer uso da hierarquia: a primeira cria um classificador para cada nó da
hierarquia, caracterizando uma classificação multirrótulo; a segunda tem-se um classifi-
cador multiclasse para cada nó pai, fazendo com que o dado passe por uma sequência
de classificadores até que se classifique em um nó filho; a terceira cria um classificador
multiclasse por nível da árvore, sendo esta uma das opções mais utilizadas [30], apesar do
risco de inconsistência da classificação ao permitir se escolher um nó pai que não é pai do
nó filho escolhido.

A outra forma se se trabalhar com a hierarquia, e a mais simples, consiste em apenas
descartar a hierarquia e tratar o problema de forma achatada, ou flat, ou seja, todas
as classes alvos, sem a informação dos nós pais, irão compor o conjunto de classes alvo
de classificação. Devido à simplicidade da desta abordagem, optou-se por trabalhar a
hierarquia de assuntos neste trabalho desta forma.

Dados desbalanceados

Antes de criar os modelos de predição, é importante observar como os dados se encontram
distribuídos em relação à cada classe alvo. Caso haja uma classe que contenha muito
mais exemplares que outra, normalmente os modelos tendem a classificar a maior parte
dos dados com a classe utilizada pela maioria dos demais dados. Assim, algumas são as
possibilidades de manipulação dos dados para evitar que esse problema aconteça.

Existem três formas principais de lidar com esse problema. Uma delas é modificando o
conjunto de dados para alterar a distribuição de dados de cada classe. Pode-se optar por
gerar novos dados para as classes menos populadas (oversampling), remover dados das
classes mais populadas (downsampling ou undersampling), ou ainda combinar as técnicas
de oversampling e downsampling. Outra forma de lidar com esta configuração de dados
é alterar os algoritmos para que levem em consideração o desbalanceamento de dados;
ou pode-se combinar as duas alternativas. As técnicas que alteram o conjunto de dados
tem sido mais utilizadas do que as técnicas que alteram a forma de funcionamento dos
algoritmos [31, 32]. Além de se apresentar como uma solução de fácil implementação, é
uma solução que será comum a qualquer algoritmo, ou seja, esse pré-processamento precisa
acontecer apenas uma vez. Na maior parte das vezes, o oversampling traz resultados
melhores que o undersampling uma vez que mantém a variabilidade de dados do conjunto
original, entretanto, esse último, por reduzir a quantidade de dados, acaba por reduzir
também o tempo de treinamento.

No que se refere ao tratamento do desbalanceamento para problemas de classificação
multiclasse [33], temos que este se trata de um problema mais difícil de ser contornado,
uma vez que a existência de muitas classes pode acabar por apresentar fronteiras de classes
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que se sobrepõe no espaço vetorial, dificultando o processo de identificação da classe
correta e reduzindo o desempenho dos algoritmos. Embora várias sejam as possibilidades
de se atuar no balanceamento dos dados, no caso de problemas multiclasse, identificou-se
uma queda de desempenho na aplicação de métodos de undersampling, uma vez pode-se
acabar removendo elementos importantes para a demarcação das fronteiras de classe [33].

Uma técnica muito usada para os problemas multiclasse tem sido o uso da classificação
binária [33], de forma a se contornar a sobreposição das fronteiras entre-classe, havendo
duas possibilidades: pode-se se usar a tática um contra um (one-versus-one (OVO)) ou
um contra todos (one-versus-all ou one-versus-the-rest (OVR)). Na primeira delas, cria-
se um classificador binário para cada par de classes existente, montando-se um parque de
(n) ∗ (n − 1) classificadores binários, onde n representa o número de classes existentes.
Cada elemento é classificado por cada um dos classificadores montados, e a classe que
for mais frequentemente escolhida será a classe atribuída ao elemento. Este método é
chamado de votação. Já na abordagem um contra todos, a classificação binária se atem
a dizer se um elemento é de uma determinada classe ou não, tendo-se um parque de n

classificadores, que irão dizer a probabilidade de um elemento pertencer à sua classe alvo.
O elemento receberá a classe do modelo que apresentar maior probabilidade.

Normalmente, a abordagem OVO apresenta melhores resultados porque, por fazer uma
classificação binária entre duas classes apenas, acaba lidando com uma quantidade menor
de dados e apenas duas classes, e por isso, também normalmente trabalha com dados
menos desbalanceados [33]. Por outro lado, esta abordagem precisa de mais classificadores
do que na abordagem OVR, uma vez que precisa de um classificador para cada par de
classes, enquanto na OVR, tem-se um classificador para cada classe. Neste trabalho,
optou-se pela abordagem OVR, em função do elevado número de classes.

Outra abordagem que tem apresentado bons resultados na classificação de dados des-
balanceados e com elevado ruído é o ensemble, onde se combina o resultado de vários
classificadores para se obter um resultado mais preciso [34]. Cada classificador é trei-
nando usando um subconjunto de dados diferente. Existem duas formas principais de se
fazer a combinação dos modelos. A primeira é o bagging, onde modelos são treinados de
forma independente e ao final faz-se uma combinação dos votos para a classificação. Já
no segundo método, o boosting, os classificadores são treinados de forma encadeada, de
forma a gerar aprendizados complementares, dando importância ponderada ao voto em
função do desempenho de cada modelo. Comparando-se o bagging e o boosting quando
aplicados a um conjunto de dados desbalanceado e com ruído [34], recomenda-se o uso de
bagging, sem reposição de amostras.

Vistos os principais pontos referentes ao aprendizado de máquina e da tarefa de clas-
sificação, passa-se às particularidades da classificação de textos.
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3.3.1 Classificação de textos

Dentre as várias áreas da mineração de dados, tem-se a Mineração de Textos (Text Mi-
ning), cujo objetivo é extrair o conhecimento de conjuntos de textos, onde os dados estão
colocados de forma não estruturada, ou seja, não estão organizados em estrutura rígida
pré definida, como tem-se em uma tabela por exemplo. A mineração de textos tenta atuar
no contexto onde temos uma sobrecarga de informação pela elevada quantidade de textos,
combinando técnicas de mineração de dados, aprendizado de máquina, Processamento de
Linguagem Natural (Natural Language Processing) (NLP), recuperação da informação e
gerenciamento do conhecimento [2]. Destaca-se aqui a área de NLP, que é um campo da
computação que usa técnicas computacionais para aprender, entender e também produzir
conteúdos na forma de linguagem humana [35].

Baseado nos trabalhos [36, 37, 38, 39],pode-se entender as principais etapas do processo
de classificação de textos, que é uma das tarefas da mineração de textos de aprendizado
supervisionado onde, dado um conjunto de textos previamente classificados, constrói-se
um modelo capaz de classificar novos textos. A seguir serão apresentadas em detalhe cada
uma das etapas que compõe esse processo.

Pré-processamento do texto

O pré-processamento de dados no contexto da mineração de texto se refere às técnicas que
podem ser aplicadas para se transformar dados brutos não estruturados em um conjunto
de dados que apresentem determinada estrutura, de forma torná-los aptos para serem
utilizados pelos modelos de aprendizado de máquina, ou seja, representar os textos em uma
forma de representação específica, com uma estrutura numérica que pode ser entendida
pelo computador. A tarefa de mineração de textos é altamente dependente da forma como
é feito o pré-processamento dos textos [2].

Um dos primeiros passos aplicados no pré-processamento, comum a quase todas as
formas de representação textual, é o processo chamado de tokenização, onde transforma-
se uma cadeia de textos em palavras, símbolos ou outros elementos relevantes. Cada
unidade destas é chamada de token. Uma forma utilizada na tokenização é a extração de
n-gramas, que são sequências de palavras que aparecem em uma mesma ordem, que serão
interpretadas com um único token [36].

Em seguida, alguns outros passos podem ser aplicados. Um deles é a normalização
do texto em caixa baixa (ou caixa alta), de forma a reduzir a variabilidade da escrita,
possibilitando que palavras escritas de diferentes formas sejam reconhecidas como sendo
a mesma palavra. Também é comum a remoção de pontuações e de marcações HTML (se
houver), visando que se extraia apenas o conteúdo textual [36].
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Outro passo que também pode ser utilizado é a radicalização do texto de forma a
remover variações morfológicas das palavras, para que palavras no singular e plural sejam
reconhecidas como a mesma palavra, bem como derivações de gênero ou conjugação verbal.
Isso pode ser feito de duas formas diferentes. Uma é a lematização (lemmatization), onde
busca-se transformar verbos conjugados para a forma infinitiva e palavras no plural para
o singular. Para aplicar esta técnica, é preciso reconhecer a classe de cada palavra, o que
envolve um passo a mais de reconhecimento de parte do discurso (part-of-speech (POS)),
que é um processo demorado e muitas vezes suscetível a erros. [40, 36] A outra forma
de radicalização é a técnica de stemming, que faz uma análise mais generalizada para
todas as palavras (independente da classe gramatical), removendo os sufixos das palavras
mantendo apenas a sua raiz, reduzindo-se a variabilidade das terminologias [41].

Feita a tokenização, tenta-se então reduzir o vocabulário de forma a manter-se apenas
as palavras que possam ser mais relevantes para o contexto de análise. Uma técnica
usada para este objetivo é a filtragem, onde busca-se remover do texto as palavras que
são irrelevantes distinguir uma classe de outra. A forma mais frequente [2] de filtragem se
refere à remoção do conjunto de palavras chamado stopwords, que é formado por artigos,
preposições e outros, que não adicionam valor semântico ao texto. Além da remoção
das stopwords, muitos sistemas partem para uma abordagem mais agressiva, chegando a
remover 90 % a 99 % das palavras. Para tal, as palavras são classificadas em ordem de
relevância, onde mantém-se apenas um seleto grupo das palavras mais relevantes [2].

O conjunto final de tokens únicos formará o vocabulário que compõe o dicionário
de palavras da coleção existente, e cada documento será representado pelo conjunto de
palavras que o formam.

Engenharia de features

Feito isso, parte-se para as diferentes formas de representação deste conjunto de tokens [2],
etapa também conhecida por feature engineering. Cada token a ser representado nos
algoritmos de classificação textual é uma característica do documento, termo comumente
chamado de features na literatura. Recentemente fez-se uma revisão de 233 trabalhos
relacionados à tarefa de classificação de textos publicados entre 2013 e 2018, tem-se que
mais de 45,00% dos trabalhos trataram sobre as diferentes formas de representação e
manipulação das features, mostrando que esta é uma área de grande importância dentro
do processo de mineração de textos [37].

Uma das formas mais utilizadas [42] é a simples representação de palavras em vetores
numéricos. Nesta representação, cada documento d pertencente à coleção de documentos
D é representado em um espaço n-dimensional onde n representa a quantidade features
x existentes na coleção. O vetor w(d), que representa o documento d, é dado pela Equa-
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ção 3.2, onde f representa a função que irá calcular a representatividade de cada feature
x. O conjunto de documentos D é representado pela matriz composta pelo vetor w de
cada documento d que compõe o conjunto D.

w(d)={f(d,x1), f(d, x2), ...., f(d, xi), ...., f(d, xn)} (3.2)

Há vários métodos que podem ser utilizadas na função f . O mais simples deles é
o bag-of-words (BOW), onde a função f é dada por tfx,d (Term Frequency), que é a
quantidade de vezes que cada feature x aparece em cada documento d. Existe ainda uma
função simplificada do BOW, chamada de modelo booleano [42], que ao invés de contar
a quantidade de vezes que a palavra aparece, apenas informa se a apalavra existe no
documento, assumindo o valor 1, ou se não existe, assumindo o valor 0.

Um segunda função utilizada para f é o TF-IDF (Term Frequency - Inverse Document
Frequency)[43], que evolui a fórmula anterior para agora calcular a relevância de cada fe-
ature levando em consideração a sua frequência em cada documento d (Term Frequency),
e considerando o quanto uma feature é rara ou comum considerando todos os documentos
D disponíveis (Document Frequency). Na Equação 3.3 é possível encontrar a formula do
TF-IDF, onde idfx,D (Inverse Document Frequency), dado pela Equação 3.4, é formado
em função do número total de documentos, dado por |D|, divido pelo dfx, que conta a
quantidade de documentos que contém a feature x.

tfidfx,d,D = tfx,d · idfx,D (3.3)

idfx,D = log |D|
dfx

(3.4)

Uma outra função utilizada para f é o BM25, que adiciona ao cálculo utilizado no
TF-IDF o tamanho de cada documento, sendo considerada a função ideal para tarefas
de recuperação da informação [43]. Nesta função, que é baseada na mesma fórmula do
TF-IDF, o componente idfx,D é mantido, e o tfx,d é substituído pela uma nova forma de
cálculo tf∗x,d, dada pela equação Equação 3.6, onde dl é o tamanho do documento em
palavras, e AvgDl é a média do tamanho dos documentos. Os hiper-parâmetros k e b são
adicionados, com a função de ajustar o impacto desejado das tamanho o documento e da
frequência das features [44].

bm25x,d,D = tf ∗x,d ·idfx,D (3.5)

tf * x,d = tfx,d(k+1)
k(1−b+ b.dl

AvgDl
)+tfx,d

(3.6)
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Para registro, apesar do amplo uso reportado nos diversos trabalhos citados anterior-
mente [36, 37, 38, 39] e sua efetividade, este tipo de representação apresenta alguns con-
trapontos [36]. O primeiro deles é que não se armazena a informação da ordem das
palavras, o que traz perda de informação para estes métodos. Outro ponto a ser menci-
onado é que estes métodos que geram vetores de documentos de alta dimensionalidade,
uma vez que cada vetor w terá como colunas a mesma quantidade features diferentes que
existirem no conjunto de documentos D, podendo chegar a milhões de features, o que
pode se colocar como uma limitação em função da quantidade de memória disponível
para o processamento destas informações. Por fim, este método é incapaz de capturar e
representar o significado semântico das palavras, ou seja, não identifica palavras que pos-
sam ter significados parecidos (sinônimos) ou os diferentes significados de uma palavra
(polissemia).

Seleção de features

Trabalhar com o conjunto completo de todas estas features pode não ser beneficial para
a tarefa de classificação [2]. Além de aumentar o espaço em memória necessário para a
criação dos modelos e o tempo de processamento, muitas destas features podem não ser
determinantes para a tarefa de classificação ou podem ainda ser ruídos , o que dificulta a
tarefa de aprendizado, conforme explicado anteriormente. Assim, frequentemente busca-
se formas fazer uma seleção de features, de forma a tentar encontrar um subconjunto de
features que seja capaz de otimizar o resultado da tarefa de classificação em conjunto
com o a otimização do tempo de execução da classificação. Uma das formas de selecionar
estas features é no momento de gerar uma matriz TF-IDF por exemplo, onde pode-se
usar parâmetros9 para forçar a exclusão de palavras que aparecem em quase todos os
documentos, ou palavras muito raras, que aparecem em pouquíssimos documentos.

Outra forma de se trabalhar com isso são as projeções do espaço vetorial, onde
trabalha-se as informações existente de forma a se ter uma nova representação mais con-
cisa do mesmo conjunto de dados [37]. Uma forma bastante utilizada de se reduzir o
tamanho do espaço vetorial das features é o Latent Semantic Analysis (LSA) [45], que
busca identificar os principais tópicos t encontrados no conjunto D, representando cada
documento d em função de seus tópicos, e não de suas features originais, transformando a
matriz de documentos D, de dimensão DXn, em uma matriz de dimensão DXk, onde k

representa a quantidade de tópicos, que passam a ser as novas features de representação
9Parâmetros TF-IDF: https://scikit-learn.org/stable/modules/generated/sklearn.

feature_extraction.text.TfidfVectorizer.html
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dos textos. Além de reduzir a dimensionalidade dos dados, esse método tenta capturar
informações de sinonímia e polissemia das palavras nos textos.

O LSA atua por meio do Single Value Decomposition [46] (SVD), uma técnica de
álgebra linear que faz a fatoração de matrizes e que consegue representar uma matriz de
alta dimensionalidade em uma matriz de menor tamanho. O método recebe como entrada
uma matriz de termos/documentos (como por exemplo a matriz TF-IDF) e tem como
saída uma matriz de tópicos/documentos. Ao utilizar este método, é preciso informar a
quantidade de tópicos k a serem extraídos. Este número varia em cada conjunto de dados,
é em cada problema poderá assumir um valor diferente [47]. Assim, ao final, ao invés
de se trabalhar com uma matriz cuja dimensionalidade das seja features seja dada em
função da quantidade de tokens, será construído um conjunto de features que representa
a quantidade de tópicos, reduzindo o tempo e a complexidade do processamento.

Seleção de instâncias

Uma outra forma de reduzir a quantidade de dados a serem processados trata-se da seleção
de instâncias, ou seja, quais elementos farão parte do conjunto de dados. Conforme se pode
ler em [48], a maior parte dos conjuntos de dados contém instâncias que não melhoram a
qualidade da classificação, e ainda instâncias ruidosas que diminuem a taxa de acerto dos
modelos de classificação. O trabalho analisa diversas abordagens utilizadas na remoção
destas instâncias. Os autores informam que de uma maneira geral, não se recomenda a
remoção de elementos próximos às bordas do espaço vetorial de uma classe, uma vez que
esses elementos são relevantes para a tarefa de classificação, possibilitando diferenciar o
limite de uma classe e outra.

Aponta-se ainda a escolha da forma que se irá fazer a remoção de instâncias é altamente
dependente da estrutura como as instâncias estão espalhadas no espaço vetorial, podendo
as classes serem linearmente separáveis, ou não. Além disso, conforme explicado, se há
sobreposição das classes no espaço vetorial, a separação de uma classe de outra se torna
mais difícil. Naturalmente, quanto mais classes houver, e quanto mais similares forem as
classes, mais difícil é a tarefa de encontrar esta separação, e por consequência, mais difícil
se torna a tarefa de fazer a seleção de instâncias de forma adequada, que não prejudique
o aprendizado.

Indução de modelos de classificação

Uma vez processado o texto, faz-se uso dos algoritmos de aprendizado de máquina para
a classificação dos documentos. A tarefa de classificação da informação é um tipo de
aprendizado supervisionado, onde tem-se um conjunto de dados previamente rotulados,
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e a máquina é capaz de aprender com essa informação como classificar novos dados não
rotulados.

Os algoritmos de classificação podem ser divididos em seis tipos diferentes [28] . Os
baseados em conhecimento operam por meio de um conjunto de regras utilizadas para
atribuir a classe de um registro. Aqueles baseados em árvore trabalham com um conjunto
de regras organizado em árvores onde o nó raiz e os nós intermediários testam atributos
dos dados, os ramos representam os resultados e os nós folhas são os rótulos das classes. Os
algoritmos conexionistas se estruturam em vários nós, onde os nós contêm diversos tipos de
testes e são organizados em uma forma específica de grafos. Aqueles baseados em distância
fazem que um elemento assuma a classe dos elementos rotulados que se encontram mais
próximos. Os baseados em função possuem funções pré-definidas que tem seus parâmetros
ajustados durante um processo de treinamento. Por fim, os probabilísticos encontram a
probabilidade de um objeto pertencer à determinada classe analisando-se a distribuição
de features de cada classe. São exemplos de algoritmos de classificação: Máquinas de
Vetores de Suporte (SVM), Random Forest, Naïve Bayes e as Redes Neurais.

SVM

As Máquinas de Vetores de Suporte mapeiam os registros em um espaço n-dimensional,
onde cada registro será representado por um vetor de n posições, onde n representa a
quantidade de features. Depois, tenta-se encontrar um hiperplano neste espaço que seja
capaz de separar as classes dos elementos, de forma que a distância do hiperplano à cada
ponto de cada classe seja a maior possível. Os pontos que se encontram mais próximos
do hiperplano de separação dos dados são chamados de vetores de suporte [49].

Na Figura 3.4, é possível encontrar um hiperplano bidimensional que separa um con-
junto do outro. Os vetores suporte se encontram destacados. O SVM faz uso de um
kernel, que é uma função de transformação do espaço dimensional em um novo formato
que facilite a separação dos dados. Vários são os tipos de kernel disponíveis para uso no
SVM. Neste trabalho, optou-se por trabalhar com o kernel Linear. Conforme se pode
ler em [50], a maior parte dos problemas de classificação de texto apresentam classes
linearmente separáveis.

Random Forest

O algoritmo Random Forest cria uma conjunto (também chamado de floresta ou ensemble)
de Árvores de Decisão, cada uma com um subconjunto de dados, e depois utiliza bagging
para combinar o resultado de todas as árvores geradas de forma a identificar a classe final
por meio de votação [51]. Árvores de Decisão são um tipo de estrutura de dados onde

31



Figura 3.4: Máquinas de Vetores de Suporte.

cada nó interno faz a verificação de um dos atributos, cada ramo representa os possíveis
resultados da verificação, e os nós folhas representam as classes a serem atribuídas [28].

Este algoritmo traz certa aleatoriedade ao modelo uma vez que, ao construir as árvores,
os elementos que irão ser usados no treinamento de cada árvore são diferente para cada
uma delas, o que cria um árvores com um conhecimento diferente. Além disso, cada
árvores escolhe um subconjunto de features para analisar, o que gera árvores menores.
Estas duas características fazem com que as chances de sobre-ajuste do modelo sejam
menores do que as chances de sobre-ajuste de uma única árvore de decisão [51].

Naïve Bayes

O algoritmo Naïve Bayes [28] é do tipo probabilístico, e é um classificador estatístico
baseado no Teorema de Bayes [52] com o objetivo de identificar a probabilidade de que
um dado pertença a uma determinada classe. Esse algoritmo assume a premissa ingênua
de que o valor de um atributo em uma determinada classe independe do valor dos demais
atributos, de forma a simplificar os cálculos. Uma variação desse algoritmo é o Multino-
mial Naïve Bayes, que considera uma distribuição multinomial para a probabilidade de
cada feature de um texto pertencer a uma classe x. Conforme se pode ler em [53], este
modelo é mais adequado para problemas de textos com vocabulários de tamanho grande,
e também textos de tamanhos variados.

Neste modelo, a probabilidade de um documento d pertencer a uma classe c é explicada
pela Equação 3.7, onde xk são as features de cada documento, P (xk|c) é a probabilidade
condicional de uma feature xk aparecer dado um documento de classe c. A probabilidade
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P (xk|c) pode ser interpretada como uma medida do quanto de evidência xk contribui para
que c seja considerada a classe do documento. A probabilidade P (c) é a probabilidade a
priori de que um documento pertença a uma classe c, que no caso do Multinomial Naïve
Bayes, parte de uma distribuição multinomial [54].

P (c|d) ∝ P (c)
nd∏

k=1
P (xk|c) (3.7)

Redes Neurais

As Redes Neurais [55] são um agregado de funções matemáticas organizados em forma
de um grafo direcionado, que recebem como entrada um conjunto de valores numéricos e
produz como saída outro conjunto de valores numéricos. Uma das formas mais comuns
são as redes Multi-layer Perceptron (MLP). Nesta rede, cada nó no grafo é chamado de
perceptron, e tem dentro de si uma função matemática de ativação, que transforma os
dados de entrada em novos valores. A ligação entre cada perceptron recebe um peso,
que multiplica os valores de saída de cada perceptron. Os perceptrons normalmente estão
organizados com camadas. Nas redes neurais completamente conectadas, temos uma con-
figuração onde cada os perceptrons de uma camada anterior faz uma ligação com cada um
dos perceptrons da camada imediatamente posterior conforme se pode ver na Figura 3.5.

Figura 3.5: Rede Neural.

Uma vez que o dado percorre todos os nós da rede neural, compara-se o valor resultante
com o valor esperado, e a diferença entre esses valores é o erro da rede. A ideia então é que
se possa ajustar os parâmetros das funções de ativação e os pesos das conexões de forma
a minimizar o erro. Uma das formas de se ajustar estes parâmetros é a retropropagação
(backpropagation), onde o erro encontrado é propagado para os perceptrons das camadas
anteriores como forma de fazer a calibragem correta dos valores dos pesos e funções.

As redes neurais podem ser utilizadas também para a tarefa de criar modelos de lingua-
gem, que são modelos preditivos que tem por objetivo aprender a probabilidade conjunta
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de uma sequência de palavras em uma linguagem a partir da análise das sequencias de
palavras em conjuntos de textos [56, 57, 58]. Por ser uma técnica de aprendizado não
supervisionado, estes modelos não necessitam de uma base de dados classificada, o que
torna uma enorme quantidade de textos disponíveis aptos para treinamento, ainda que não
estejam rotulados. Uma vez extraído o conhecimento da linguagem, este conhecimento
pode ser aplicado em outros contextos, de forma a se utilizar o conhecimento adquirido
em tarefas que contenham outros conjuntos de dados. Esta transferência de conhecimento
entre contextos é conhecida como transfer learning, e possibilitou que muitas tarefas de
NLP evoluissem, apresentado melhores resultados do que o estado da arte [59].

Os modelos de linguagem introduziram da ideia de word embeddings [43, 56], que são
a representação interna das palavras dentro das redes neurais, e conseguem representar
o significado das palavras com o conhecimento que foi aprendido. Os word embeddings
são vetores n-dimensionais específicos, criados a partir da análise das relações entre as
palavras. Estes vetores tentam representar a relação de uma palavra com as demais,
baseado na proximidade e frequência de ocorrência de uma palavra com outra, o que
acaba por trazer uma informação semântica para os vetores de palavra. Considerando um
plano vetorial de alta dimensionalidade, os vetores de palavras são criados de forma que
palavras similares ou palavras que apareçam em contextos similares fiquem posicionadas
próximas umas das outras, e palavras de significados distintos com contextos distintos
estejam posicionadas longe umas das outras. Assim, os vetores de palavra são bastante
sensíveis ao contexto dos textos utilizados para treinamento.

Existem algumas formas diferentes de se gerar estes vetores. A primeira delas é o
Word2Vector [60], que analisa janelas de contexto, ou seja, sequências de n palavras, onde
n é a quantidade de palavras que irá fazer parte da janela de contexto analisada. A cada
vez que uma palavra é encontrada próxima de outra, a relação entre elas é reforçada. Outro
método conhecido é o GloVe [61], que não olha apenas as palavras que aparecem próximas
em um contexto, mas olha uma matriz de co-ocorrência das palavras que compões todo o
corpus de documento. Outra proposta é dada pelo FastText [62], que cria os embeddings
não a partir das palavras, mas a partir de partes das palavras, sendo capaz de trabalhar
melhor com as variações morfológicas das palavras. Mais detalhes sobre cada um destes
métodos podem ser encontrados em [43].

Apesar de conseguir identificar palavras com significados similares, os vetores de pala-
vra não conseguem captar os diferentes contextos que uma palavra pode aparecer, e por
isso são altamente dependente do conjunto de dados utilizado para treinamento. Embora
os vetores de palavras sejam uma das técnicas do estado da arte em NLP, uma das pos-
síveis razões [19] de não ser tão amplamente usado no domínio jurídico é o fato de ser
uma técnica melhor aplicada a textos de menor tamanho (como tweets ou de comentários
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de clientes sobre serviços prestados) devido à quantidade de palavras, pois isso traz uma
complexidade maior para o desafio de classificação uma vez que os algoritmos precisam
ser capazes de extrair dados informativos de um conjunto muito maior de palavras. Além
disso, tem também o fato de este contexto conter um vocabulário muito específico , e
conforme mencionado, os vetores de palavra altamente sensíveis ao conjunto de textos e o
contexto usado no treinamento dos vetores. Somente em 2017 teve-se a disponibilização
de uma série de vetores de palavras da língua portuguesa pelo Núcleo Interinstitucional
de Linguística Computacional (NILC)10, da Universidade de São Paulo. De 17 fontes de
dados diferentes usadas para o treinamento, apenas 2 continham textos de conteúdo rela-
cionado a direito, ainda que não sejam treinados exclusivamente com corpus de domínio
jurídico.

Com a evolução do poder computacional e a possibilidade de criar redes neurais mais
complexas, as redes neurais evoluíram para redes neurais profundas, que são redes que
possuem várias camadas internas, com muitos perceptrons, criando o que se chama de
aprendizado profundo (deep learning), uma forma de aprendizado que consegue extrair
novos níveis de entendimento dos dados. A criação de novas arquiteturas de redes neurais,
como as redes recursivas, recorrentes e convolucionais, beneficiou estudos da área de NLP,
que apresentaram grandes avanços [63]. Dentre eles, cita-se os modelos de linguagem, que
passaram a ser capazes de criar word embeddings que conseguem entender os diferentes
contextos semânticos e diferentes funções sintáticas que uma palavra pode ser usada [64,
65, 66, 67]. Dentre as atividades de NLP que foram beneficiadas com estes avanços, pode-
se citar reconhecimento de parte do discurso (POS tagging), que busca fazer uma análise
sintática das palavras nos textos; sumarização de textos; reconhecimento de entidades
nomeadas; tarefas de classificação em geral, com destaque para a análise de sentimento;
tradução de textos de uma linguagem para outra; question-answering ,usado para treinar
respostas a perguntas); sistemas de diálogo (chat-bots); criação de linguagem natural por
meio dos modelos de linguagem, entre outros. Maiores informações podem ser encontradas
em [63]. Por serem redes neurais profundas, com várias camadas e vários neurônios,
indica-se fortemente o uso de GPUs (Unidades de Processamento Gráfico) [68], que são
unidades de hardware especializadas em multiplicações de matrizes, apresentando grande
velocidade no processamento de uma elevada quantidade de dados.

Explicadas algumas das diferentes formas de se criar os modelos preditivos, passa-se
à forma de avaliação destes modelos.

10Repositório NILC: http://nilc.icmc.usp.br/embeddings
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Tabela 3.1: Matriz de Confusão
Classe Predita

Positiva Negativa

Classe original Positiva VP FN
Negativa FP VN

Avaliação dos modelos

Um modelo preditivo pode ser avaliado de diferentes perspectivas: quantidades de acertos,
quantidade de erros, quantidade de elementos que não foram rotulados em determinando
assunto, dentre outros. A escolha de qual métrica será utilizada depende do problema
que se está trabalhando, devendo ser analisados a importância e o impacto dos resultados
finais dos modelos.

Quanto às métricas que serão colhidas neste trabalho, tem-se a precisão, revocação
(recall) e F-Measure. Essas métricas levam em consideração algumas medidas básicas
relacionadas à avaliação dos modelos, como definidas a seguir:

VP (verdadeiro positivo), a quantidade de registros classificados como positivos que são
da classe positiva.

VN (verdadeiro negativo), a quantidade de registros classificados como negativos que são
da classe negativa.

FP (falso positivo), a quantidade de registros classificados como positivos que são da
classe negativa.

FN (falso negativo), a quantidade de registros classificados como negativos que são da
classe positiva.

Uma das formas de se ter uma ideia geral do desempenho do modelo é construindo
uma matriz de confusão, onde mostra-se cada um destes valores [29]. A Tabela 3.1
apresenta um modelo desta matriz. Foi utilizada uma matriz de classificação binária de
forma a facilitar o entendimento.

A partir destes valores, pode-se calcular métricas que dão visibilidade ao desempenho
de um modelo [29] . Uma dessas métricas é a acurácia, que é a medida de tudo o que
se acertou em relação ao total de elementos, dando uma visão geral do desempenho do
modelo. Esta métrica é sensível a dados desbalanceados, uma vez que se houver uma
classe majoritária que represente 95,00% dos dados, e o modelo classificar todos os dados
como sendo desta classe, sua acurácia será de 95,00%, mas ele não terá acertado nenhum
elemento da outra classe. A fórmula da acurácia está definida na Equação 3.8.
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Outra métrica é a precisão, que considerando todos os itens que foram classificados
como positivos (em uma classificação binária por exemplo), mede quantos realmente eram
positivos, ou seja, o quão preciso (ou correto) o modelo é quando ele afirma que um
elemento é de determinada classe. Já a revocação avalia o modelo de outra perspectiva:
de todos os itens verdadeiramente positivos, mede o quantos o modelo disse que eram
positivos, indicando se o modelo está conseguindo identificar a maior parte dos elementos
de determinada classe ou não está conseguindo classificá-los corretamente. A fórmula
destas duas métricas pode ser encontrada Equação 3.9 e na Equação 3.10.

Normalmente , a relação entre estas duas métricas tende a ser inversamente propor-
cional [29], pois ao fazer o ajuste de um modelo para que aumente sua precisão, ele irá
ser mais cauteloso ao classificar um elemento como sendo positivo, se arriscando a fazer
esta classificação apenas quando tiver mais certeza, aumentando portanto sua revocação,
uma vez que provavelmente menos elementos positivos serão classificados como positivos.
Por outro lado, ao tentar aumentar a revocação, o modelo será ajustado para que a maior
parte dos elementos positivos sejam classificados como tal, ainda que isso signifique que
o modelo generalize mais a regra de classificação e classifique também muitos elementos
negativos como sendo positivos, o que irá diminuir sua precisão.

Acurácia = V P + V N

V P + V N + FP + FN
(3.8)

Precisão = V P

FP + V P
(3.9)

Revocação = V P

FN + V P
(3.10)

Assim, uma medida alternativa tenta equilibrar os valores de precisão e revocação, é
a F-measure (também conhecida como F1 score ou F-Score), que pode ser calculada pela
média harmônica entre estas duas medidas, conforme mostrado na Equação 3.11.

Precisão = 2× Precisão×Revocação

Precisão + Revocação
(3.11)

Quando se trata de problemas multiclasse, estas métricas podem ser colhidas de duas
formas diferentes [36]. A primeira delas é a micro métrica, que dá igual importância à
cada instância, fazendo uma média ponderada de cada classe em função da quantidade
de elementos contido em cada grupo. Já na macro métrica, é dada igual importância às
classes, não levando em consideração a representatividade de cada uma delas.

Considere um conjunto de dados altamente desbalanceado, onde as classes de grande
representatividade apresentam alta taxa de acerto, e classes de pouca representatividade
apresentam baixas taxas de acerto. No caso da utilização de macro métricas, as medidas
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serão puxadas para baixo, uma vez que todas as classes são igualmente consideradas. No
caso da micro métrica, neste mesmo exemplo, as métricas serão puxadas para cima, uma
vez as classes maiores terão maior influência no resultado final, uma vez que possuem
mais instâncias e portanto terão mais peso no resultado final.

A escolha da utilização de macro métricas ou micro métricas depende do contexto
negocial. Caso seja importante considerar a taxa de acerto separadamente em cada uma
das classes, a macro métrica é a mais indicada. Caso seja importante considerar apenas
a taxa de acerto geral da classificação dos elementos, independente da classe, a micro
métrica é a mais indicada.

Neste trabalho, opta-se por utilizar a micro-métrica, uma vez que os dados estão
altamente desbalanceados, e o maior interesse é que os modelos acertem o máximo de
elementos possíveis, independente da classe, dado o caráter inovador da solução, sendo
desejável que os modelos acertem o maior número de documentos possível, independente
de sua classe.

Explicados os principais conceitos envolvendo os aspectos negociais e técnicos deste
trabalho, explica-se a seguir o modelo de desenvolvimento utilizado para a condução dos
experimentos.

3.4 Modelo CRISP-DM

Para a aplicação das técnicas de mineração de textos para a classificação dos processos
judiciais trabalhistas, este trabalho seguirá as etapas do modelo Cross Industry Standard
Process for Data Mining (CRISP-DM) [69], que foi estabelecido com o objetivo de definir
as 6 etapas principais da mineração de dados, que podem ocorrer em ciclos de interação
para o sucessivo aperfeiçoamento da solução. Na Figura 3.6 é possível identificar como
estas etapas estão organizadas.

Na primeira etapa, chamada a de Entendimento do Negócio (Business Understanding),
busca-se entender o objetivo do trabalho, quais são os principais conceitos negociais e
processos negociais envolvidos, entre outros. Esta etapa poderá ser revisitada sempre que
se concluir um ciclo do CRISP-DM com o objetivo de validar o trabalho realizado.

A segunda etapa trata do Entendimento dos Dados (Data Understanding), onde se
estuda as diferentes formas de abordar o problema negocial com os dados disponíveis.
Nesta etapa é comum faz uma análise exploratória dos dados, identificando suas distri-
buições, correlações entre os elementos, entre outros. A qualidade do dado é analisada
com cuidado para que se possa verificar a confiabilidade das informações.

A terceira etapa trata da Preparação dos Dados (Data Preparation), onde faz-se as ma-
nipulações necessárias para que os dados estejam em um formato apropriado para serem
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Figura 3.6: Modelo CRISP-DM (Fonte: [69]).

utilizado pelos algoritmos de classificação. Nesta etapa os valores faltantes são tratados,
informações são normalizadas, pode-se aplicar técnicas de redução de ruído, balancea-
mento, redução de dimensionalidade, entre outras manipulações que podem beneficiar a
criação dos modelos.

De posse do conjunto de dados trabalhados, passa-se à quarta etapa: (Modeling), que
constrói o modelo de mineração de dados. Nesta etapa escolhe-se os métodos a serem
utilizados, ajusta-se os parâmetros da maneira mais adequada e cria-se um modelo a
partir de um subconjunto de dados. Esse modelo é testado com conjuntos de dados
desconhecidos de forma a medir seu desempenho. A métricas mais adequadas ao contexto
são escolhidas e aferidas, e a partir desta análise, caso o desempenho não tenha se mostrado
satisfatório, reavalia-se os as decisões tomadas ao longo do projeto, voltando à etapas
anteriores e abordando o problema de formas diferentes que se tenha um modelo cujo
desempenho seja satisfatório para o contexto em questão.

Uma vez criado o modelo, é preciso avaliá-lo do ponto de vista negocial. Assim, na
quinta etapa, chamada de Avaliação (Evaluation), os especialistas negociais fazem uma
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análise dos resultados apresentados pelo modelo. Caso entenda-se que os resultados não
atendem à demanda, retoma-se os passos anteriores de forma a construir um novo modelo
que seja mais adequado.

Caso o modelo seja aprovado, passa-se à sexta e última fase, que á a Implantação
(Deployment) do modelo. Uma vez que ele se encontra em um ambiente de produção, é
importante que haja uma constante monitoração para verificar a necessidade de possíveis
ajustes.
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Capítulo 4

Desenvolvimento da Pesquisa e
Resultados

Neste Capítulo será apresentada cada etapa do processo de desenvolvimento deste traba-
lho, desde o conhecimento construído na etapa de entendimento do negócio até a avaliação
dos modelos criados. Como o trabalho seguiu o modelo de desenvolvimento CRISP-DM,
apresentado na Seção 3.4, em alguns momentos foi necessário retomar etapas anterio-
res para buscar uma nova abordagem de lidar com o problema. Assim, cada iteração se
encontra descrita nos próximos itens.

4.1 Entendimento do negócio

Nesta etapa, busca-se entender a relevância do assunto dentro do contexto jurídico traba-
lhista e como é a relação dos assuntos com o fluxo processual dentro do PJe. Parte deste
entendimento já se encontra apresentado na Seção 1.1.

O assunto de um processo está diretamente ligado aos pedidos que são realizados
em uma ação trabalhista. O pedido é o objeto da ação, é o que faz com que o autor
do processo recorra à Justiça do Trabalho para ter o seu direito restaurado [70]. Os
processos trabalhistas são caracterizados por conter, na maior parte das vezes, mais de
um pedido. Raramente tem-se processos com um único pedido [71]. Isto se dá em razão
da característica da relação de trabalho, onde costumeiramente tem-se múltiplas lesões
de direito ao longo da relação empregatícia [72], que é amparada pela possibilidade da
cumulação de pedidos [70], determinada pelo artigo 327 do CPC, estando alinhada com
o princípio da economia processual. Evita-se, assim, a instauração de múltiplas ações
trabalhistas para cada um dos pedidos [73]. Normalmente, para cada pedido, há um
assunto distinto para o processo.
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No PJe apenas a indicação do assunto principal é obrigatória no momento do protocolo
- as demais marcações opcionais. No Manual de Utilização das TPUs, indica-se que
o assunto principal do processo deve ser o primeiro assunto do processo, mas não há
indicação de como identificá-lo nos processos da justiça do trabalho e não se encontrou
outra literatura que indique de forma objetiva como fazer a distinção do assunto principal.
Em alguns processos esta escolha é mais clara, mas em outros processos a escolha não
é evidente, podendo inclusive não haver um assunto que seja mais importante do que o
outro, tornando esta escolha subjetiva. Como até o momento se desconhece a publicação
de outro trabalho que tenha tentado atuar especificamente neste problema, pelo caráter
pioneiro deste trabalho neste domínio, optou-se por tentar classificar apenas o assunto
principal, que atualmente, é obrigatório e único no sistema PJe.

Os pedidos de um processo são informados pelo advogado no momento da criação do
processo em determinada instância e, a partir dos pedidos, pode-se obter os assuntos do
processo. Conforme Manual de Utilização das TPUs, pode-se identificar o assunto do
processo no documento de petição inicial, na parte que se refere aos fatos, logo após a
citação das partes, ou na parte final. Já em graus recursais, como por exemplo o 2o grau,
os processos são editados pelos servidores para que sejam remetidos ao grau superior com
as informações que serão julgadas naquele grau, e neste momento os servidores podem
identificar os assuntos a serem remetidos nos documentos que contém o relatório da decisão
recorrida.

Como no primeiro grau a classificação é feita por apenas um usuário, de perfil advo-
gado, e no segundo grau essa informação é conferida e editada pelos servidores internos,
optou-se por delimitar o escopo deste estudo aos processos que tramitam no 2o grau, uma
vez que a informação neste grau provavelmente já está mais correta do que a informação
armazenada no 1o grau.

Assim, é preciso entender quais são os documentos relevantes para análise nesta ju-
risdição. Para que um processo seja autuado neste nível, existem duas possibilidades. A
primeira delas trata dos processos que são originários na segunda instância, ou seja, a
competência do julgamento do processo em questão deve ser apreciada pela segunda ins-
tância, não cabendo julgamento pela primeira instância. Assim, os advogados protocolam
o documento do tipo Petição Inicial diretamente na segunda instância.

A segunda possibilidade trata dos processos que já foram julgados em primeira instân-
cia, mas que uma das partes (ou ambas) discordam da decisão dos magistrados, de forma
que recorrem à segunda instância para que julgue os itens em discordância. Os advoga-
dos podem recorrer elaborando um dos seguintes tipos documentos, que são protocolados
ainda em primeira instância: Agravo de Instrumento em Agravo de Petição, Agravo de
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Instrumento em Recurso Ordinário, Agravo de Petição, Recurso Adesivo, Recurso Ordi-
nário.

Uma vez anexados um desses documentos ao processo e preenchidas as demais in-
formações necessárias, o processo é remetido da primeira à segunda instância, e passa a
tramitar neste grau. Os demais documentos que são juntados posteriormente à chegada
dos processos são menos relevantes para a análise pois, nesse momento, os servidores já
terão lido os documentos iniciais e identificado manualmente o assunto do processo. A
maior parte dos processos que tramitam em segunda instância são processos provenientes
da primeira instância.

Os documentos que chegam à segunda instância são:

Petição inicial: É a peça processual que dá início ao processo, abrangendo os fatos
ocorridos, os fundamentos jurídicos e o pedido, apresentando ao juiz as informações
necessárias para o julgamento da causa. Está descrita no artigo 319 do CPC e
também no artigo 840 da CLT.

Recurso Ordinário: Trata-se de recurso de fundamentação livre cabível contra sen-
tenças definitivas e terminativas proclamadas na primeira instância buscando uma
reforma da decisão judicial que foi elaborada por um órgão hierarquicamente supe-
rior [74]. O Recurso Ordinário é regulamentado pelo artigo 895 da CLT.

Agravo de petição: Recurso utilizado para contestar decisões definitivas que aconte-
ceram na fase de execução, visando rediscutir a penhora e os cálculos da liquida-
ção [74, 75].

Recurso adesivo: Acontece quando as duas partes envolvidas no processo vencem e são
vencidas em um processo. Assim, se uma das partes discordar da decisão e entrar
com um recurso, a outra parte, ainda que inicialmente tenha optado por não recorrer
à segunda instância dentro do prazo inicial, poderá protocolar recurso adesivo fora do
prazo recursal original. É um recurso sub-ordinário, uma vez que está condicionado
à existência do recurso principal protocolado pela parte contrária [74].

Agravo de instrumento: é uma forma de contestar decisão que tenha negado que um
recurso já protocolado subisse à instância superior, ou seja, a parte entrou com
um recurso, o recurso foi negado dentro da mesma instância, então a parte entra
com agravo de instrumento para que ainda assim o processo seja apreciado pela
instância superior. O agravo de instrumento pode ser sobre o Agravo de petição
ou sobre o Recurso Ordinário, o que caracteriza os documentos de Agravo de Ins-
trumento em Agravo de Petição e o Agravo de Instrumento em Recurso Ordinário,
respectivamente. [76]
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Portanto, é natural que nestes documentos estejam contidas as informações relaci-
onadas pedidos do processo e, por consequência, aos assuntos que devem ser julgados
pela 2a instância. Assim, são documentos apropriados para a identificação dos assuntos
processuais.

4.2 Entendimento dos dados

Nesta etapa, busca-se entender a distribuição dos dados que serão trabalhados por meio
de uma análise exploratória.

4.2.1 Documentos

A partir de uma consulta nas bases de dados, fez-se uma análise da quantidade de docu-
mentos relevantes para o contexto da pesquisa, descritos na seção anterior. A Figura 4.1
mostra como estes documentos são distribuídos, a partir de dados foram colhidos das
bases de 2o grau de 22 TRTs1. Nota-se que a maior parte de documentos são Recursos
Ordinários.

Considerando que os demais documentos nem sempre estão presentes em todos os
processos e que a grande maioria dos processos encaminhados ao 2o grau possui pelo menos
um documento do tipo Recurso Ordinário, decidiu-se trabalhar com esse documento para
fazer a classificação dos processos judiciais. Esta escolha se mostra viável uma vez que
abrange a maior parte dos processos, resolvendo, portanto, o problema de classificação
para a maior parte dos dados. O ponto negativo desta escolha é que os modelos não serão
adequados para atuar em processos que não contenham o Recurso Ordinário.

Para exemplificar, as Figuras 4.2 a 4.4 apresentam o extrato de um Recurso Ordinário,
cujas informações sensíveis foram escondidas. Nota-se que o documento é dirigido à Vara
de Trabalho, na primeira instância, pois é ela quem julga se o Recurso Ordinário está
apto para ser enviado à segunda instância.

Neste ponto, optou-se por fazer um recorte dos dados para que se trabalhasse apenas
com processos que contenham um único Recurso Ordinário. Isto porque, de acordo com
a organização dos dados no PJe, o assunto é vinculado ao processo, não havendo ligação
direta de assuntos com documentos. Assim, se um processo tem mais de um Recurso
Ordinário, cada um sendo juntado por uma parte diferente, é possível que um documento
trate de um grupo de assuntos, e o outro documento de outro grupo de assuntos. Os dois
grupos de assuntos juntos compõem o grupo de assuntos do processo, mas até o momento,

1O CSJT tem acesso à uma cópia de alguns dados da base dos 25 Tribunais, entretanto, nem todas
estão disponíveis 24 horas por dia, podendo haver eventuais indisponibilidades. As bases do TRT da 15a

e 24a região não estavam disponíveis no momento da recuperação destes dados
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Figura 4.1: Quantitativo de documentos na segunda instância.

não há como saber qual assunto é tratado em qual sem que se tenha que fazer a leitura
dos Recursos Ordinários.

4.2.2 Assuntos

O objeto de estudo deste trabalho está relacionado com a identificação do assunto pro-
cessual. A TPU de Assuntos Processuais define a terminologia jurídica a ser utilizada
para a categorização dos processos, e esta informação se refere ao conteúdo, à temática,
à matéria do processo. Baseado na tabela disponibilizada pelo CNJ 2, o TST, dentro de
sua competência, acrescentou assuntos específicos da JT que entendeu serem necessários
à este ramo da justiça e removeu aqueles que não cabem neste contexto, transformando
a TPU original em uma específica para a JT 3.

A tabela de assuntos está organizada de forma hierárquica, e quanto maior o nível do
assunto, mais especificado estará. Atualmente, a tabela conta com 5 níveis de hierarquia,
sendo 1131 assuntos ao todo, que estão distribuídos conforme a Tabela 4.1. Na Figura 4.5,
tem-se um exemplo extraído da TPU de Assuntos Processuais do TST, onde pode-se en-
tender como está organizada esta informação: no primeiro nível tem-se o assunto “Direito
do Trabalho”, abaixo dele tem-se o segundo nível com o assunto “Categoria Profissio-
nal Especial”, em seguida, ocupando um 3o nível, tem-se o assunto “Bancário”, do qual
mostra-se 5 assuntos filhos no nível 4, sendo um deles o “Enquadramento”, dividido em

2Tabela do CNJ: https://www.cnj.jus.br/sgt/consulta_publica_classes.php
3Tabela do TST: http://www.tst.jus.br/web/corregedoria/tabelas-processuais
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Figura 4.2: Exemplo de Recurso Ordinário (Página 1).

46



Figura 4.3: Exemplo de Recurso Ordinário (Página 2).
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Figura 4.4: Exemplo de Recurso Ordinário (Página 3).
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Tabela 4.1: Quantidades de Assuntos
Nível de Hierarquia Quantidade de Assuntos

1 5
2 57
3 420
4 539
5 110

Total 1131

4 especializações de 5o nível. Na coluna mais à direita de cada um dos assuntos, pode-se
encontrar o código único de cada um.

Figura 4.5: Extrato da Tabela de Assuntos (Fonte: [77]).

Analisando a distribuição dos processos de acordo com os assuntos, considerando con-
sulta executada nas bases de 2o grau dos mesmos 22 TRTs mencionados anteriormente,
e o nível do assunto principal em relação à quantidade de processos, tem-se a imagem
da Figura 4.6, onde nota-se que a maior parte dos processos está categorizada com as-
suntos do nível 4. Nem todos os assuntos possuem um nível mais detalhado (como 4 ou
5 por exemplo). Neste trabalho decidiu-se arbitrariamente fazer a classificação no nível 3
da tabela dado que nesta classificação os processos classificados em nível 4 e 5 também
estarão rotulados, ainda que de forma mais genérica.
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Figura 4.6: Distribuição da quantidade de processos de acordo com o nível do assunto
principal.

No caso do processo cujo Recurso Ordinário foi apresentado como exemplo, encontrou-
se os assuntos abaixo vinculados. Primeiramente tem-se o código de cada assunto utilizado
na classificação, e em seguida tem-se a descrição do assunto completo, ou seja, toda a
hierarquia que compõe este assunto. O nível 3 de cada assunto se encontra destacado em
negrito. Nota-se que de 9 assuntos, 5 são do 3o nível. O assunto principal é o de código
1907 “Justa Causa / Falta Grave ”.

• 2210 - DIREITO DO TRABALHO (864) / Rescisão do Contrato de Trabalho (2620)
/ Verbas Rescisórias (2546) / Multa do Artigo 467 da CLT (2210)

• 2212 - DIREITO DO TRABALHO (864) / Rescisão do Contrato de Trabalho (2620)
/ Verbas Rescisórias (2546) / Multa do Artigo 477 da CLT (2212)

• 1998 - DIREITO DO TRABALHO (864) / Rescisão do Contrato de Trabalho (2620)
/ Verbas Rescisórias (2546) / Multa de 40% do FGTS (1998)

• 2478 - DIREITO DO TRABALHO (864) / Rescisão do Contrato de Trabalho (2620)
/ Seguro Desemprego (2478)

• 55566 - DIREITO PROCESSUAL CIVIL E DO TRABALHO (8826) / Ação Res-
cisória (55301) / Honorários Advocatícios (55566)

• 2546 - DIREITO DO TRABALHO (864) / Rescisão do Contrato de Trabalho (2620)
/ Verbas Rescisórias (2546)
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Tabela 4.2: Quantidades de documentos por assuntos no primeiro nível
Macro Assunto Quantidade de

Processos
Percentual de
Processos

Quantidade de
assuntos no ní-
vel 3

Direito do Trabalho 2.316.628 87.91% 205
Direito Administrativo e
Outras Matérias de Direito
Público

3.173 00.12% 71

Direito Civil 112 00.00% 8
Direito Internacional 140 00.00% 2
Direito Processual Civil e
do Trabalho

315.105 11.96% 139

• 1907 - DIREITO DO TRABALHO (864) / Rescisão do Contrato de Trabalho (2620)
/ Justa Causa / Falta Grave (1907)

• 55257 - DIREITO PROCESSUAL CIVIL E DO TRABALHO (8826) / Jurisdição
e Competência (8828) / Competência (8829) / Prevenção (55257)

• 2554 - DIREITO DO TRABALHO (864) / Contrato Individual de Trabalho (1654)
/ Reconhecimento de Relação de Emprego (2554)

Especialistas do Grupo Nacional de Negócio (GNN) do PJe (dois Juízes do Trabalho e
uma Diretora de Secretaria), que é o grupo detentor do conhecimento negocial da equipe
de desenvolvimento do PJe, sendo responsável por fazer solicitação, priorização e homo-
logação das demandas negociais do PJe, foram consultados durante o desenvolvimento
deste trabalho e disseram que o nível 3 contém informação detalhada o suficiente para
trazer utilidade em nível negocial.

Em seguida, analisou-se distribuição dos processos em relação ao primeiro nível da
árvore de assuntos, onde tem-se 5 assuntos que definem as grandes áreas do Direito.
Neste trabalho, estes assuntos serão referenciados como macro assuntos. Na Tabela 4.2
tem-se a distribuição do assunto principal dos processos de acordo com cada um desses
macro assuntos, bem como a distribuição da quantidade de assuntos existentes no nível
3 (alvo da classificação nesse projeto) de cada macro assunto. Ao todo, existem 420
assuntos de nível 3, entretanto 87.91% dos documentos se encontram concentrados no
assunto Direito do Trabalho, que é a competência de julgamento da Justiça do Trabalho.
Assim, de forma a delimitar um conjunto de dados que tenha informações suficientes para
o treinamento do modelo, optou-se por trabalhar apenas com os assuntos descendentes
dos assuntos Direito do Trabalho. Diminui-se, portanto, a quantidade de assuntos a serem
usados na classificação para 205 assuntos.
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O próximo passo foi a análise da distribuição de processos de acordo com a classificação
do assunto principal no nível 3 do Direito do Trabalho,. A Figura 4.7, baseada na distri-
buição dos processos na base de treinamento, conforme tabela disponível no Apêndice A,
apresenta uma versão gráfica destas informações. Nota-se que há uma grande quantidade
de processos concentrada em poucos assuntos. Além disso, alguns têm quantidade muito
pequena de exemplos e há um número considerável de categorias, fatos que dificultam o
problema de classificação.

Figura 4.7: Distribuição de processos por assunto principal (Nível 3) no conjunto de
treinamento.

Fez-se então a análise da distribuição cumulativa destes dados, de forma a encontrar a
quantidade de assuntos que seriam utilizadas para treinamento, buscando fazer um corte
que possibilitasse classificar a maior parte da base dentre aqueles classificados dentro do
macro assunto do Direito do Trabalho, atendendo à premissa de haver exemplos suficientes
para treinamento. Assim, foram escolhidos 36 assuntos, que explicam 90.15% da base,
atuando então na maior parte do problema. Na Figura 4.8, que traz um gráfico do
percentual acumulado dos processos em função do assunto, é possível acompanhar este
corte.

Os assuntos escolhidos se encontram na Tabela 4.3,Tabela 4.4 e Tabela 4.5, onde é
possível ver o assunto superior de nível 2, o assunto de nível 3, a quantidade de processos
disponíveis e o percentual de representatividade acumulado. Nota-se que existem dois
assuntos de Indenização por Dano Moral, um de código 1855, e um de código 55220.
Conforme revisão dos especialistas, estes dois assuntos serão considerados como um só,
sendo agrupados no assunto de código 1855. O assunto de nome FGTS, que também
aparece duas vezes, já trata de questões diferentes, não sendo possível unificá-los. A
distribuição acumulada de todos os processos se encontra disponível no Apêndice A.
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Tabela 4.3: Assuntos escolhidos para a criação dos modelos de classificação (Parte I.
Assunto Nível 2 Assunto Nível 3 Quantidade de

Processos
Percentual
Acumulado

2620 - Rescisão do Con-
trato de Trabalho

2546 - Verbas Rescisó-
rias

422894 18.28%

1658 - Duração do Traba-
lho

2086 - Horas Extras 239341 28.63%

2567 - Responsabilidade
Civil do Empregador

1855 - Indenização por
Dano Moral

237597 38.90%

2581 - Remuneração,
Verbas Indenizatórias e
Benefícios

2594 - Adicional 186050 46.94%

2581 - Remuneração,
Verbas Indenizatórias e
Benefícios

2458 - Salário / Dife-
rença Salarial

145764 53.24%

1937 - Responsabilidade
Solidária / Subsidiária

2704 - Tomador de
Serviços / Terceiriza-
ção

80903 56.74%

2620 - Rescisão do Con-
trato de Trabalho

2656 - Reintegração /
Readmissão ou Inde-
nização

75848 60.01%

1658 - Duração do Traba-
lho

2140 - Intervalo Intra-
jornada

63085 62.74%

2620 - Rescisão do Con-
trato de Trabalho

2435 - Rescisão Indi-
reta

56775 65.20%

1654 - Contrato Indivi-
dual de Trabalho

2029 - FGTS 48981 67.31%

2581 - Remuneração,
Verbas Indenizatórias e
Benefícios

2583 - Abono 46530 69.32%

1654 - Contrato Indivi-
dual de Trabalho

2554 - Reconheci-
mento de Relação de
Emprego

44634 71.25%

2567 - Responsabilidade
Civil do Empregador

8808 - Indenização por
Dano Material

34091 72.73%

2581 - Remuneração,
Verbas Indenizatórias e
Benefícios

2117 - Supressão / Re-
dução de Horas Extras
Habituais - Indeniza-
ção

30467 74.04%

2662 – Férias 2021 - Indenização /
Dobra / Terço Consti-
tucional

28646 75.28%
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Tabela 4.4: Assuntos escolhidos para a criação dos modelos de classificação (Parte II).
Assunto Nível 2 Assunto Nível 3 Quantidade de

Processos
Percentual
Acumulado

7644 - Categoria Profissi-
onal Especial

5280 - Bancários 27352 76.47%

2620 - Rescisão do Con-
trato de Trabalho

1904 - Despedida /
Dispensa Imotivada

25977 77.59%

1654 - Contrato Indivi-
dual de Trabalho

1844 - CTPS 25421 78.69%

2581 - Remuneração,
Verbas Indenizatórias e
Benefícios

2055 - Gratificação 21318 79.61%

2620 - Rescisão do Con-
trato de Trabalho

1907 - Justa Causa /
Falta Grave

21001 80.52%

1654 - Contrato Indivi-
dual de Trabalho

1806 - Alteração Con-
tratual ou das Condi-
ções de Trabalho

19427 81.36%

55218 - Responsabilidade
Civil em Outras Relações
de Trabalho

55220 - Indenização
por Dano Moral

18080 82.14%

2581 - Remuneração,
Verbas Indenizatórias e
Benefícios

2506 - Ajuda / Tí-
quete Alimentação

16668 82.86%

1695 - Direito Coletivo 4437 - Revisão de Sen-
tença Normativa

15528 83.53%

10568 – Prescrição 10570 - FGTS 15127 84.18%
2581 - Remuneração,
Verbas Indenizatórias e
Benefícios

1783 - Comissão 15041 84.83%

2581 - Remuneração,
Verbas Indenizatórias e
Benefícios

1888 - Descontos Sala-
riais - Devolução

14666 85.47%

2620 - Rescisão do Con-
trato de Trabalho

2478 - Seguro Desem-
prego

14606 86.10%

1937 - Responsabilidade
Solidária / Subsidiária

5356 - Grupo Econô-
mico

14604 86.73%

1695 - Direito Coletivo 1773 - Contribuição
Sindical

14390 87.35%

1658 - Duração do Traba-
lho

1663 - Adicional No-
turno

12040 87.87%

1654 - Contrato Indivi-
dual de Trabalho

5272 - Administração
Pública

12012 88.39%
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Figura 4.8: Distribuição acumulada de processos por assunto principal (Nível 3).

Tabela 4.5: Assuntos escolhidos para a criação dos modelos de classificação (Parte III).
Assunto Nível 2 Assunto Nível 3 Quantidade de

Processos
Percentual
Acumulado

2581 - Remuneração,
Verbas Indenizatórias e
Benefícios

2215 - Multa Prevista
em Norma Coletiva

11292 88.88%

2581 - Remuneração,
Verbas Indenizatórias e
Benefícios

1767 - Cesta Básica 10672 89.34%

1658 - Duração do Traba-
lho

1661 - Horas in Itinere 9897 89.77%

1695 - Direito Coletivo 1690 - Contribuição /
Taxa Assistencial

8848 90.15%

4.2.3 Seleção dos dados

Na Seção 4.2.1 mostrou-se um panorama geral da distribuição dos processos, considerando
todos os Tribunais Regionais disponíveis para consulta no momento da análise. Conforme
explicado, cada Tribunal possui suas bases de dados com uma infraestrutura independente.
Assim, para trazer representatividade para este estudo, recuperou-se documentos das
bases de 2o grau de todos os Tribunais Regionais.

Além dos filtros explicados anteriormente, foi necessário aplicar ainda outras restri-
ções. Uma delas se refere à confidencialidade da informação, não foi utilizado nenhum
documento de processo em segredo de justiça e nenhum documento sigiloso. Outro ponto
está relacionado com a dificuldade de se recuperar o conteúdo textual dos documentos
PDFs. No momento do desenvolvimento deste trabalho, o módulo Pesquisa Textual do
PJe, que faz a indexação do conteúdo textual dos documentos do PJe, PDFs e HTMLs,
já estava disponível para instalação, mas a maior parte dos regionais ainda não haviam
aderido à esta ferramenta, não sendo possível, portanto, recuperar diretamente o con-
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teúdo textual destes documentos. Além disso, nem todos os regionais disponibilizam o
conteúdo da base binária para o CSJT, o que inviabiliza uma extração representativa,
motivo pelo qual foram escolhidos apenas documentos em formato HTML. Escolheu-se
apenas documentos já assinados, uma vez que os documentos em elaboração podem não
estar completos.

Outra preocupação referente a este estudo é quanto ao conjunto de dados utilizado para
treinamento e teste, onde espera-se que os elementos estejam corretamente rotulados para
um aprendizado supervisionado. Enquanto o projeto estava priorizado pela CNE do PJe,
de forma a se obter dados corretamente classificados e mitigar este problema conhecido da
base, uma analista judiciária do TRT da 3a região foi alocada para fazer a reclassificação
manual dos processos. Devido à necessidade de se investir esforços em outras demandas,
ela precisou ser desalocada e não houve tempo hábil para a construção de uma massa de
dados suficiente para o treinamento e foram classificados apenas 291 processos.

Em função do trabalho realizado pela servidora, tenta-se estimar qual seria custo
aproximado de tempo e dinheiro empenhado para a classificação dos novos processos
que chegaram à segunda instância. A servidora em questão, ocupante do cargo Analista
Judiciário, foi alocada durante 2 semanas de trabalho, com dedicação exclusiva a esta
tarefa, em um expediente de 7 horas diárias. A servidora foi alocada por duas semanas,
sendo que em cada semana, trabalhou nesta atividade por 4 diárias e meia, conforme
atos ATO CSJT.GP.SG No 49/2019 e ATO CSJT.GP.SG No 68/2019. Considerando uma
diária completa de 7 horas de trabalho, descontando-se uma hora para almoço e descanso,
considerou-se um valor aproximado de 5 horas por dia da semana. Neste período, foi
possível obter 291 processos classificados manualmente, ou seja, aproximadamente 10
minutos por processo.

Projetando este dado, pode-se estimar que, caso um grupo de pessoas de perfil si-
milar fosse alocado para esta tarefa no ano de 2018, que totaliza 1.150.552 de processos
(Figura 3.3), cerca de 96.000 processos ao mês, considerando a jornada de trabalho de 7
horas por dia, 22 dias úteis no mês, e a classificação de 6 processos por hora (10 minutos
pro processo), seriam necessárias aproximadamente 100 pessoas, por mês, para conseguir
classificar todos os novos processos que chegam ao 2o grau mensalmente. Considerando
o salário base inicial de um Analista Judiciário de R$ 8.863,844, fazendo uma conta sim-
plificada que multiplica apenas o salário mensal pela quantidade de pessoas alocadas
nesta tarefa, tem-se um montante de R$883.684,00 mensais destinados à esta atividade,
somando R$10.604.208,00 anuais.

4Valor extraído da tabela de valores de remuneração do TRT 3 de acordo com o edital do úl-
timo concurso deste Tribunal, disponível em http://www.concursosfcc.com.br/concursos/trt3r114/
boletim_final_trt3r114.pdf
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Uma vez que a reclassificação manual de uma amostra representativa dos processos
não pôde ser concluída, partiu-se para outra abordagem de redução de ruído na base.
Tentou-se remover os processos que continham maiores chances de estarem incorretos.
Conforme mencionado, sabe-se que esta é uma informação que nem sempre é preenchida
corretamente ou completamente, ou seja, pode haver processos que estão categorizados
errados, ou ainda que não tem todos os assuntos cadastrados como dado estruturado.
Somado a este fato, tem-se a subjetividade da escolha do assunto principal, dentre os
vários assuntos cadastrados [6, 7]. Assim, tentou-se remover do conjunto de processos
analisados aqueles que tem mais probabilidade de estarem incorretos.

Considerando um processo que é remetido da primeira à segunda instância, este pro-
cesso possivelmente estará recorrendo de pedidos específicos, ou seja, assuntos específi-
cos (não necessariamente todos os pedidos que foram realizados em primeira instância).
Considerando ainda a característica da justiça do trabalho de que estes processos normal-
mente apresentam cumulação de pedidos, e portanto, vários assuntos (conforme explicado
na Seção 4.1), removeu-se do conjunto de treinamento os processos que contém apenas
um assunto na segunda instância, para tentar evitar os casos em que o usuário marca o
primeiro assunto disponível apenas para superar a obrigatoriedade desta indicação, sem
que de fato faça uma análise do conteúdo do processo. Removeu-se ainda aqueles pro-
cessos cujo grupo de assuntos era exatamente igual ao grupo de assuntos deste processo
enquanto na primeira instância, indicando que possivelmente não foi dada atenção á tarefa
de retificação dos assuntos para a remessa do processo.

Embora estas medidas tenham reduzido significativamente a quantidade de documen-
tos passíveis de uso, elas trazem maior confiabilidade de que os dados usados para treina-
mento apresentam maior qualidade, ainda que não haja garantia disto. A seguir, tem-se
consolidado todos os filtros utilizados nos processos do 2o grau:

1. Processos que estejam no 2o grau que tenham sido recebidos do 1o grau

2. Processos que tenham sido recebidos da primeira instância.

3. Processos que tenham apenas um Recurso Ordinário.

4. Processos que não estão em segredo de justiça.

5. Processos que tem mais de um assunto.

6. Processos cujo grupo de assuntos do 1o grau seja diferente do grupo de assuntos do
2o grau.

7. Processos cujo nível 3 do assunto principal seja um dos assuntos listados na Ta-
bela 4.3,Tabela 4.4 e Tabela 4.5.
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8. O Recurso Ordinário não deve ser sigiloso.

9. O Recurso Ordinário deve estar assinado.

10. O Recurso Ordinário deve estar no formato HTML.

4.3 Preparação dos dados

Nesta seção serão abordados os aspectos relacionados ao processo utilizado para a prepa-
ração dos dados.

4.3.1 Recuperação dos dados

Os dados foram recuperados de bases de dados Postgres dos 24 TRTs, que nesse momento
se encontravam disponíveis para consulta. Todo o trabalho foi realizado com Python,
utilizando as ferramentas da biblioteca Scikit-Learn5 e NLTK6. Todas as restrições de
uso apontadas na Seção 4.2.3 foram aplicadas. Inicialmente, haviam 2.833.836 processos
disponíveis em 2o grau, considerando todos os TRTs. Após a aplicação de todos os filtros,
restaram apenas 242.492 processos elegíveis, que representa 8,50% da base disponível.
A grande maior parte dos dados foram retirados em função da remoção de processos
com apenas mais de um Recurso Ordinário, ou que tivessem apenas um assunto, ou
cujo Recurso Ordinário estivesse em formato PDF. Ao final, gerou-se 24 arquivos CSV,
um para cada Tribunal, contendo alguns metadados do documento para auxiliar na sua
identificação, bem como o conteúdo completo de cada documento. Neste CSV, apenas
o assunto principal de cada processo foi recuperado, que é o assunto de interesse neste
estudo. Ao todo, foram recuperados 242.492 Recursos Ordinários.

4.3.2 Pré-processamento

De forma a reduzir a dimensionalidade dos textos, fez-se a limpeza e a normalização
do conteúdo dos documentos recuperados. Inicialmente removeu-se todas as marcações
HTML presentes. Em seguida, removeu-se os acentos e caracteres especiais, números e
stopwords e aplicou-se a técnica de radicalização (stemming) para remover as variações de
uma mesma palavra, e transformou-se tudo em caixa baixa. Por fim, removeu-se aqueles
documentos cujo conteúdo final ficou vazio após o pré-processamento, chegando-se a um
total de 241.101 Recursos Ordinários.

5Scikit-Learn: https://scikit-learn.org/stable/
6NLTK: https://www.nltk.org/

58

https://scikit-learn.org/stable/
https://www.nltk.org/


Antes de se aplicar o pré-processamento, removendo-se apenas as marcações HTML,
tinha-se uma matriz de 242.492 linhas (quantidade de documentos) e 326.856 colunas
(quantidade de tokens diferentes). Após a limpeza dos textos, chegou-se a um conjunto
de 241.101 documentos com 217.493 tokens, havendo uma diminuição de 109.363 tokens.

4.4 Modelagem e avaliação

Nesta etapa, detalha-se a abordagem utilizada para a representação das features dos textos
bem como as configurações utilizadas nos algoritmos dos modelos construídos. Para os
experimentos realizados, foi utilizado um notebook ASUS 7th Gen Intel Core i7-7700HQ
de 2.8 GHz, contendo 32 GB de memória RAM.

Considerando o caráter inovador deste trabalho no contexto do PJe, torna-se relevante
que haja confiabilidade dos resultados apresentados, assim, a métrica de micro precisão
será usada para comparar os classificadores e escolher o vencedor, uma vez que se trata de
uma base de dados desbalanceada. Serão mostradas a acurácia, revocação e F-Measure,
para dar visibilidade aos demais aspectos do modelo.

4.4.1 Modelagem

Uma vez que o texto foi pré-processado, conforme explicado antes, se faz necessário uti-
lizar uma representação vetorial para que os algoritmos de classificação possam entender
a informação contida em cada documento. Escolheu-se trabalhar com o TD-IDF, com
a utilização dos parâmetros min_df = 5 e max_df = 0, 8 , o primeiro indicando que
somente serão consideradas palavras que aparecerem em no mínimo 5 documentos, e o
segundo indicando que serão desconsideradas palavras que aparecerem em mais do que
80,00% dos documentos, uma vez que palavras muito raras ou muito comuns acabam não
sendo determinantes para diferenciar as classes. Os valores foram escolhidos arbitraria-
mente. Muitos nomes únicos das partes envolvidas são removidos ao se retirar palavras
que aparecem em menos que 5 documentos. A matriz gerada passou de 217.493 tokens
para 60.906.

Estes dados foram divididos em treinamento e teste com a técnica de holdout, separando-
se de forma estratificada 20% dos dados para teste. Os dados de treinamento foram usados
para a busca de hiper-parâmetros com validação cruzada de 5 folds, enquanto os dados
de teste foram reservados para aferir as métricas finais dos modelos vencedores. Na Fi-
gura 4.9, mostra-se a distribuição de documentos para cada um dos assuntos elegidos
para análise. Nota-se que é um problema altamente desbalanceado, variando-se de 207
documentos para o assunto de código 4437 a 36.937 documentos para o assunto de código
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2546. Por ser um problema multiclasse, optou-se por utilizar a abordagem one-versus-
rest, que treina um classificador para cada classe, escolhendo o assunto alvo como classe
positiva, e considerando todos os outros assuntos como classe negativa. Os classifica-
dores binários foram encapsulados no BalancedBaggingClassifier, que cria um ensemble
de vários modelos com subconjuntos de dados balanceados (com under sampling), e faz
uma votação ao final. Assim, cada classe foi treinada com o mesmo número de exemplos
positivos e negativos, sendo limitados pela quantidade de exemplos na classe positiva de
cada classificador.

Figura 4.9: Distribuição de documentos por assunto nível 3 no conjunto de treinamento.

O próximo passo foi a modelagem. A partir da experiência demonstrada nos trabalhos
relacionados listados no Capítulo 2, dentro das possibilidades deste trabalho, utilizou-se
SVM, Random Forest (RF), Multinomial Naïve Bayes (MNB) e Multilayer Perceprtron
(MLP). Optou-se por não utilizar os modelos de linguagem, dado que não havia GPU
disponível para o treinamento das redes neurais profundas e que os dados não poderiam
ser colocados na nuvem, uma vez que não estão disponíveis publicamente. Cada um des-
ses algoritmos possui hiper-parâmetros de configuração, que podem melhorar ou piorar o
desempenho de acordo com o problema. Assim, foi feita uma busca dos hiper-parâmetros
que melhor se adequariam ao problema por meio do GridSearch (GS) para os algoritmos
escolhidos para análise, testando um número limitado de combinações diferentes dentre
o conjunto de valores possíveis informados. Variou-se a quantidade de estimadores e
também a quantidade e exemplos. Os parâmetros que foram testados foram definidos
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conforme a Tabela 4.6 enquanto os demais parâmetros foram utilizados conforme a con-
figuração padrão do Scikit-Learn. Ao todo, rodou-se 10 combinações possíveis para cada
algoritmo, totalizando 56 horas e 25 minutos de execução. Todas as execuções foram
realizadas com validação cruzada de 5-folds, totalizando 200 modelos. Escolheu-se cinco
em função do elevado tempo de processamento de todos os modelos, uma vez que um
modelo novo é criado para cada fold. O resultado da micro precisão de cada execução
pode ser encontrado no Apêndice A.

Ao final da execução do GS, os melhores parâmetros para cada modelo foram seleci-
onados, e esta foi a configuração utilizada nos testes que se seguiram. Os resultados dos
modelos vencedores podem ser encontrados na Tabela 4.7, onde nota-se que a melhor mi-
cro precisão é do MLP, apresentando o valor de 44,26%, ou seja, de todas as classificações
que ele disse ser de determinado assunto, apenas 44,26% realmente eram. Embora este
trabalho não possa ser diretamente comparado aos trabalhos relacionados, uma vez que
contem dados diferentes e classes diferentes, apresentando portanto um desafio diferente,
buscou-se a micro-precisão média daqueles trabalhos apenas para se ter um referencial,
que foi aproximadamente 85,00%, um valor bastante superior aos 44,26% apresentados
pelo MLP. Este valor de 85,00% foi calculado manualmente, uma vez que a maior parte
dos trabalhos relacionados não traz a micro precisão ou mesmo a diferenciação entre mi-
cro e macro métricas, mesmo sendo trabalhos com problemas multiclasse desbalanceados.
Foi identificada a micro precisão de 83,40% em [19] e foi calculada manualmente a micro
precisão de 90,96% em [16] e 83,09% em [23]. Assim, dada a grande diferença apresentada,
considerou-se ruins os resultados obtidos nesta primeira tentativa.

Para tentar melhorar estes valores, retornou-se às etapas de entendimento e preparação
dos dados para analisar a quantidade de palavras contida em cada texto. Inicialmente,
fez-se uma análise geral da distribuição da quantidade de palavras por texto, conforme
se pode ver na imagem apresentada na Figura 4.10. Nota-se que a grande maior parte
dos textos está concentrada em até 9.000 palavras aproximadamente, havendo alguns
outliers com textos muito grandes, chegando a 60.000. Naturalmente, a classificação de
um único assunto principal em um texto com 20.000 palavras ou mais é um problema
de maior dificuldade comparado com os textos menores. Para registro, de forma a se
ter um parâmetro de comparação, no Recurso Ordinário exposto na 4.2.1, tem-se um
total de 1028 palavras, um texto considerado pequeno dentro do tamanho dos textos
apresentado na Figura 4.10. Por esse motivo, resolveu-se remover a maior parte dos
textos considerados outliers, sendo considerado o limite superior de 10.000 palavras, o
que ocasionou na remoção de 6.216 documentos (2.57% dos documentos).

Outra análise feita foi quanto ao limite inferior da quantidade de palavras. Muitos
usuários colocam um curto trecho de texto no campo de redação do Recurso Ordinário no
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Tabela 4.6: Parâmetros utilizados no GridSearch.
Multinomial Naive Bayes

Parâmetros Valores Melhor
valor

n_estimators 3; 5 5
max_samples 0,8; 0,5 0,8
base_alpha 0,0001; 0,001; 0,01; 0,1; 0,5; 1 0,5

SVM

Parâmetros Valores Melhor
valor

n_estimators 3; 5 5
max_samples 0,8; 0,5 0,8
base_C 0,01; 0,1; 1;10 1

Random Forest

Parâmetros Valores Melhor
valor

n_estimators 3; 5 3
max_samples 0,8; 0,5 0,5
base_max_depth 30; 50; 100 100
base_n_estimators 100; 200; 300 200
base_ _min_samples_leaf 0,05; 0,1; 0,5 0,05
base_ _min_samples_split 0,05; 0,1; 0,5 0,1
base_max_features 0,3; 0,5; 0,8 0,3

Multi-Layer Perceptron

Parâmetros Valores Melhor
valor

n_estimators 3; 5 3
max_samples 0,8; 0,5 0,8
base_hidden _layer_sizes (10,10); (10,5,10) ( 10 , 10 )
base_activation identity; logistic; tanh; relu logistic
base_solver sgd; adam; lbfgs lbfgs
base_alpha 0,001; 0,01; 0,05; 0,1 0,05
base_learning_rate constant; adaptive; invscaling constant
base_max_iter 200; 300; 400 400
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Tabela 4.7: Resultados da modelagem inicial (TF-IDF (GS)).
Modelo Micro

Acurácia
Micro
Precisão

Micro
Revocação

Micro
F-Measure

MNB 29,35% 38,75% 22,43% 23,02%
SVM 33,74% 39,50% 24,73% 25,61%
RF 28,77% 40,73% 19,44% 19,68%
MLP 27,44% 44,26% 18,21% 15,72%

Macro
Acurácia

Macro
Precisão

Macro
Revocação

Macro
F-Measure

MNB 22,43% 19,69% 29,35% 18,65%
SVM 24,73% 20,83% 33,74% 21,44%
RF 19,44% 20,24% 28,77% 18,09%
MLP 17,74% 18,10% 29,10% 17,06%

Figura 4.10: Boxplot da quantidade inicial de palavras por texto.

PJe, o que gera o texto HTML recuperado, e anexam a peça real do Recurso Ordinário em
PDF, que não foi recuperado neste trabalho. Assim, analisou-se amostras dos textos com
até 100, 200, 300, 400, 500 e 600 palavras em busca de qual seria o limite de corte inferior,
de forma a excluir da análise os textos que apenas faziam referência ao real Recurso
Ordinário anexado em PDF. Notou-se que existem muitos textos com os conteúdos “PDF
em Anexo”, “Segue”, “Recurso em anexo”, “Anexo”, sendo 15.671 documentos com até
5 palavras. Buscando outras variações, somaram-se 38.003 textos com até no máximo
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100 palavras. Nos textos de 100 até 400 palavras, notou-se que raramente se fala sobre
os assuntos, havendo uma introdução da interposição do Recurso, que se encontrará em
anexo. Na Figura 4.11 é possível ver alguns exemplos destes textos, onde vê-se que não
há possibilidade da inferência do assunto nestes exemplos, conforme se pode ler.

Analisando os textos com mais de 400 palavras, começa-se a ter muitos exemplos
onde aborda-se de fato o assunto, como se pode ver exemplo extraído na Figura 4.12.
Alguns textos relevantes podem ter sido excluídos com este corte, e ainda podem haver
textos pouco informativos quanto ao assunto, mas para não se perder textos de teor mais
simples, optou-se por utilizar o limite inferior de 400 palavras. Conforme explicado na
Seção 3.3.1, a não exclusão destes documentos além de não trazer informações relevantes
aos algoritmos, que precisarão processar mais dados sem adquirir conhecimento, leva à
confusão dos modelos, uma vezes que estes textos não informativos podem constar como
exemplos nas classes positivas e também nas classes negativas, dificultando o aprendi-
zado. A nova distribuição dos dados pode ser vista na Figura 4.13. Ao todo, somando-se
com os textos removidos por ultrapassarem o limite superior, foram removidos 60.429
documentos, 25,06% dos documentos recuperados, totalizando 180.672 para a criação dos
modelos. Após esta remoção, a matriz TF-IDF passou a contar com 56.691 features.

O resultado dos modelos, treinados após a limpeza do conjunto de dados, se encontram
na Tabela 4.8, com os de melhor desempenho em negrito. Nota-se que quase todos os
valores se apresentam superiores àqueles apresentados na Tabela 4.7, ou seja, de fato, a
maior parte dos modelos pode separar melhor qual documento era de cada classe após
remoção de um subconjunto de documentos. De maneira geral, a macro acurácia foi
a métrica mais impactada, aumentando em média 6.22%, enquanto a micro precisão
aumentou para 3 algoritmos, e caiu significativamente para o MLP. O SVM foi o melhor
modelo nesta análise, com 42,59% de micro precisão. Pode-se concluir que, apesar do
ruído, o MLP teve melhor desempenho na micro precisão com todo o conjunto de dados,
enquanto os demais modelos se beneficiaram da limpeza. Portanto, buscando melhorar
ainda mais os resultados, os experimentos seguintes utilizam os dados limpos.

Mesmo com a limpeza dos textos, ainda não se alcançou resultados razoáveis. Retornou-
se então ao início da modelagem, e uma terceira abordagem envolveu o uso do BM25, ao
invés do TF-IDF. Conforme explicado na Seção 3.3.1, este tipo de modelagem leva em
consideração o tamanho dos textos, mas há uma grande variabilidade deste parâmetro.
Não há implementação do BM25 no Scikit-learn, portanto utilizou-se a implementação
disponibilizada pela comunidade7.

Os resultados apresentados pelos modelos vencedores se encontram na Tabela 4.9. A
maior parte dos resultados flutuou menos de 1,00% dos valores anteriores (Tabela 4.8),

7BM25: https://github.com/arosh/BM25Transformer/blob/master/bm25.py
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Figura 4.11: Exemplos de textos com até 400 palavras.
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Figura 4.12: Exemplos de texto com mais de 400 palavras.

sendo que metade das métricas foram alteradas positivamente, e a outra metade nega-
tivamente. Como não há impacto significativo, este tipo de modelagem será descartado
para futuros testes. A melhor micro precisão foi apresentada pelo SVM, que subiu 0,23%,
passando para 41,84%.

A seguir, testou-se o uso de uma nova forma de modelar os textos utilizando o LSA, um
modelo de extração de tópicos. O LSA foi testado com 100 e com 250 tópicos, conforme
um dos melhores resultados apresentados em [19]. Neste modelo, a matriz de features
é reduzida a uma matriz limitada à quantidade de tópicos, capazes de representar cada
um dos documentos, assim, o espaço vetorial de análise fica bastante reduzido, conforme
explicado na Seção 3.3.18. Os resultados apresentados pelos modelos vencedores se encon-

8Importante mencionar que o modelo MNB não foi testado com esta modelagem por não aceitar valores
negativos, presentes em matrizes LSA. Optou-se pela não utilização do algoritmo NMF, que produz uma
matriz sem valores negativos, apenas para se manter a mesma modelagem utilizada no trabalho [19]
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Tabela 4.8: Resultados da modelagem após remoção de documentos (TF-IDF).
Modelo Micro

Acurácia
Micro
Precisão

Micro
Revocação

Micro
F-Measure

MNB 35,30% 40,77% 27,89% 27,76%
SVM 39,67% 42,59% 29,30% 29,60%
RF 35,69% 41,61% 24,95% 23,88%
MLP 32,10% 38,97% 27,08% 25,14%

Macro
Acurácia

Macro
Precisão

Macro
Revocação

Macro
F-Measure

MNB 27,89% 24,32% 35,30% 24,06%
SVM 29,30% 23,68% 39,67% 25,64%
RF 24,95% 22,73% 35,69% 22,43%
MLP 27,08% 23,07% 32,10% 23,48%

Tabela 4.9: Resultados da modelagem com BM25.
Modelo Micro

Acurácia
Acurácia Micro

Revocação
Micro
F-Measure

MNB 35,44% 40,85% 27,94% 28,35%
SVM 39,14% 40,88% 24,56% 23,90%
RF 35,75% 41,84% 24,93% 23,80%
MLP 32,14% 38,90% 28,03% 27,70%

Macro
Acurácia

Micro
Precisão

Micro
Revocação

Micro
F-Measure

MNB 27,94% 23,47% 35,44% 23,53%
SVM 24,56% 21,49% 39,14% 22,74%
RF 24,93% 22,55% 35,75% 22,25%
MLP 28,03% 23,11% 32,14% 24,94%

67



Figura 4.13: Boxplot da quantidade final de palavras por texto .

tram na Tabela 4.10, onde é possível ver que todos os melhores resultados, destacados em
negrito, se encontram com a modelagem de 250 tópicos. O MLP apresenta o melhor resul-
tado, chegando a 46,03%, o valor mais alto alcançado até o momento para esta métrica,
sendo esta portanto a configuração vencedora para o abordagem multiclasse escolhida.

Os modelos foram testados ainda com vetores de palavra GloVe, utilizando os word
embeddings no repositório do NILC, entretanto, os resultados apresentados foram infe-
riores a todos os demais resultados, e por esse motivo, não foram reportados. Assim,
conclui-se os experimentos com a análise do acerto do assunto principal dos processos.
Na tabela Tabela 4.11 encontra-se um resumo das melhores configurações testadas para
cada um dos algoritmos, e no Apêndice B tem-se a matriz de confusão normalizada de
cada um destes modelos .

A melhor micro precisão apresentada foi 46,04%, obtida pelo MLP, utilizando LSA
com 250 tópicos. A segunda melhor micro precisão foi do SVM com os vetores TF-IDF,
chegando a 42,59%. Em seguida, o RF com BM25 apresentou 41,84%, e por último o
MNB obteve 40,85% de micro precisão. Fazendo-se uma análise das demais métricas,
nota-se que o SVM apresentou os maiores valores em todas as métricas, com exceção da
micro precisão, se colocando como um forte segundo candidato, uma vez que apresentou
melhores métricas que o MLP nas demais avaliações. Fazendo uma análise da acurácia
e precisão, nota-se que as macro métricas foram menores do que as micro métricas, indi-
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Tabela 4.10: Resultados da modelagem LSA.
Features Modelo Micro

Acurácia
Micro
Precisão

Micro
Revocação

Micro
F-Measure

LSA - 100 SVM 34,68% 39,00% 26,65% 26,38%
LSA - 100 RF 32,83% 38,45% 25,96% 25,72%
LSA - 100 MLP 29,38% 44,05% 17,95% 19,00%
LSA - 250 SVM 36,19% 39,44% 28,06% 27,99%
LSA - 250 RF 33,27% 38,36% 26,50% 26,22%
LSA - 250 MLP 27,55% 46,03% 17,48% 17,74%
Features Modelo Macro

Acurácia
Macro
Precisão

Macro
Revocação

Macro
F-Measure

LSA - 100 SVM 26,65% 20,62% 34,68% 22,11%
LSA - 100 RF 25,96% 22,54% 32,83% 22,72%
LSA - 100 MLP 17,95% 19,91% 29,38% 16,88%
LSA - 250 SVM 28,06% 22,23% 36,19% 23,95%
LSA - 250 RF 26,50% 23,15% 33,27% 23,28%
LSA - 250 MLP 17,48% 19,83% 27,55% 15,54%

cando que houveram resultados positivos para classes de maior quantidade de elementos,
influenciando positivamente as micro métricas, mas que muitas classes com menos ins-
tâncias obtiveram valores mais baixos, influenciando negativamente na macro métrica.
Naturalmente, ao dar preferência para os modelos que apresentaram melhor micro preci-
são, que é a métrica escolhida para a análise deste estudo, a micro revocação se mostrou
mais baixa de maneira geral, uma vez que os modelos se preocuparam mais em estarem
certos quando afirmassem que um processo é de determinado assunto, do que em iden-
tificar o máximo de processos de cada assunto. Considerando o desbalanceamento dos
dados, na micro revocação a métrica foi puxada pra baixo, pois houveram classes com
alta representatividade que poucos processos foram identificados, e na macro revocação, a
métrica é puxada pra cima uma vez que algumas classes com poucos elementos acabaram
por ter alta revocação. A F-Measure, por ser baseada nas demais métricas, acompa-
nhou os resultados apresentados pela precisão e revocação em cada uma das abordagens,
apresentando micro F-Measure maior que a macro F-Measure para todos os modelos.

Na Figura 4.14 encontra-se a matriz de confusão normalizada do modelo MLP, com
LSA de 250 tópicos. De forma a analisar o conteúdo de cada um desses conjuntos de docu-
mentos, elaborou-se nuvens de palavras, criadas a partir de dos documentos cada assunto,
limitando-se a uma amostra de no máximo 2.000 documentos escolhidos aleatoriamente,
que mostra em destaque as palavras mais recorrentes 9 em cada tema. No Apêndice C

9Uma vez que no processamento ads matrizes TF-IDF removeram-se palavras que apareciam em mais
de 80% dos textos, foram removidas as stopwords negociais ’trabalho’, ’juiz’, ’vara’, ’recurso’, ’ordi-
nario’, ’reclamada’, ’reclamante’, ’reclamado’, ’recorrente’, ’trabalho’, ’empregado’, ’empregada’, ’art’,
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Tabela 4.11: Melhores resultados analisando o assunto principal.
Modelo Features Micro

Acurácia
Micro
Precisão

Micro
Revocação

Micro
F-Measure

MNB BM25 35,44% 40,85% 27,94% 28,35%
SVM TF-IDF 39,67% 42,59% 29,30% 29,60%
RF BM25 35,75% 41,84% 24,93% 23,80%
MLP LSA - 250 27,55% 46,03% 17,48% 17,74%

Features Macro
Acurácia

Macro
Precisão

Macro
Revocação

Macro
F-Measure

MNB BM25 27,94% 23,47% 35,44% 23,53%
SVM TF-IDF 29,30% 23,68% 39,67% 25,64%
RF BM25 24,93% 22,55% 35,75% 22,25%
MLP LSA - 250 17,48% 19,83% 27,55% 15,54%

pode-se encontrar as nuvens de palavras de todos os assuntos.
Nota-se que algumas classes houve acerto de mais 50,00% dos elementos, chegando

em 77,00% para o assunto de código 2086, “Horas Extras”, 66,00% para o assunto de
código 4437, “Revisão de Sentença Normativa” e 59,00% para o assunto de código 2458,
“Salário / Diferença Salarial”, sendo estas as três classes de maior taxa de acerto. Nas
Figuras 4.15 a 4.17 é possível encontrar a núvem de palavras destes três assuntos.

No assunto “Horas Extras” (código 2086), as palavras “horas”, “extras”, “jornada”,
“intervalo”, “adicional” se mostram em grande destaque, se mostrando discriminativas
para este assunto, indicando documentos que tenham se referido a pagamento de horas
extras, jornada extraordinária trabalho, grandes intervalos de trabalho ou mesmo a au-
sência de intervalos na jornada de trabalho, todos relacionados horas extras trabalhadas.
Este assunto continha 10.797 documentos no conjunto de treinamento, sendo utilizado
80,00% deles em cada modelo do ensemble, onde eles foram testados contra a mesma
quantidade de documentos de outro assunto principal, escolhidos aleatoriamente. Como
é uma quantia elevada de documentos, tem-se maior representatividade e maior variância
das informações, o que beneficia os modelos de aprendizado.

’processo’, ’trabalhista’, ’tribunal’, ’regional’, ’regiao’, ’autor’, ’reu’, ’turma’, ’trt’, ’advogado’, ’advo-
gada’, ’oab’, ’ser’, ’tst’,’sentenca’, ’pagamento’, ’direito’, ’trabalhista’, ’assim’, ’autos’, ’justica’, ’lei’, ’clt’,
’decisao’, ’empresa’, ’contratante’, ’contratada’, ’contratado’, ’recorrido’, ’recorrida’ e ’conforme’, que
apareciam em destaque na maior parte das nuvens geradas, sendo, portanto, consideradas não discrimi-
nativas. Este não é precisamente o mesmo pré-processamento que foi feito no pipeline deste trabalho,
uma vez que este envolveu a radicalização das palavras, o que tornaria a nuvem de palavras de difícil
entendimento. Assim, optou-se por uma versão simplificada do pré-processamento, que removeu acentos,
números, pontuações e transformou tudo em letras minúsculas.
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Para o assunto “Salário / Diferença Salarial” (código 2458), as palavras “salario”,
“salarial”, “funcao”, “horas” aparecem em destaque, podendo indicar casos onde foi re-
querido pagamento de salário ou alegou-se a existência de diferença salarial em função de
horas de trabalho ou funções diferentes que pudessem estar sendo exercidas pelo traba-
lhador. O conjunto de treinamento continha 8.842 documentos desta classe, havendo alta
representatividade também.

Figura 4.15: Nuvem de palavras do assunto 2086 - Horas Extras.

Figura 4.16: Nuvem de palavras do assunto 2458 - Salário / Diferença Salarial.

Figura 4.17: Nuvem de palavras do assunto 4437 - Sentença Normativa.
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Partindo para a análise dos assuntos onde quase não se obteve exemplos, temos os
assuntos de código 1661, “Horas In Itinere” , 1783, “Comissão” e 5272, “Adminsitração
Pública”, que apresentaram no máximo 0,03% de acerto. Analisando-se o primeiro deles,
“Horas In Itinere” (código 1661), nota-se o destaque das palavras “horas”, “transporte”,
“itinere”, “jornada”, “tempo”, que de fato estão relacionadas com este tema, que trata
do tempo que o trabalhado passa no itinerário de casa para o trabalho ou vice-versa. As
palavras chave deste tema se assemelham com aquelas do tema “Horas Extras”, embora
os assuntos mais votados para os documentos que eram desta classe tenham sido “Seguro
Desemprego” (Código 2478) e “Bancários” (Código 5280) (cujas palavras de destaque são
similares. ). Este assunto continha 1.043 documentos no conjunto de treinamento, sendo
um valor intermediário de amostras comparado com o tamanho das amostras dos demais
assuntos.

Para o assunto “Comissão” (código 1783), tem-se em destaque as palavras “comissoes”,
“horas”, “extras”, “forma”, “prova” entre outras, sendo apenas a palavra “comissoes”
fortemente ligada ao contexto negocial do tema. As palavras “horas” e “extras” estão
bastante relacionadas com o assunto “Horas Extras” (código 2086), que recebeu a mesma
quantidade de votos que o assunto “Comissão”. Este assunto também continha 1.043
documentos no conjunto de treinamento.

Para o assunto “Adminsitração Pública” (código 5272), tem-se em destaque as pala-
vras “publico”, “concurso”, “relacao”, “contrato”, “federal”, entre outras. As palavras
“publico”, “concurso” e “federal” são de fato ligadas ao contexto negocial deste tema,
sendo “publico” parte do próprio nome do assunto, “concurso” uma das formas de se
ingressar no serviço público, e federal uma das esferas da administração pública. Os
assuntos que foram mais votados pelos modelos para os documentos desta classe foram
“Adicional” (código 2594), “Intervalo Intrajornada” (código 2140) e “Multa Prevista em
Norma Coletiva” (código 2215). As palavras em destaque destes assuntos não se confun-
dem com as palavras do assunto “Adminsitração Pública”, que continha 486 documentos
no conjunto de treinamento.

Os dois assuntos que apresentaram maior taxa de acerto foram assuntos que continham
elevado número de documentos, comparando-se com os demais, embora o terceiro assunto
com maior taxa de acerto tenha sido o oposto, pois era o assunto com a menor quantidade
de documentos disponíveis. Por outro lado, outros assuntos de elevada representatividade,
como por exemplo “Verbas Recisórias” (código 2546), que continha 36.937 ou “Indenização
por Dano Moral” (código 1855), que continha 22.976, apresentaram apenas 14,00% e
9,00% de acerto.

Partiu-se então para uma análise do problema de classificação, retomando-se um passo
anterior, no entendimento do negócio. Neste trabalho, optou-se por classificar apenas o
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Figura 4.18: Nuvem de palavras do assunto 1661 - Horas In Itinere.

Figura 4.19: Nuvem de palavras do assunto 1783 - Comissao.

Figura 4.20: Nuvem de palavras do assunto 5272 - Adminsitração Pública.

assunto principal de um documento, que de acordo com o sistema, recebe uma marcação
especial como “Principal”. Entretanto, conforme explicado na Seção 4.1, é comum, na
justiça do trabalho, que se tenha mais de um assunto por processo. Além disso, a escolha
do assunto principal é muitas vezes subjetiva, ou seja, a depender de quem irá analisar
o documento, pode-se chegar ao entendimento que o assunto principal é A, enquanto se
outra pessoa analisar o mesmo documento, pode-se chegar ao entendimento que o assunto
principal é B. Como esta subjetividade é inerente ao contexto negocial, ela também
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Tabela 4.12: Resultados da análise de acerto analisando-se qualquer assunto do processo.
Modelo Features Micro

Acurácia
Micro
Precisão

Micro
Revocação

Micro
F-Measure

MNB BM25 56,81% 74,49% 50,88% 54,87%
SVM TF-IDF 60,42% 73,63% 52,51% 55,72%
RF BM25 56,95% 75,21% 49,24% 52,81%
MLP LSA - 250 40,75% 73,89% 33,04% 38,46%

Features Macro
Acurácia

Macro
Precisão

Macro
Revocação

Macro
F-Measure

MNB BM25 50,88% 43,00% 56,81% 41,67%
SVM TF-IDF 52,51% 40,33% 60,42% 42,02%
RF BM25 49,24% 43,56% 56,95% 40,48%
MLP LSA - 250 33,04% 35,04% 40,75% 26,97%

acontece em uma decisão por máquina. Além disso, fazendo-se uma análise manual dos
textos, nota-se que a quantidade de palavras relacionadas ao assunto principal não é
necessariamente maior do que a quantidade de palavras relacionada aos demais assuntos,
ou seja, não há uma relação de predominância do assunto principal. Ainda que em
alguns casos possa haver uma predominância de palavras que estejam relacionadas ao
assunto principal em específico, não é o que acontece na maior parte dos casos, o que,
naturalmente, torna o aprendizado mais difícil.

Considerando esta perspectiva da análise, decidiu-se analisar qual seria a taxa de acerto
dos modelos fazendo-se a seguinte pergunta“ O processo está classificado com o assunto
predito pelo modelo, ainda que não seja como assunto principal?” Para responder a esta
pergunta, para cada predição feita, analisou-se o quanto seria a taxa de acerto dos modelos
caso o assunto predito fosse um dos assuntos relacionados do processo. Os resultados
colhidos seguem na Tabela 4.12, onde nota-se uma melhora bastante significativa em
todas as métricas, com destaque para a micro precisão, que apresentou em média 31,48%
de melhora, chegando a 75,21% para o modelo Random Forest e 74,49% para o MNB.
Analisando-se os outros modelos, nota-se que o SVM e o MLP apresentaram micro precisão
bastante similares, 73,63% e 73,89% respectivamente. Estes resultados já podem ser
considerados aceitáveis uma vez que não estão tão distantes dos resultados apresentados
nos trabalhos relacionados.

Ao aumentar a taxa de acerto quando se desconsidera a escolha do assunto principal
e se analisa apenas se o assunto está contido no documento, corrobora-se a subjetividade
do assunto principal. Nota-se que os algoritmos, com uma grande quantidade de massa
de dados para treinamento, conseguiram distinguir um pouco do ruído e de fato construir
algum aprendizado para fazer a identificação de um assunto. Apesar de acertarem um
dos assuntos, não necessariamente acertaram o assunto principal, ou seja, não foi possí-
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Tabela 4.13: Resultados da análise multirrótulo.
Modelo Precisão com 5 Opções Precisão com 10 Opções
MNB 52,56% 65,38%
SVM 55,77% 70,84%
RF 55,79% 70,89%
MLP 48,60% 68,22%

vel extrair este conhecimento em específico da base. Uma tabela resumo com todos os
resultados obtidos se encontra disponível no Apêndice A.

Uma última análise considera a natureza do problema, em que os documentos possuem
mais de um assunto. Faz-se adequada a análise de uma avaliação multirrótulo, onde será
analisada a quantidade de acertos que os modelos fariam caso propusessem mais de uma
resposta. Retomando a etapa de entendimento dos dados, verificou-se que, excluídos os
processos que contêm apenas um assunto, uma vez que se está partindo da premissa que há
alta probabilidade de erro nestes documentos dada a natureza da cumulação de pedidos na
justiça trabalhista, a média de assuntos de um processo varia entre 5 e 6 assuntos. Assim,
foi feita uma análise de qual seria o percentual de acerto dos modelos caso se propusessem
a identificar 5 assuntos mais prováveis, e depois, 10 assuntos. Para escolher os 5 ou 10
assuntos, ordenou-se a probabilidade da predição de cada um dos assuntos, e escolheu-se
as classes mais prováveis, tomando 5 e 10 assuntos para a predição. Como assuntos alvo,
foram considerados apenas os assuntos passíveis de acerto, ou seja, os assuntos dentro do
escopo de análise deste trabalho, de forma a se ter uma comparação justa, uma vez que os
modelos não poderiam acertar modelos para assuntos que não foram treinados. Assuntos
de nível 3 que se encontravam duplicados foram removidos10.

Na Tabela 4.13, tem-se o percentual de acerto de cada modelo, ou seja, qual foi a
porcentagem de assuntos que cada modelo acertou com 5 e 10 opções. Se cada modelo
fornecesse 5 opções de assuntos, temos que quase todos os modelos acertariam pelo menos
metade dos assuntos preditos, com exceção do MLP, que chegou a apenas 48,60% de
acertos. O modelo vencedor para 5 opções de assuntos foi o RF, com precisão de 55,79%.
Já para o caso de cada modelo informar 10 opções, cada modelo teve a precisão aumentada
em pelo menos 12%, sendo novamente o RF o modelo vencedor, apresentando 70,89% de
precisão.

A abordagem multirrótulo seria de grande utilidade enquanto ferramenta para o PJe.
Uma possível alteração ao sistema é a integração dos modelos na tela que faz a remessa
dos processos, onde os servidores já teriam os Recursos Ordinários juntados ao processo.
Neste ponto, seria possível colher o resultado dos modelos, que já teriam lido o documento

10A duplicidade de assuntos de nível 3 pode ser causada pela existência de uma classificação com
diferentes assuntos de nível 4 ou nível 5, filhos do mesmo assunto de nível 3
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no momento em que foram assinados, e então fariam uma sugestão ordenada dos assuntos
mais prováveis. Cada assunto de nível 3 poderia ser expandido para os níveis 4 e 5
quando houver opções disponíveis para facilitar a escolha do usuário, que atualmente
precisa escolher manualmente entre 877 assuntos.

Importante mencionar ainda um outro impacto da decisão de modelagem multiclasse
do problema, que se dá pelo processo de extração e transformação dos dados utilizados.
Com a escolha da abordagem multiclasse, que, conforme explicado na Seção 3.3, faz a
predição de apenas uma única classe considerando diferentes valores possíveis para esta
classificação, faz-se necessário trabalhar com apenas um assunto, o assunto principal.
Assim, apenas os processos com este assunto como principal foram coletados, e estes
dados foram passados para os algoritmos. Não foi analisado quais eram os demais assuntos
destes processos. Ao fazer isso, considerando a forma binária de tratar o problema que foi
adotada, é fato que existiram processos utilizados como exemplos negativos que não eram
tinham como assunto principal o assunto de interesse, mas que continham este assunto
como um dos demais assuntos. Conforme foi explicado na Seção 3.3, onde se abordou
o impacto do ruído na base, isso acaba por tornar a tarefa de identificar o que difere
um grupo de assuntos do outro mais difícil, uma vez que ambos os conjuntos podem
conter palavras relacionadas ao assunto em questão. Como resultado, os modelos acabam
não conseguindo captar tantas especificidades que diferenciam o assunto, influenciando
negativamente as métricas de avaliação.

4.5 Avaliação

O escopo deste trabalho está delimitado até a avaliação do modelo de aprendizagem de
máquina, por meio das métricas descritas na Seção 3.3.1. Uma vez atingidos valores
aceitáveis para a precisão, os resultados poderão ser encaminhados para uma equipe es-
pecialista, de forma que possam avaliar o resultado pela ótica do negócio. Uma possível
forma de fazer esta avaliação seria a partir de uma amostra estratificada dos processos
que foram classificados, de forma a se aferir a precisão manualmente, identificando qual
foi o percentual de processos que realmente eram do assunto que foi predito pelos mode-
los. Uma vez aprovados os modelos, pode-se seguir à incorporação dos modelos no PJe,
partindo à fase de implantação.
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4.6 Implantação

O código utilizado neste estudo se encontra disponível no Apêndice D ,e também no
repositório do GitHub do projeto11 . Este artefato de software foi estruturado de forma
que, para um determinado conjunto de dados, possa-se avaliar e eleger o melhor modelo,
tornando o trabalho reutilizável para implantação futura, feitos os eventuais ajustes que
possam ser necessários.

11GitHub: https://github.com/anacarolinarocha/classificadorDeAssuntos
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Capítulo 5

Conclusões e trabalhos futuros

Nesta seção, são apresentadas as conclusões gerais do trabalho bem como os aspectos que
podem ser explorados em estudos futuros.

5.1 Conclusões

Com o elevado número de processos na justiça do trabalho, quer-se criar formas de extrair
informações de forma automática das peças processuais que são juntadas aos processos.
Assim, este trabalho tem por objetivo avaliar a aplicação de algoritmos de aprendizado
de máquina para verificar seu desempenho na atividade de identificar o assunto principal
de processos com Recurso Ordinário que chegam ao 2o grau do PJe.

Dentre as dificuldades encontradas no presente trabalho, tem-se a existência de uma
base de dados com elevada taxa de ruído, a dificuldade de se distinguir o assunto principal
dos demais assuntos combinada com a sua não predominância textual, e a existência de
textos de grandes extensões na maior parte dos dados, com um vocabulário jurídico muito
específico.

Inicialmente, foi dada uma explicação sobre a organização da Justiça do Trabalho,
e como se da a relação desta Justiça com o sistema PJe. Em seguida, foi feita uma
análise exploratória dos dados, onde se analisou a distribuição processos, dos documentos
passíveis de análise, o teor dos documentos, a distribuição dos assuntos quanto aos níveis
e a distribuição dos processos quanto aos assuntos no nível 3. Estas informações agora se
encontram disponíveis para apoio de outras pesquisas que envolvam estes dados.

Conforme revisão da literatura, escolheu-se a aplicação dos algoritmos Multinomial
Naïve Bayes, SVM, Multi-layer Perceptron e Random Forest para fazer a predição dos
assuntos, combinados com três tipos de representação de textos, os TF-IDF, BM25 e LSA
com 100 e 250 tópicos. Foi realizada ainda uma busca de hiper-parâmetros para encon-
trar a melhor configuração dentre as várias possibilidades testadas em cada algoritmo.
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A métrica escolhida para a ordenação dos modelos foi a micro precisão, sendo o melhor
resultado apresentado pelo MLP, com 46,01% de micro precisão. O SVM, embora tenha
apresentado uma micro precisão menor, de 42,58%, foi o modelo que apresentou os melho-
res resultados em todas as outras métricas aferidas. O valor de 46,01% de micro precisão
foi considerado muito baixo comparado com os demais trabalhos de áreas similares, que
apresentaram em média 85,00% de micro precisão, de forma que novas análises foram
feitas com os modelos vencedores de cada algoritmo.

Dada a subjetividade da escolha do assunto principal, fez-se a análise das métricas
observando-se se o modelo teria predito um dos assuntos que existe no processo, ainda
que não fosse o principal. Ao mudar esta perspectiva, as métricas de micro precisão
subiram em média 31,48%, sendo que o modelo RF apresentou o valor de 75,21% na
micro precisão. Este valor já é considerado razoável dada a dificuldade do trabalho e o
a modelagem multiclasse que foi utilizada, que, conforme explicado, acabou por inserir
mais ruído na base de treinamento.

Uma última análise foi feita, trabalhando-se com o problema a partir de um ponto de
vista multirrótulo. Neste caso, analisou-se qual seria o percentual de assuntos corretos
que seriam preditos pelos modelos ao permitir que o modelo tentasse acertar 5 assuntos
ou ainda 10 assuntos. Nos dois casos o modelo vencedor foi o SVM. Para o caso de 5
tentativas, o modelo conseguiu acertar 55,77% dos assuntos do processo, e para o caso de
10 tentativas, o modelo acertou 70,84%, ou seja, considerando a quantidade média de 5
assuntos por processo, o modelo acertaria 3 assuntos.

O aumento significativo na métrica de precisão, quando se analisa se houve acerto de
qualquer um dos assuntos, é um forte indício da subjetividade desta escolha, deixando a
indagação para os especialistas sobre a relevância de se ter um dos assuntos denominados
como principal como uma escolha obrigatória no PJe.

Por fim, como último objetivo colocado, foi disponibilizado um artefato de software
capaz de receber um arquivo CSV, processá-lo em um pipeline especifico, fazer a criação
de modelos com uma busca limitada de hiper-parâmetros, utilizando o texto em diferentes
formatos de features, e escolher o modelo vencedor baseado na micro precisão.

5.2 Trabalhos futuros

A partir do estudo feito, tem-se alguns espaços que que ainda podem ser explorados
para resolver este problema. Acredita-se que o maior desafio encontrado neste trabalho
foi a elevada quantidade de ruído na base, indicando que mais esforços devem ser feitos
com o objetivo de atenuar este problema, uma vez que se sabe que a elevada quantidade
de ruído na base é altamente prejudicial aos algoritmos de classificação. Este problema
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pode ser melhor explorado investindo-se mais em classificação manual; aplicando técnicas
computacionais específicas para identificar o ruído da base; e ainda trabalhando-se com
abordagens semi-supervisionadas, onde apenas parte dos dados precisaria estar correta-
mente classificada. Ainda sobre a qualidade dos dados, o processo de extração de dados
utilizado pode ser reformulado, bem como o pipeline de processamento para a monta-
gem dos modelos binários, para que cada modelo binário utilizasse como contraexemplos
apenas processos que não contivessem o assunto alvo como assunto.

Dentre outra possibilidades de trabalhos futuros, pode-se se citar algumas formas de
manipulação do texto que não foram exploradas, dentre elas o TF-IDF com n-gramas;
o uso de vetores de palavras que tenham sido treinados em um conjunto de textos da
justiça do trabalho; a extração de features que representem aspectos linguísticos do texto;
a agregação de outras informações como entidades nomeadas, entre outros. Novos avanços
também tem sido apresentados fazendo outros tipos de tokenização, como por exemplo,
a quebra das palavras em sub-palavras1.

Outro ponto a ser explorado se refere à hierarquia dos assuntos. Neste trabalho, a
hierarquia foi tratada de forma flat, ou seja, desconsiderou-se os nós pais para fazer a
classificação no nível 3. Estas informações podem ser utilizadas para fazer uso de uma
abordagem que considere toda a árvore de assuntos.

Optando-se por um outro ponto de partida, considerando a subjetividade da escolha do
assunto principal apresentada, pode-se fazer a modelagem do problema como um problema
multirrótulo, utilizando algoritmos específicos para este tipo de abordagem.

Por fim, podem ser testados novos modelos de classificação e outras formas de ensamble
não testadas aqui. Em especial, dentro dos modelos de redes neurais, grandes avanços têm
sido feitos com as redes recorrentes e vetores de palavras, uma vez que estas conseguem
levar em consideração a sequência das palavras, e muito disso se perde ao fazer uso de
modelagens como TF-IDF, BM25 ou LSA.

Devido a limitações de recurso disponível para este trabalho, algumas técnicas mais
atuais ficaram fora do escopo de análise deste estudo. Dentro do estado da arte que se
apresenta atualmente, um dos modelos mais promissores são os modelos de linguagem,
que fazem uso da transferência de conhecimento, permitindo extrair conhecimento de um
enorme conjunto de textos, tais como ULMFit, Bert e GPT-2. Acredita-se que com a
disseminação de modelos pré-treinados em português o uso destes modelos estará cada
dia mais viável.

1SentencePiece: https://www.aclweb.org/anthology/D18-2012/
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Tabela A.1: Distribuição de processos por assunto nível 3 (Parte I).
Assunto Quantidade

de Proces-
sos

Percentual Frequência
Cumula-
tiva

2546 - Verbas Rescisórias 422894 18.28% 18.28%
2086 - Horas Extras 239341 10.35% 28.63%
1855 - Indenização por Dano Moral 237597 10.27% 38.90%
2594 - Adicional 186050 8.04% 46.94%
2458 - Salário / Diferença Salarial 145764 6.30% 53.24%
2704 - Tomador de Serviços / Terceiri-
zação

80903 3.50% 56.74%

2656 - Reintegração / Readmissão ou In-
denização

75848 3.28% 60.01%

2140 - Intervalo Intrajornada 63085 2.73% 62.74%
2435 - Rescisão Indireta 56775 2.45% 65.20%
2029 - FGTS 48981 2.12% 67.31%
2583 - Abono 46530 2.01% 69.32%
2554 - Reconhecimento de Relação de
Emprego

44634 1.93% 71.25%

8808 - Indenização por Dano Material 34091 1.47% 72.73%
2117 - Supressão / Redução de Horas
Extras Habituais - Indenização

30467 1.32% 74.04%

2021 - Indenização / Dobra / Terço
Constitucional

28646 1.24% 75.28%

5280 - Bancários 27352 1.18% 76.47%
1904 - Despedida / Dispensa Imotivada 25977 1.12% 77.59%
1844 - CTPS 25421 1.10% 78.69%
2055 - Gratificação 21318 0.92% 79.61%
1907 - Justa Causa / Falta Grave 21001 0.91% 80.52%
1806 - Alteração Contratual ou das Con-
dições de Trabalho

19427 0.84% 81.36%

55220 - Indenização por Dano Moral 18080 0.78% 82.14%
2506 - Ajuda / Tíquete Alimentação 16668 0.72% 82.86%
4437 - Revisão de Sentença Normativa 15528 0.67% 83.53%
10570 - FGTS 15127 0.65% 84.18%
1783 - Comissão 15041 0.65% 84.83%
1888 - Descontos Salariais - Devolução 14666 0.63% 85.47%
2478 - Seguro Desemprego 14606 0.63% 86.10%
5356 - Grupo Econômico 14604 0.63% 86.73%
1773 - Contribuição Sindical 14390 0.62% 87.35%
1663 - Adicional Noturno 12040 0.52% 87.87%
5272 - Administração Pública 12012 0.52% 88.39%
2215 - Multa Prevista em Norma Cole-
tiva

11292 0.49% 88.88%

1767 - Cesta Básica 10672 0.46% 89.34%
1661 - Horas in Itinere 9897 0.43% 89.77%
1690 - Contribuição / Taxa Assis-
tencial

8848 0.38% 90.15%90



Tabela A.2: Distribuição de processos por assunto nível 3 (Parte II).
Assunto Quantidade

de Proces-
sos

Percentual Frequência
Cumula-
tiva

4435 - Norma Coletiva - Aplicabilidade
/ Cumprimento

8572 0.37% 90.52%

55348 - Direito de Greve 8002 0.35% 90.87%
2624 - Complementação de Aposentado-
ria / Pensão

7972 0.34% 91.21%

2139 - Intervalo Interjornadas 7058 0.31% 91.52%
2019 - Fruição / Gozo 6791 0.29% 91.81%
55345 - Acordo e Convenção Coletivos
de Trabalho

6782 0.29% 92.10%

2364 - Plano de Saúde 6723 0.29% 92.39%
55405 - Quitação 6692 0.29% 92.68%
2426 - Repouso Semanal Remunerado e
Feriado

6256 0.27% 92.95%

55056 - Judicial 6100 0.26% 93.22%
55170 - Participação nos Lucros ou Re-
sultados - PLR

6001 0.26% 93.48%

2663 - Abono Pecuniário 5851 0.25% 93.73%
55095 - Compensação de Jornada 5414 0.23% 93.96%
2116 - Sobreaviso / Prontidão / Tempo
à Disposição

5347 0.23% 94.20%

55172 - Quebra de Caixa 5118 0.22% 94.42%
55108 - Alteração da Jornada 4893 0.21% 94.63%
10581 - Turno Ininterrupto de Reveza-
mento

4693 0.20% 94.83%

10571 - Acidente de Trabalho 4550 0.20% 95.03%
1816 - Contrato por Prazo Determinado 4546 0.20% 95.22%
5294 - Professores 4349 0.19% 95.41%
55091 - Enquadramento Sindical 4019 0.17% 95.59%
2540 - Vale Transporte 3959 0.17% 95.76%
2666 - Décimo Terceiro Salário 3605 0.16% 95.91%
7631 - Honorários Profissionais 3569 0.15% 96.07%
5288 - Digitadores / Mecanógrafos / Da-
tilógrafos

3564 0.15% 96.22%

55355 - Sentença Normativa 3189 0.14% 96.36%
2331 - Prêmio 3105 0.13% 96.49%
8805 - Sucessão de Empregadores 3070 0.13% 96.63%
2537 - Unicidade Contratual 2859 0.12% 96.75%
55219 - Indenização por Dano Material 2575 0.11% 96.86%
10564 - Contribuição Sindical Rural 2396 0.10% 96.96%
8806 - Subempreitada 2143 0.09% 97.06%
1920 - Diárias 2074 0.09% 97.15%
55204 - Pedido de Demissão 2018 0.09% 97.23%
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Tabela A.3: Distribuição de processos por assunto nível 3 (Parte III).
Assunto Quantidade

de Proces-
sos

Percentual Frequência
Cumula-
tiva

1691 - Contribuição Confederativa 1937 0.08% 97.32%
4442 - Restituição / Indenização de Des-
pesa

1935 0.08% 97.40%

55105 - Advogados 1817 0.08% 97.48%
5276 - Controle de Jornada 1817 0.08% 97.56%
4452 - Representação Sindical 1806 0.08% 97.64%
1703 - Eleição de Dirigente Sindical 1768 0.08% 97.71%
2243 - Plano de Demissão Voluntária /
Incentivada

1707 0.07% 97.79%

55216 - Indenização por Dano Moral Co-
letivo

1559 0.07% 97.85%

4438 - Norma Coletiva - Anulação 1518 0.07% 97.92%
55386 - Desvio de Função e Reenquadra-
mento

1489 0.06% 97.98%

7633 - Trabalhador Avulso 1432 0.06% 98.05%
2477 - Seguro de Vida 1413 0.06% 98.11%
55055 - Extrajudicial 1350 0.06% 98.17%
2409 - Enquadramento / Classificação 1346 0.06% 98.22%
8807 - Sócio / Acionista 1334 0.06% 98.28%
7629 - Empreitada 1152 0.05% 98.33%
5273 - Suspensão / Interrupção do Con-
trato de Trabalho

1137 0.05% 98.38%

55340 - Responsabilidade 1117 0.05% 98.43%
55150 - Complementação de Benefício
Previdenciário

1099 0.05% 98.48%

55088 - Comprovação de Repasse da
Contribuição Sindical

1078 0.05% 98.52%

55322 - Empregados Portuários 1014 0.04% 98.57%
1789 - Complemento Temporário Variá-
vel de Ajuste ao Piso de Mercado

994 0.04% 98.61%

5284 - Engenheiro, Arquiteto e Enge-
nheiro Agrônomo

982 0.04% 98.65%

2557 - Contrato de Aprendizagem 924 0.04% 98.69%
55385 - Comissões 911 0.04% 98.73%
2606 - Ajuda de Custo 904 0.04% 98.77%
1705 - Registro de Entidade Sindical 895 0.04% 98.81%
55053 - Enquadramento 893 0.04% 98.85%
55113 - Base de Cálculo 852 0.04% 98.88%
7646 - Rural 836 0.04% 98.92%
2559 - Contrato de Estágio 825 0.04% 98.96%
55192 - Aposentadoria 823 0.04% 98.99%
55202 - Morte 806 0.03% 99.03%
2273 - PIS - Indenização 734 0.03% 99.06%92



Tabela A.4: Distribuição de processos por assunto nível 3 (Parte IV).
Assunto Quantidade

de Proces-
sos

Percentual Frequência
Cumula-
tiva

55400 - Sexta Parte 729 0.03% 99.09%
2450 - Gorjeta 720 0.03% 99.12%
5296 - Radialistas 718 0.03% 99.15%
55209 - Indenização por Dano Estético 699 0.03% 99.18%
5297 - Serviços de Telefonia ouTelegrafia 683 0.03% 99.21%
5277 - Aeronautas 661 0.03% 99.24%
5282 - Domésticos 655 0.03% 99.27%
2349 - Contribuição de Previdência Pri-
vada - Resgate

653 0.03% 99.30%

5301 - Vigia e Vigilantes 581 0.03% 99.32%
55087 - Multa por Atraso de Contribui-
ção Sindical

553 0.02% 99.35%

5279 - Atleta Profissional 543 0.02% 99.37%
5299 - Trabalhadores em Petróleo 538 0.02% 99.39%
55382 - Ação Trabalhista Arquivada -
Interrupção

521 0.02% 99.41%

55043 - Ferroviários 503 0.02% 99.44%
8813 - Licenças e Folgas - Conversão em
Pecúnia

473 0.02% 99.46%

2233 - Contratação de Reabilitados e
Deficientes Habilitados

456 0.02% 99.48%

55403 - Fraude 449 0.02% 99.50%
55008 - Prorrogação de Sentença Nor-
mativa

435 0.02% 99.51%

7630 - Representante Comercial Autô-
nomo

430 0.02% 99.53%

55197 - Falência 425 0.02% 99.55%
55423 - Concessão de Serviço Público 423 0.02% 99.57%
55225 - Regime Jurídico - Mudança 394 0.02% 99.59%
7645 - Aeroviários 371 0.02% 99.60%
55343 - Responsabilidade 339 0.01% 99.62%
2670 - Cooperativa de Trabalho 338 0.01% 99.63%
2558 - Advertência / Suspensão 338 0.01% 99.65%
55034 - Outras Categorias Profissionais 336 0.01% 99.66%
55383 - Alteração Contratual 316 0.01% 99.68%
8824 - Indenização por Tempo de Ser-
viço

310 0.01% 99.69%

55344 - CTPS 307 0.01% 99.70%
5286 - Jornalistas 291 0.01% 99.71%
55347 - Anulação de Constituição de
Sindicato

290 0.01% 99.73%

55149 - Ajuda Quilometragem 285 0.01% 99.74%
55199 - Indenização por Rescisão Ante-
cipada de Contrato a Termo

270 0.01% 99.75%93



Tabela A.5: Distribuição de processos por assunto nível 3 (Parte V).
Assunto Quantidade

de Proces-
sos

Percentual Frequência
Cumula-
tiva

1957 - PIS / RAIS - Cadastramento 268 0.01% 99.76%
55339 - Extinção Normal do Contrato a
Termo

258 0.01% 99.77%

55195 - Juros de Mora 258 0.01% 99.79%
55196 - Extinção do Estabelecimento /
Empresa

256 0.01% 99.80%

5287 - Marítimos 243 0.01% 99.81%
55148 - Ajuda Combustível 240 0.01% 99.82%
55122 - Trabalhador Autônomo Não Es-
pecifificado

234 0.01% 99.83%

55082 - Reintegração de Posse - Despejo 214 0.01% 99.84%
2421 - Mulher 216 0.01% 99.85%
55009 - Extensão de Sentença Norma-
tiva

208 0.01% 99.85%

55081 - Menor 199 0.01% 99.86%
1849 - Culpa Recíproca 192 0.01% 99.87%
55338 - Incidência em Indenização PDV
/ PDI

187 0.01% 99.88%

55354 - Prazo de Vigência - Norma Co-
letiva

178 0.01% 99.89%

5289 - Médicos 169 0.01% 99.89%
55104 - Trabalho Externo 163 0.01% 99.90%
55070 - Exame Médico 162 0.01% 99.91%
55115 - Férias Coletivas 147 0.01% 99.92%
55397 - Auxílio Creche 130 0.01% 99.92%
7632 - Trabalhador Eventual 119 0.01% 99.93%
2493 - Tarefa 115 0.01% 99.93%
55080 - Deficiente Físico 102 0.00% 99.94%
55342 - Forma de Cálculo 95 0.00% 99.94%
5290 - Mineiros de Subsolos 89 0.00% 99.94%
2133 - Inquérito Administrativo - Vali-
dade

87 0.00% 99.95%

55041 - Enfermeiros 86 0.00% 99.95%
55120 - Mandato 82 0.00% 99.95%
55052 - Rural 69 0.00% 99.96%
10569 - Técnico em Radiologia 69 0.00% 99.96%
55384 - Complementação de Aposenta-
doria / Pensão

67 0.00% 99.96%

55121 - Parceria 66 0.00% 99.97%
55159 - Gueltas 63 0.00% 99.97%
55337 - Forma de Cálculo 60 0.00% 99.97%
55040 - Enfermagem 52 0.00% 99.97%

94



Tabela A.6: Distribuição de processos por assunto nível 3 (Parte VI).
Assunto Quantidade

de Proces-
sos

Percentual Frequência
Cumula-
tiva

55036 - Corretores de Imóveis 51 0.00% 99.98%
5291 - Músicos Profissionais 50 0.00% 99.98%
55010 - Espontânea 45 0.00% 99.98%
55118 - Contrato em Regime de Tempo
Parcial

41 0.00% 99.98%

7647 - Diarista 42 0.00% 99.98%
55021 - Administradores 39 0.00% 99.99%
5292 - Operadores de Carga e Descarga
(Estiva e Capatazia)

37 0.00% 99.99%

5278 - Artistas 32 0.00% 99.99%
55198 - Força Maior / Factum Principis 31 0.00% 99.99%
55169 - Retribuição por Invenção e Pa-
tente

27 0.00% 99.99%

55037 - Corretores de Seguros 22 0.00% 99.99%
55044 - Fisioterapeutas / Terapeutas
Ocupacionais

19 0.00% 99.99%

55116 - Assistentes Sociais 16 0.00% 99.99%
55065 - Teletrabalho / Trabalho à Dis-
tância / Trabalho em Domicílio

17 0.00% 99.99%

55024 - Contrato de Equipe 17 0.00% 99.99%
55123 - Químicos 13 0.00% 100.00%
5295 - Trabalhador Voluntário 15 0.00% 100.00%
55049 - Relações Públicas 12 0.00% 100.00%
55035 - Corretagem 11 0.00% 100.00%
5293 - Operadores Cinematográficos 11 0.00% 100.00%
55117 - Contabilistas 12 0.00% 100.00%
55045 - Nutricionistas 10 0.00% 100.00%
55048 - Cabineiros de Elevador 6 0.00% 100.00%
5281 - Biólogos 6 0.00% 100.00%
55387 - Publicitários 6 0.00% 100.00%
55032 - Expurgos Inflacionários 6 0.00% 100.00%
55119 - Mãe Social 5 0.00% 100.00%
55031 - Bibliotecários 4 0.00% 100.00%
55050 - Economistas 3 0.00% 100.00%
55047 - Psicólogos 3 0.00% 100.00%
55039 - Secretários 3 0.00% 100.00%
55079 - Indígena 1 0.00% 100.00%
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Tabela A.7: Distribuição de processos por assunto no conjunto de treinamento .
Código do Assunto Quantidade de Documentos

2546 36937
1855 22976
2594 11815
2086 10797
2458 8842
2704 6557
2021 4752
2656 3874
2140 3680
2117 3560
2435 2817
2029 2349
1904 1858
2583 1854
2215 1781
10570 1736
2478 1644
2554 1559
8808 1445
1888 1290
5280 1257
1663 1226
1806 1185
2055 1166
2506 1054
1661 1043
1783 1043
1767 976
1844 919
1907 744
5272 486
5356 450
1690 399
1773 259
4437 207

96



Ta
be

la
A
.8
:
R
es
ul
ta
do

s
do

G
rid

Se
ar
ch

pa
ra

o
M
N
B.

0.
38

8
(+

/-
0.
01

0)
fo
r

{’
es
tim

at
or
_
_
n_

es
tim

at
or
s’:

5,
’e
st
im

at
or
_
_
m
ax

_
sa
m
pl
es
’:

0.
5,

’e
st
im

a-
to
r_

_
ba

se
_
es
tim

at
or
_
_
al
ph

a’
:
0.
5}

0.
39
0

(+
/-
0.
00
9)

fo
r

{’
es
tim

at
or
_
_
n_

es
tim

at
or
s’:

3,
’e
st
im

at
or
_
_
m
ax

_
sa
m
pl
es
’:

0.
8,

’e
st
im

a-
to
r_

_
ba

se
_
es
tim

at
or
_
_
al
ph

a’
:
0.
00
1}

0.
39
1

(+
/-
0.
00
8)

fo
r

{’
es
tim

at
or
_
_
n_

es
tim

at
or
s’:

3,
’e
st
im

at
or
_
_
m
ax

_
sa
m
pl
es
’:

0.
8,

’e
st
im

a-
to
r_

_
ba

se
_
es
tim

at
or
_
_
al
ph

a’
:
0.
01
}

0.
38
5

(+
/-
0.
00
6)

fo
r

{’
es
tim

at
or
_
_
n_

es
tim

at
or
s’:

3,
’e
st
im

at
or
_
_
m
ax

_
sa
m
pl
es
’:

0.
5,

’e
st
im

a-
to
r_

_
ba

se
_
es
tim

at
or
_
_
al
ph

a’
:
0.
00
1}

0.
38
7

(+
/-
0.
01
0)

fo
r

{’
es
tim

at
or
_
_
n_

es
tim

at
or
s’:

3,
’e
st
im

at
or
_
_
m
ax

_
sa
m
pl
es
’:

0.
5,

’e
st
im

a-
to
r_

_
ba

se
_
es
tim

at
or
_
_
al
ph

a’
:
0.
1}

0.
38
7

(+
/-
0.
00
4)

fo
r

{’
es
tim

at
or
_
_
n_

es
tim

at
or
s’:

5,
’e
st
im

at
or
_
_
m
ax

_
sa
m
pl
es
’:

0.
5,

’e
st
im

a-
to
r_

_
ba

se
_
es
tim

at
or
_
_
al
ph

a’
:
0.
1}

0.
39
0

(+
/-
0.
00
8)

fo
r

{’
es
tim

at
or
_
_
n_

es
tim

at
or
s’:

3,
’e
st
im

at
or
_
_
m
ax

_
sa
m
pl
es
’:

0.
8,

’e
st
im

a-
to
r_

_
ba

se
_
es
tim

at
or
_
_
al
ph

a’
:
1}

0.
38
9

(+
/-
0.
00
8)

fo
r

{’
es
tim

at
or
_
_
n_

es
tim

at
or
s’:

5,
’e
st
im

at
or
_
_
m
ax

_
sa
m
pl
es
’:

0.
5,

’e
st
im

a-
to
r_

_
ba

se
_
es
tim

at
or
_
_
al
ph

a’
:
0.
01
}

0.
39
2
(+

/-
0.
00
8)

fo
r
{’
es
ti
m
at
or
_
_
n_

es
ti
m
at
or
s’
:
5,

’e
st
im

at
or
_
_
m
ax

_
sa
m
pl
es
’:

0.
8,

’e
st
im

a-
to
r_

_
ba

se
_
es
ti
m
at
or
_
_
al
ph

a’
:
0.
5}

0.
38
8

(+
/-
0.
00
5)

fo
r

{’
es
tim

at
or
_
_
n_

es
tim

at
or
s’:

5,
’e
st
im

at
or
_
_
m
ax

_
sa
m
pl
es
’:

0.
5,

’e
st
im

a-
to
r_

_
ba

se
_
es
tim

at
or
_
_
al
ph

a’
:
0.
00
1}

97



Ta
be

la
A
.9
:
R
es
ul
ta
do

s
do

G
rid

Se
ar
ch

pa
ra

o
SV

M
.

0.
37

2
(+

/-
0.
00

9)
fo
r

{’
es
tim

at
or
_
_
n_

es
tim

at
or
s’:

3,
’e
st
im

at
or
_
_
m
ax

_
sa
m
pl
es
’:

0.
5,

’e
st
im

a-
to
r_

_
ba

se
_
es
tim

at
or
_
_
ba

se
_
es
tim

at
or
_
_
C
’:
0.
01

}
0.
38
0

(+
/-
0.
01
0)

fo
r

{’
es
tim

at
or
_
_
n_

es
tim

at
or
s’:

3,
’e
st
im

at
or
_
_
m
ax

_
sa
m
pl
es
’:

0.
8,

’e
st
im

a-
to
r_

_
ba

se
_
es
tim

at
or
_
_
ba

se
_
es
tim

at
or
_
_
C
’:
0.
01
}

0.
37
4

(+
/-
0.
00
4)

fo
r

{’
es
tim

at
or
_
_
n_

es
tim

at
or
s’:

3,
’e
st
im

at
or
_
_
m
ax

_
sa
m
pl
es
’:

0.
8,

’e
st
im

a-
to
r_

_
ba

se
_
es
tim

at
or
_
_
ba

se
_
es
tim

at
or
_
_
C
’:
10
}

0.
39
2
(+

/-
0.
00
4)

fo
r
{’
es
ti
m
at
or
_
_
n_

es
ti
m
at
or
s’
:
5,

’e
st
im

at
or
_
_
m
ax

_
sa
m
pl
es
’:

0.
8,

’e
st
im

a-
to
r_

_
ba

se
_
es
ti
m
at
or
_
_
ba

se
_
es
ti
m
at
or
_
_
C
’:
1}

0.
38
9

(+
/-
0.
00
6)

fo
r

{’
es
tim

at
or
_
_
n_

es
tim

at
or
s’:

3,
’e
st
im

at
or
_
_
m
ax

_
sa
m
pl
es
’:

0.
8,

’e
st
im

a-
to
r_

_
ba

se
_
es
tim

at
or
_
_
ba

se
_
es
tim

at
or
_
_
C
’:
0.
1}

0.
36
7

(+
/-
0.
00
5)

fo
r

{’
es
tim

at
or
_
_
n_

es
tim

at
or
s’:

3,
’e
st
im

at
or
_
_
m
ax

_
sa
m
pl
es
’:

0.
5,

’e
st
im

a-
to
r_

_
ba

se
_
es
tim

at
or
_
_
ba

se
_
es
tim

at
or
_
_
C
’:
10
}

0.
38
9

(+
/-
0.
00
5)

fo
r

{’
es
tim

at
or
_
_
n_

es
tim

at
or
s’:

5,
’e
st
im

at
or
_
_
m
ax

_
sa
m
pl
es
’:

0.
8,

’e
st
im

a-
to
r_

_
ba

se
_
es
tim

at
or
_
_
ba

se
_
es
tim

at
or
_
_
C
’:
0.
1}

0.
38
9

(+
/-
0.
00
4)

fo
r

{’
es
tim

at
or
_
_
n_

es
tim

at
or
s’:

3,
’e
st
im

at
or
_
_
m
ax

_
sa
m
pl
es
’:

0.
8,

’e
st
im

a-
to
r_

_
ba

se
_
es
tim

at
or
_
_
ba

se
_
es
tim

at
or
_
_
C
’:
1}

0.
38
2

(+
/-
0.
00
5)

fo
r

{’
es
tim

at
or
_
_
n_

es
tim

at
or
s’:

3,
’e
st
im

at
or
_
_
m
ax

_
sa
m
pl
es
’:

0.
5,

’e
st
im

a-
to
r_

_
ba

se
_
es
tim

at
or
_
_
ba

se
_
es
tim

at
or
_
_
C
’:
1}

0.
38
5

(+
/-
0.
00
4)

fo
r

{’
es
tim

at
or
_
_
n_

es
tim

at
or
s’:

5,
’e
st
im

at
or
_
_
m
ax

_
sa
m
pl
es
’:

0.
5,

’e
st
im

a-
to
r_

_
ba

se
_
es
tim

at
or
_
_
ba

se
_
es
tim

at
or
_
_
C
’:
1}

98



Ta
be

la
A
.1
0:

R
es
ul
ta
do

s
do

G
rid

Se
ar
ch

pa
ra

o
R
F.

0.
39

5
(+

/-
0.
00

6)
fo
r

{’
es
tim

at
or
_
_
n_

es
tim

at
or
s’:

3,
’e
st
im

at
or
_
_
m
ax

_
sa
m
pl
es
’:

0.
8,

’e
st
im

at
or
_
_
ba

se
_
es
tim

at
or
_
_
n_

es
tim

at
or
s’:

20
0,

’e
st
im

at
or
_
_
ba

se
_
es
tim

at
or
_
_
m
in
_
sa
m
pl
es
_
sp
lit
’:

0.
05

,
’e
st
im

at
or
_
_
ba

se
_
es
tim

at
or
_
_
m
in
_
sa
m
pl
es
_
le
af
’:

0.
05

,
’e
st
im

a-
to
r_

_
ba

se
_
es
tim

at
or
_
_
m
ax

_
fe
at
ur
es
’:
0.
8,

’e
st
im

at
or
_
_
ba

se
_
es
tim

at
or
_
_
m
ax

_
de

pt
h’
:
50

}
0.
00
0

(+
/-
0.
00
0)

fo
r
{’
es
tim

at
or
_
_
n_

es
tim

at
or
s’:

5,
’e
st
im

at
or
_
_
m
ax

_
sa
m
pl
es
’:

0.
8,

’e
st
im

at
or
_
_
ba

se
_
es
tim

at
or
_
_
n_

es
tim

at
or
s’:

10
0,

’e
st
im

at
or
_
_
ba

se
_
es
tim

at
or
_
_
m
in
_
sa
m
pl
es
_
sp
lit
’:

0.
05
,

’e
st
im

at
or
_
_
ba

se
_
es
tim

at
or
_
_
m
in
_
sa
m
pl
es
_
le
af
’:

0.
5,

’e
st
im

a-
to
r_

_
ba

se
_
es
tim

at
or
_
_
m
ax

_
fe
at
ur
es
’:
0.
3,

’e
st
im

at
or
_
_
ba

se
_
es
tim

at
or
_
_
m
ax

_
de
pt
h’
:
10
0}

0.
40
4

(+
/-
0.
00
6)

fo
r

{’
es
ti
m
at
or
_
_
n_

es
ti
m
at
or
s’
:

5,
’e
st
im

at
or
_
_
m
ax

_
sa
m
pl
es
’:

0.
8,

’e
st
im

a-
to
r_

_
ba

se
_
es
ti
m
at
or
_
_
n_

es
ti
m
at
or
s’
:

20
0,

’e
st
im

at
or
_
_
ba

se
_
es
ti
m
at
or
_
_
m
in
_
sa
m
pl
es
_
sp
lit
’:

0.
05
,

’e
st
im

a-
to
r_

_
ba

se
_
es
ti
m
at
or
_
_
m
in
_
sa
m
pl
es
_
le
af
’:

0.
05
,

’e
st
im

at
or
_
_
ba

se
_
es
ti
m
at
or
_
_
m
ax

_
fe
at
ur
es
’:

0.
5,

’e
st
im

a-
to
r_

_
ba

se
_
es
ti
m
at
or
_
_
m
ax

_
de

pt
h’
:
30
}

0.
00
0

(+
/-
0.
00
0)

fo
r
{’
es
tim

at
or
_
_
n_

es
tim

at
or
s’:

3,
’e
st
im

at
or
_
_
m
ax

_
sa
m
pl
es
’:

0.
8,

’e
st
im

at
or
_
_
ba

se
_
es
tim

at
or
_
_
n_

es
tim

at
or
s’:

10
0,

’e
st
im

at
or
_
_
ba

se
_
es
tim

at
or
_
_
m
in
_
sa
m
pl
es
_
sp
lit
’:

0.
1,

’e
st
im

at
or
_
_
ba

se
_
es
tim

at
or
_
_
m
in
_
sa
m
pl
es
_
le
af
’:

0.
5,

’e
st
im

a-
to
r_

_
ba

se
_
es
tim

at
or
_
_
m
ax

_
fe
at
ur
es
’:
0.
5,

’e
st
im

at
or
_
_
ba

se
_
es
tim

at
or
_
_
m
ax

_
de
pt
h’
:
50
}

0.
39
5

(+
/-
0.
00
3)

fo
r
{’
es
tim

at
or
_
_
n_

es
tim

at
or
s’:

3,
’e
st
im

at
or
_
_
m
ax

_
sa
m
pl
es
’:

0.
8,

’e
st
im

at
or
_
_
ba

se
_
es
tim

at
or
_
_
n_

es
tim

at
or
s’:

30
0,

’e
st
im

at
or
_
_
ba

se
_
es
tim

at
or
_
_
m
in
_
sa
m
pl
es
_
sp
lit
’:

0.
1,

’e
st
im

at
or
_
_
ba

se
_
es
tim

at
or
_
_
m
in
_
sa
m
pl
es
_
le
af
’:

0.
05
,

’e
st
im

a-
to
r_

_
ba

se
_
es
tim

at
or
_
_
m
ax

_
fe
at
ur
es
’:
0.
8,

’e
st
im

at
or
_
_
ba

se
_
es
tim

at
or
_
_
m
ax

_
de
pt
h’
:
10
0}

0.
39
0

(+
/-
0.
00
9)

fo
r
{’
es
tim

at
or
_
_
n_

es
tim

at
or
s’:

5,
’e
st
im

at
or
_
_
m
ax

_
sa
m
pl
es
’:

0.
5,

’e
st
im

at
or
_
_
ba

se
_
es
tim

at
or
_
_
n_

es
tim

at
or
s’:

30
0,

’e
st
im

at
or
_
_
ba

se
_
es
tim

at
or
_
_
m
in
_
sa
m
pl
es
_
sp
lit
’:

0.
1,

’e
st
im

at
or
_
_
ba

se
_
es
tim

at
or
_
_
m
in
_
sa
m
pl
es
_
le
af
’:

0.
1,

’e
st
im

a-
to
r_

_
ba

se
_
es
tim

at
or
_
_
m
ax

_
fe
at
ur
es
’:
0.
5,

’e
st
im

at
or
_
_
ba

se
_
es
tim

at
or
_
_
m
ax

_
de
pt
h’
:
10
0}

0.
40
4

(+
/-
0.
00
6)

fo
r

{’
es
ti
m
at
or
_
_
n_

es
ti
m
at
or
s’
:

3,
’e
st
im

at
or
_
_
m
ax

_
sa
m
pl
es
’:

0.
5,

’e
st
im

a-
to
r_

_
ba

se
_
es
ti
m
at
or
_
_
n_

es
ti
m
at
or
s’
:

20
0,

’e
st
im

at
or
_
_
ba

se
_
es
ti
m
at
or
_
_
m
in
_
sa
m
pl
es
_
sp
lit
’:

0.
1,

’e
st
im

a-
to
r_

_
ba

se
_
es
ti
m
at
or
_
_
m
in
_
sa
m
pl
es
_
le
af
’:

0.
05
,

’e
st
im

at
or
_
_
ba

se
_
es
ti
m
at
or
_
_
m
ax

_
fe
at
ur
es
’:

0.
3,

’e
st
im

a-
to
r_

_
ba

se
_
es
ti
m
at
or
_
_
m
ax

_
de

pt
h’
:
10
0}

0.
39
8

(+
/-
0.
00
9)

fo
r
{’
es
tim

at
or
_
_
n_

es
tim

at
or
s’:

5,
’e
st
im

at
or
_
_
m
ax

_
sa
m
pl
es
’:

0.
5,

’e
st
im

at
or
_
_
ba

se
_
es
tim

at
or
_
_
n_

es
tim

at
or
s’:

10
0,

’e
st
im

at
or
_
_
ba

se
_
es
tim

at
or
_
_
m
in
_
sa
m
pl
es
_
sp
lit
’:

0.
05
,

’e
st
im

at
or
_
_
ba

se
_
es
tim

at
or
_
_
m
in
_
sa
m
pl
es
_
le
af
’:

0.
05
,

’e
st
im

a-
to
r_

_
ba

se
_
es
tim

at
or
_
_
m
ax

_
fe
at
ur
es
’:
0.
8,

’e
st
im

at
or
_
_
ba

se
_
es
tim

at
or
_
_
m
ax

_
de
pt
h’
:
50
}

0.
39
2

(+
/-
0.
01
5)

fo
r
{’
es
tim

at
or
_
_
n_

es
tim

at
or
s’:

5,
’e
st
im

at
or
_
_
m
ax

_
sa
m
pl
es
’:

0.
5,

’e
st
im

at
or
_
_
ba

se
_
es
tim

at
or
_
_
n_

es
tim

at
or
s’:

20
0,

’e
st
im

at
or
_
_
ba

se
_
es
tim

at
or
_
_
m
in
_
sa
m
pl
es
_
sp
lit
’:

0.
5,

’e
st
im

at
or
_
_
ba

se
_
es
tim

at
or
_
_
m
in
_
sa
m
pl
es
_
le
af
’:

0.
05
,

’e
st
im

a-
to
r_

_
ba

se
_
es
tim

at
or
_
_
m
ax

_
fe
at
ur
es
’:
0.
3,

’e
st
im

at
or
_
_
ba

se
_
es
tim

at
or
_
_
m
ax

_
de
pt
h’
:
30
}

0.
00
0

(+
/-
0.
00
0)

fo
r
{’
es
tim

at
or
_
_
n_

es
tim

at
or
s’:

5,
’e
st
im

at
or
_
_
m
ax

_
sa
m
pl
es
’:

0.
8,

’e
st
im

at
or
_
_
ba

se
_
es
tim

at
or
_
_
n_

es
tim

at
or
s’:

30
0,

’e
st
im

at
or
_
_
ba

se
_
es
tim

at
or
_
_
m
in
_
sa
m
pl
es
_
sp
lit
’:

0.
05
,

’e
st
im

at
or
_
_
ba

se
_
es
tim

at
or
_
_
m
in
_
sa
m
pl
es
_
le
af
’:

0.
5,

’e
st
im

a-
to
r_

_
ba

se
_
es
tim

at
or
_
_
m
ax

_
fe
at
ur
es
’:
0.
8,

’e
st
im

at
or
_
_
ba

se
_
es
tim

at
or
_
_
m
ax

_
de
pt
h’
:
50
}

99



Ta
be

la
A
.1
1:

R
es
ul
ta
do

s
do

G
rid

Se
ar
ch

pa
ra

o
M
LP

(P
ar
te

I)
.

0.
00

0
(+

/-
0.
00

0)
fo
r

{’
es
tim

at
or
_
_
n_

es
tim

at
or
s’:

5,
’e
st
im

at
or
_
_
m
ax

_
sa
m
pl
es
’:

0.
5,

’e
st
im

at
or
_
_
ba

se
_
es
tim

at
or
_
_
so
lv
er
’:

’sg
d’
,

’e
st
im

at
or
_
_
ba

se
_
es
tim

at
or
_
_
m
ax

_
ite

r’:
30

0,
’e
st
im

at
or
_
_
ba

se
_
es
tim

at
or
_
_
le
ar
ni
ng

_
ra
te
’:

’in
vs
ca
lin

g’
,

’e
st
im

a-
to
r_

_
ba

se
_
es
tim

at
or
_
_
hi
dd

en
_
la
ye
r_

siz
es
’:

(1
0,

10
),

’e
st
im

at
or
_
_
ba

se
_
es
tim

at
or
_
_
al
ph

a’
:

0.
05

,
’e
st
im

at
or
_
_
ba

se
_
es
tim

at
or
_
_
ac
tiv

at
io
n’
:

’re
lu
’}

0.
03
3

(+
/-
0.
05
2)

fo
r

{’
es
tim

at
or
_
_
n_

es
tim

at
or
s’:

5,
’e
st
im

at
or
_
_
m
ax

_
sa
m
pl
es
’:

0.
5,

’e
st
im

at
or
_
_
ba

se
_
es
tim

at
or
_
_
so
lv
er
’:

’sg
d’
,

’e
st
im

at
or
_
_
ba

se
_
es
tim

at
or
_
_
m
ax

_
ite

r’:
30
0,

’e
st
im

at
or
_
_
ba

se
_
es
tim

at
or
_
_
le
ar
ni
ng

_
ra
te
’:

’c
on

st
an

t’,
’e
s-

tim
at
or
_
_
ba

se
_
es
tim

at
or
_
_
hi
dd

en
_
la
ye
r_

siz
es
’:

(1
0,

10
),

’e
st
im

at
or
_
_
ba

se
_
es
tim

at
or
_
_
al
ph

a’
:

0.
00
1,

’e
st
im

a-
to
r_

_
ba

se
_
es
tim

at
or
_
_
ac
tiv

at
io
n’
:
’lo

gi
st
ic
’}

0.
35
1

(+
/-
0.
01
1)

fo
r

{’
es
tim

at
or
_
_
n_

es
tim

at
or
s’:

3,
’e
st
im

at
or
_
_
m
ax

_
sa
m
pl
es
’:

0.
5,

’e
st
im

at
or
_
_
ba

se
_
es
tim

at
or
_
_
so
lv
er
’:

’a
da

m
’,

’e
st
im

at
or
_
_
ba

se
_
es
tim

at
or
_
_
m
ax

_
ite

r’:
20
0,

’e
st
im

at
or
_
_
ba

se
_
es
tim

at
or
_
_
le
ar
ni
ng

_
ra
te
’:

’a
da

pt
iv
e’
,

’e
s-

tim
at
or
_
_
ba

se
_
es
tim

at
or
_
_
hi
dd

en
_
la
ye
r_

siz
es
’:

(1
0,

10
),

’e
st
im

at
or
_
_
ba

se
_
es
tim

at
or
_
_
al
ph

a’
:

0.
1,

’e
st
im

a-
to
r_

_
ba

se
_
es
tim

at
or
_
_
ac
tiv

at
io
n’
:
’re

lu
’}

0.
42
5

(+
/-
0.
01
3)

fo
r

{’
es
ti
m
at
or
_
_
n_

es
ti
m
at
or
s’
:

3,
’e
st
im

at
or
_
_
m
ax

_
sa
m
pl
es
’:

0.
8,

’e
st
im

a-
to
r_

_
ba

se
_
es
ti
m
at
or
_
_
so
lv
er
’:

’lb
fg
s’
,

’e
st
im

at
or
_
_
ba

se
_
es
ti
m
at
or
_
_
m
ax

_
it
er
’:

40
0,

’e
st
im

a-
to
r_

_
ba

se
_
es
ti
m
at
or
_
_
le
ar
ni
ng

_
ra
te
’:

’c
on

st
an

t’
,

’e
st
im

at
or
_
_
ba

se
_
es
ti
m
at
or
_
_
hi
dd

en
_
la
ye
r_

si
ze
s’
:

(1
0,

10
),

’e
st
im

at
or
_
_
ba

se
_
es
ti
m
at
or
_
_
al
ph

a’
:
0.
05
,
’e
st
im

at
or
_
_
ba

se
_
es
ti
m
at
or
_
_
ac
ti
va
ti
on

’:
’lo

gi
st
ic
’}

0.
00
9

(+
/-
0.
00
1)

fo
r

{’
es
tim

at
or
_
_
n_

es
tim

at
or
s’:

5,
’e
st
im

at
or
_
_
m
ax

_
sa
m
pl
es
’:

0.
5,

’e
st
im

at
or
_
_
ba

se
_
es
tim

at
or
_
_
so
lv
er
’:

’a
da

m
’,

’e
st
im

at
or
_
_
ba

se
_
es
tim

at
or
_
_
m
ax

_
ite

r’:
40
0,

’e
st
im

at
or
_
_
ba

se
_
es
tim

at
or
_
_
le
ar
ni
ng

_
ra
te
’:

’in
vs
ca
lin

g’
,

’e
s-

tim
at
or
_
_
ba

se
_
es
tim

at
or
_
_
hi
dd

en
_
la
ye
r_

siz
es
’:

(1
0,

5,
10
),

’e
st
im

at
or
_
_
ba

se
_
es
tim

at
or
_
_
al
ph

a’
:

0.
05
,

’e
st
im

a-
to
r_

_
ba

se
_
es
tim

at
or
_
_
ac
tiv

at
io
n’
:
’lo

gi
st
ic
’}

0.
36
6

(+
/-
0.
00
5)

fo
r

{’
es
tim

at
or
_
_
n_

es
tim

at
or
s’:

3,
’e
st
im

at
or
_
_
m
ax

_
sa
m
pl
es
’:

0.
8,

’e
st
im

at
or
_
_
ba

se
_
es
tim

at
or
_
_
so
lv
er
’:

’lb
fg
s’,

’e
st
im

at
or
_
_
ba

se
_
es
tim

at
or
_
_
m
ax

_
ite

r’:
40
0,

’e
st
im

at
or
_
_
ba

se
_
es
tim

at
or
_
_
le
ar
ni
ng

_
ra
te
’:

’c
on

st
an

t’,
’e
s-

tim
at
or
_
_
ba

se
_
es
tim

at
or
_
_
hi
dd

en
_
la
ye
r_

siz
es
’:

(1
0,

10
),

’e
st
im

at
or
_
_
ba

se
_
es
tim

at
or
_
_
al
ph

a’
:

0.
05
,

’e
st
im

a-
to
r_

_
ba

se
_
es
tim

at
or
_
_
ac
tiv

at
io
n’
:
’ta

nh
’}

0.
32
2

(+
/-
0.
04
3)

fo
r

{’
es
tim

at
or
_
_
n_

es
tim

at
or
s’:

3,
’e
st
im

at
or
_
_
m
ax

_
sa
m
pl
es
’:

0.
5,

’e
st
im

at
or
_
_
ba

se
_
es
tim

at
or
_
_
so
lv
er
’:

’sg
d’
,

’e
st
im

at
or
_
_
ba

se
_
es
tim

at
or
_
_
m
ax

_
ite

r’:
40
0,

’e
st
im

at
or
_
_
ba

se
_
es
tim

at
or
_
_
le
ar
ni
ng

_
ra
te
’:

’c
on

st
an

t’,
’e
s-

tim
at
or
_
_
ba

se
_
es
tim

at
or
_
_
hi
dd

en
_
la
ye
r_

siz
es
’:

(1
0,

10
),

’e
st
im

at
or
_
_
ba

se
_
es
tim

at
or
_
_
al
ph

a’
:

0.
00
1,

’e
st
im

a-
to
r_

_
ba

se
_
es
tim

at
or
_
_
ac
tiv

at
io
n’
:
’re

lu
’}

100



Ta
be

la
A
.1
2:

R
es
ul
ta
do

s
do

G
rid

Se
ar
ch

pa
ra

o
M
LP

(P
ar
te

II
).

0.
06

3
(+

/-
0.
00

0)
fo
r

{’
es
tim

at
or
_
_
n_

es
tim

at
or
s’:

3,
’e
st
im

at
or
_
_
m
ax

_
sa
m
pl
es
’:

0.
5,

’e
st
im

at
or
_
_
ba

se
_
es
tim

at
or
_
_
so
lv
er
’:

’sg
d’
,

’e
st
im

at
or
_
_
ba

se
_
es
tim

at
or
_
_
m
ax

_
ite

r’:
30

0,
’e
st
im

at
or
_
_
ba

se
_
es
tim

at
or
_
_
le
ar
ni
ng

_
ra
te
’:

’in
vs
ca
lin

g’
,

’e
st
im

a-
to
r_

_
ba

se
_
es
tim

at
or
_
_
hi
dd

en
_
la
ye
r_

siz
es
’:

(1
0,

5,
10

),
’e
st
im

at
or
_
_
ba

se
_
es
tim

at
or
_
_
al
ph

a’
:
0.
1,

’e
st
im

at
or
_
_
ba

se
_
es
tim

at
or
_
_
ac
tiv

at
io
n’
:

’id
en
tit

y’
}

0.
19
8

(+
/-
0.
01
2)

fo
r

{’
es
tim

at
or
_
_
n_

es
tim

at
or
s’:

5,
’e
st
im

at
or
_
_
m
ax

_
sa
m
pl
es
’:

0.
5,

’e
st
im

at
or
_
_
ba

se
_
es
tim

at
or
_
_
so
lv
er
’:

’sg
d’
,

’e
st
im

at
or
_
_
ba

se
_
es
tim

at
or
_
_
m
ax

_
ite

r’:
40
0,

’e
st
im

at
or
_
_
ba

se
_
es
tim

at
or
_
_
le
ar
ni
ng

_
ra
te
’:

’c
on

st
an

t’,
’e
s-

tim
at
or
_
_
ba

se
_
es
tim

at
or
_
_
hi
dd

en
_
la
ye
r_

siz
es
’:

(1
0,

5,
10
),

’e
st
im

at
or
_
_
ba

se
_
es
tim

at
or
_
_
al
ph

a’
:

0.
05
,

’e
st
im

a-
to
r_

_
ba

se
_
es
tim

at
or
_
_
ac
tiv

at
io
n’
:
’re

lu
’}

0.
40
1

(+
/-
0.
01
7)

fo
r

{’
es
tim

at
or
_
_
n_

es
tim

at
or
s’:

5,
’e
st
im

at
or
_
_
m
ax

_
sa
m
pl
es
’:

0.
8,

’e
st
im

at
or
_
_
ba

se
_
es
tim

at
or
_
_
so
lv
er
’:

’lb
fg
s’,

’e
st
im

at
or
_
_
ba

se
_
es
tim

at
or
_
_
m
ax

_
ite

r’:
30
0,

’e
st
im

at
or
_
_
ba

se
_
es
tim

at
or
_
_
le
ar
ni
ng

_
ra
te
’:

’in
vs
ca
lin

g’
,

’e
s-

tim
at
or
_
_
ba

se
_
es
tim

at
or
_
_
hi
dd

en
_
la
ye
r_

siz
es
’:

(1
0,

5,
10
),

’e
st
im

at
or
_
_
ba

se
_
es
tim

at
or
_
_
al
ph

a’
:

0.
05
,

’e
st
im

a-
to
r_

_
ba

se
_
es
tim

at
or
_
_
ac
tiv

at
io
n’
:
’ta

nh
’}

101



Ta
be

la
A
.1
3:

R
es
ul
ta
do

s
co
ns
ol
id
ad

os
A
ná

lis
e
do

ac
er
to

do
as
su
nt
o
pr
in
ci
pa

l

Fe
at
ur
es

M
od

el
o

M
ic
ro

A
cu
rá
ci
a

M
ic
ro

P
re
ci
sã
o

M
ic
ro

R
ev
oc
aç
ão

M
ic
ro

F
-M

ea
su
re

M
ac
ro

A
cu
rá
ci
a

M
ac
ro

P
re
ci
sã
o

M
ac
ro

R
ev
oc
aç
ão

M
ac
ro

F
-M

ea
su
re

T
F-
ID

F
(G

S)
M
N
B

29
,3
5%

38
,7
5%

22
,4
3%

23
,0
2%

22
,4
3%

19
,6
9%

29
,3
5%

18
,6
5%

T
F-
ID

F
(G

S)
SV

M
33
,7
4%

39
,5
0%

24
,7
3%

25
,6
1%

24
,7
3%

20
,8
3%

33
,7
4%

21
,4
4%

T
F-
ID

F
(G

S)
R
F

28
,7
7%

40
,7
3%

19
,4
4%

19
,6
8%

19
,4
4%

20
,2
4%

28
,7
7%

18
,0
9%

T
F-
ID

F
(G

S)
M
LP

27
,4
4%

44
,2
6%

18
,2
1%

15
,7
2%

17
,7
4%

18
,1
0%

29
,1
0%

17
,0
6%

T
F-
ID

F
M
N
B

35
,3
0%

40
,7
7%

27
,8
9%

27
,7
6%

27
,8
9%

24
,3
2%

35
,3
0%

24
,0
6%

T
F-
ID

F
SV

M
39
,6
7%

42
,5
9%

29
,3
0%

29
,6
0%

29
,3
0%

23
,6
8%

39
,6
7%

25
,6
4%

T
F-
ID

F
R
F

35
,6
9%

41
,6
1%

24
,9
5%

23
,8
8%

24
,9
5%

22
,7
3%

35
,6
9%

22
,4
3%

T
F-
ID

F
M
LP

32
,1
0%

38
,9
7%

27
,0
8%

25
,1
4%

27
,0
8%

23
,0
7%

32
,1
0%

23
,4
8%

BM
25

M
N
B

35
,4
4%

40
,8
5%

27
,9
4%

28
,3
5%

27
,9
4%

23
,4
7%

35
,4
4%

23
,5
3%

BM
25

SV
M

39
,1
4%

40
,8
8%

24
,5
6%

23
,9
0%

24
,5
6%

21
,4
9%

39
,1
4%

22
,7
4%

BM
25

R
F

35
,7
5%

41
,8
4%

24
,9
3%

23
,8
0%

24
,9
3%

22
,5
5%

35
,7
5%

22
,2
5%

BM
25

M
LP

32
,1
4%

38
,9
0%

28
,0
3%

27
,7
0%

28
,0
3%

23
,1
1%

32
,1
4%

24
,9
4%

LS
A

-1
00

SV
M

34
,6
8%

39
,0
0%

26
,6
5%

26
,3
8%

26
,6
5%

20
,6
2%

34
,6
8%

22
,1
1%

LS
A

-1
00

R
F

32
,8
3%

38
,4
5%

25
,9
6%

25
,7
2%

25
,9
6%

22
,5
4%

32
,8
3%

22
,7
2%

LS
A

-1
00

M
LP

29
,3
8%

44
,0
5%

17
,9
5%

19
,0
0%

17
,9
5%

19
,9
1%

29
,3
8%

16
,8
8%

LS
A

-2
50

SV
M

36
,1
9%

39
,4
4%

28
,0
6%

27
,9
9%

28
,0
6%

22
,2
3%

36
,1
9%

23
,9
5%

LS
A

-2
50

R
F

33
,2
7%

38
,3
6%

26
,5
0%

26
,2
2%

26
,5
0%

23
,1
5%

33
,2
7%

23
,2
8%

LS
A

-2
50

M
LP

27
,5
5%

46
,0
3%

17
,4
8%

17
,7
4%

17
,4
8%

19
,8
3%

27
,5
5%

15
,5
4%

G
lo
ve
-3
00

SV
M

19
,0
3%

28
,0
6%

16
,3
8%

16
,0
4%

16
,3
8%

11
,4
1%

19
,0
3%

10
,6
7%

G
lo
ve
-3
00

R
F

21
,7
0%

29
,5
4%

12
,9
6%

11
,6
6%

12
,9
6%

13
,8
9%

21
,7
0%

11
,7
4%

G
lo
ve
-3
00

M
LP

8,
51
%

15
,7
4%

79
,8
7%

25
,2
7%

4,
81
%

6,
41
%

74
,4
8%

10
,7
2%

M
el
ho

re
s
m
od

el
os

av
al
ia
do

s
qu

an
to

ao
ac
er
to

de
qu

al
qu

er
as
su
nt
o

BM
25

M
N
B

35
,4
4%

40
,8
5%

27
,9
4%

28
,3
5%

27
,9
4%

23
,4
7%

35
,4
4%

23
,5
3%

T
F-
ID

F
SV

M
39
,6
7%

42
,5
9%

29
,3
0%

29
,6
0%

29
,3
0%

23
,6
8%

39
,6
7%

25
,6
4%

BM
25

R
F

35
,7
5%

41
,8
4%

24
,9
3%

23
,8
0%

24
,9
3%

22
,5
5%

35
,7
5%

LS
A

-2
50

M
LP

27
,5
5%

46
,0
3%

17
,4
8%

17
,7
4%

17
,4
8%

19
,8
3%

27
,5
5%

15
,5
4%

102



Apêndice B

Matrizes de confusão
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Apêndice C

Nuvens de palavras

Figura C.1: Nuvem de palavras do assunto 2546 - Verbas Rescisórias.

Figura C.2: Nuvem de palavras do assunto 2086 - Horas Extras.

Figura C.3: Nuvem de palavras do assunto 1855 - Indenização por Dano Moral.
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Figura C.4: Nuvem de palavras do assunto 2594 - Adicional.

Figura C.5: Nuvem de palavras do assunto 2458 - Salário / Diferença Salarial.

Figura C.6: Nuvem de palavras do assunto 2704 - Tomador de Serviços / Terceirização.

Figura C.7: Nuvem de palavras do assunto 2656 - Reintegração / Readmissão ou Indeni-
zação.
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Figura C.8: Nuvem de palavras do assunto 2140 - Intervalo Intrajornada.

Figura C.9: Nuvem de palavras do assunto 2435 - Rescisão Indireta.

Figura C.10: Nuvem de palavras do assunto 2029 - FGTS.

Figura C.11: Nuvem de palavras do assunto 2583 - Abono.
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Figura C.12: Nuvem de palavras do assunto 2554 - Reconhecimento de Relação de Em-
prego.

Figura C.13: Nuvem de palavras do assunto 8808 - Indenização por Dano Material.

Figura C.14: Nuvem de palavras do assunto 2117 - Supressão / Redução de Horas Extras
Habituais - Indenização.

Figura C.15: Nuvem de palavras do assunto 2021 - Indenização / Dobra / Terço Consti-
tucional.
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Figura C.16: Nuvem de palavras do assunto 5280 - Bancários.

Figura C.17: Nuvem de palavras do assunto 1904 - Despedida / Dispensa Imotivada.

Figura C.18: Nuvem de palavras do assunto 1844 - CTPS.

Figura C.19: Nuvem de palavras do assunto 2055 - Gratificação.
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Figura C.20: Nuvem de palavras do assunto 1907 - Justa Causa / Falta Grave.

Figura C.21: Nuvem de palavras do assunto 1806 - Alteração Contratual ou das Condições
de Trabalho.

Figura C.22: Nuvem de palavras do assunto 55220 - Indenização por Dano Moral.

Figura C.23: Nuvem de palavras do assunto 2506 - Ajuda / Tíquete Alimentação.
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Figura C.24: Nuvem de palavras do assunto 4437 - Revisão de Sentença Normativa.

Figura C.25: Nuvem de palavras do assunto 10570 - FGTS.

Figura C.26: Nuvem de palavras do assunto 1783 - Comissão.

Figura C.27: Nuvem de palavras do assunto 1888 - Descontos Salariais - Devolução.
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Figura C.28: Nuvem de palavras do assunto 2478 - Seguro Desemprego.

Figura C.29: Nuvem de palavras do assunto 5356 - Grupo Econômico.

Figura C.30: Nuvem de palavras do assunto 1773 - Contribuição Sindical.

Figura C.31: Nuvem de palavras do assunto 1663 - Adicional Noturno.
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Figura C.32: Nuvem de palavras do assunto 5272 - Administração Pública.

Figura C.33: Nuvem de palavras do assunto 2215 - Multa Prevista em Norma Coletiva.

Figura C.34: Nuvem de palavras do assunto 1767 - Cesta Básica.

Figura C.35: Nuvem de palavras do assunto 1661 - Horas in Itinere.
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Apêndice D

Código

Listing D.1: Codigo principal
#!/ usr / b in /env python
# coding : u t f−8

# # C l a s s i f i c a d o r de Assuntos
#
# Por Ana Carol ina Pere ira Rocha

from do cu t i l s . nodes import header
from sk l e a rn . naive_bayes import MultinomialNB
from sk l e a rn . ensemble import RandomForestClass i f i e r
from sk l e a rn . neural_network import MLPClass i f i er
from sk l e a rn . svm import SVC, LinearSVC
from datet ime import t imede l ta
import time
import sys
from datet ime import datet ime
import seaborn as sns
import matp lo t l i b . pyplot as p l t
import uuid
import os
from s k l e a rn . c a l i b r a t i o n import Ca l ib ra t edC la s s i f i e rCV
import argparse
import mul t i p ro c e s s i ng as mp
import numpy as np
import pandas as pd

# Ver i f i cando o ambiente de execucao do conda

import os
print ( os . env i ron [ ’CONDA_DEFAULT_ENV’ ] )
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import funcoes as func
from modelo import ∗

n_cores = mp. cpu_count ( )
n_cores_grande = round( n_cores ∗ 0 . 8 )
n_cores_pequeno = round( n_cores ∗ 0 . 35 )

# #### ATENCAO:
#
# A c e l u l a aba ixo deve ser ed i t ada para conter o caminho cor r e to para a pas ta onde
# os dados serao buscados , e a pas ta onde serao gravadas as sa i da s do processamento
# des t e codigo . O caminho de cada pas ta deve ser terminado com a ’/ ’ no f i n a l .

path_fonte_de_dados = ’ /home//DocumentosClass i f i cadorAssuntos / ’
path_resu ltados = ’ /home/DocumentosClass i f i cadorAssuntos /DocsProcessados / ’

i f not os . path . e x i s t s ( path_resu ltados ) :
os . makedirs ( path_resultados )

f l oa t_fo rmat t e r = lambda x : "%.4 f " % x
np . s e t_pr in topt i on s ( fo rmatte r={ ’ f l oat_kind ’ : f l oa t_fo rmat t e r })

columnsResultados=[ ’ id_execucao ’ , ’ data ’ , ’nome ’ , ’ f eature_type ’ , ’ tempo_processamento ’ ,
’ tamanho_conjunto_treinamento ’ , ’ accuracy ’ , ’ balanced_accuracy ’ ,
’ micro_prec i s ion ’ , ’ m ic ro_reca l l ’ , ’ micro_fscore ’ , ’ macro_precis ion ’ ,
’ macro_recal l ’ , ’ macro_fscore ’ , ’ best_params_ ’ , ’ best_estimator_ ’ ,
’ gr id_scores_ ’ , ’ g r id_cv_resu l t s ’ , ’ confus ion_matrix ’ ,
’ c l a s s i f i c a t i o n_ r e p o r t ’ , ’ num_estimators ’ , ’max_samples ’ ]

d f_resu l tados = pd . DataFrame ( columns = columnsResultados )
nome_arquivo_destino = path_resultados + " Metr icas . csv "
i f not ( os . path . i s f i l e ( nome_arquivo_destino ) ) :

with open( nome_arquivo_destino , ’ a ’ ) as f :
d f_resu l tados . to_csv ( f , header=True )

nome_c la s s i f i c a t i on_repor t s = path_resultados + ’ C l a s s i f i c a t i o nRepo r t ’

id_execucao = str ( uuid . uuid1 ( ) ) [ : 7 ]
data = datet ime . now ( ) . s t r f t ime ( "%d/%m/%Y␣%H:%M:%S" )

modelos = [ ]

l i s t aAs sun t o s =[2546 ,2086 ,1855 ,2594 ,2458 ,2704 ,2656 ,2140 ,2435 ,2029 ,2583 ,2554 ,8808 ,
2117 ,2021 ,5280 ,1904 ,1844 ,2055 ,1907 , 1806 ,55220 ,2506 , 4437 ,10570 ,
1783 ,1888 ,2478 ,5356 ,1773 ,1663 ,5272 ,2215 ,1767 ,1661 ,1690 ]
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# Definindo modelos que serao usados

c l a s s i f i c ado rNB = MultinomialNB ( )
c l a s s i f i c ado rRF = RandomForestClass i f i e r ( random_state=42)
c las s i f i cadorSVM = Ca l ib ra t edC la s s i f i e rCV (LinearSVC ( c lass_weight=’ balanced ’ ,

max_iter=10000 , random_state=42) ,
method=’ s igmoid ’ , cv=5)

c las s i f i cadorMLP = MLPClass i f i er ( ear ly_stopping= True , random_state=42)

nomeAlgoritmoNB=’Multinomial ␣Naive␣Bayes ’
nomeAlgoritmoRF=’Random␣Forest ’
nomeAlgoritmoSVM=’SVM’
nomeAlgoritmoMLP="Multi−Layer␣Perceptron "

# Pre−processamento dos documentos

path_destino_de_dados = path_fonte_de_dados + ’ DocumentosProcessados/ ’
i f not os . path . e x i s t s ( path_destino_de_dados ) :

os . makedirs ( path_destino_de_dados )

#func . processaDocumentos ( path_fonte_de_dados , path_destino_de_dados )
print ( " Todos␣ os ␣documentos␣ d i s p on i v e i s ␣ foram␣ proces sados " )

# Recuperando t e x t o s

qtdElementosPorAssunto=1000000
df_amostra = func . recupera_amostras_de_todos_regionais ( l i s t aAs sunto s ,

qtdElementosPorAssunto , path_destino_de_dados )

# Juntando os assuntos 55220 e 1855 , ambos Indenizacao por Dano Moral

df_amostra . l o c [ df_amostra [ ’ cd_assunto_nivel_3 ’ ] == 55220 , ’ cd_assunto_nivel_3 ’ ] = 1855
df_amostra . l o c [ df_amostra [ ’ cd_assunto_nivel_2 ’ ] == 55218 , ’ cd_assunto_nivel_3 ’ ] = 2567

print ( ’ Total ␣de␣ t ex to s ␣ recuperados : ␣ ’ + str ( len ( df_amostra ) ) )
df_amostra = df_amostra . dropna ( subset=[ ’ texto_stemizado ’ ] )
print ( ’ Total ␣de␣ t ex to s ␣ recuperados ␣com␣ c o n t e d o : ␣ ’ + str ( len ( df_amostra ) ) )

# Analisando tamanho dos t e x t o s

df_amostra [ ’ quantidade_de_palavras ’ ] = \
[ len ( x . s p l i t ( ) ) for x in df_amostra [ ’ texto_processado ’ ] . t o l i s t ( ) ]
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sns . boxplot ( df_amostra [ ’ quantidade_de_palavras ’ ] )
p l t . s a v e f i g ( " {0}{1}. png " . format ( path_resultados , " Distribuicao_Tamanho_Textos_Original " ) )

df_amostra_f = df_amostra [ ( ( df_amostra . quantidade_de_palavras < 400) &
( df_amostra . quantidade_de_palavras > 0 ) ) ]

print ( ’ Quantidade␣de␣ t ex to s ␣ ent r e ␣0␣e␣400␣ pa lavras : ␣ ’ + str ( len ( df_amostra_f ) ) )
df_amostra_f = df_amostra [ ( df_amostra . quantidade_de_palavras > 10000) ]
print ( ’ Quantidade␣de␣ t ex to s ␣com␣mais␣de␣ 10 .000 ␣ pa lavras : ␣ ’ + str ( len ( df_amostra_f ) ) )
df_amostra . shape
df_amostra_f = df_amostra [ ( ( df_amostra . quantidade_de_palavras < 10000) &

( df_amostra . quantidade_de_palavras > 400 ) ) ]
df_amostra_f= df_amostra_f . sor t_va lues (by=’ quantidade_de_palavras ’ , ascending=True )
df_amostra_f . shape
df_amostra = df_amostra_f
p l t . c l f ( )
p l t . c l a ( )
p l t . c l o s e ( )
sns . boxplot ( df_amostra [ ’ quantidade_de_palavras ’ ] )
p l t . s a v e f i g ( " {0}{1}. png " . format ( path_resultados , " Distribuicao_Tamanho_Textos␣ Fina l " ) )

print ( ’ Total ␣de␣ t ex to s ␣ u t i l i z a d o s : ␣ ’ + str ( len ( df_amostra ) ) )
X_train , X_test , y_train , y_test = func . sp l i tT ra inTe s t ( df_amostra )
print ( "Amostra␣de␣ t e s t e ␣de␣ " + str ( X_test . shape [ 0 ] ) + " ␣ e lementos " )
print ( "Amostra␣de␣ tre inamento ␣de␣ " + str ( X_train . shape [ 0 ] ) + " ␣ e lementos " )

t i t l e = " Balanceamento␣de␣ assuntos ␣na␣amostra␣de␣ " + str ( X_train . shape [ 0 ] )
func . mostra_balanceamento_assunto ( y_train . value_counts ( ) , t i t l e ,

" Quantidade␣Elementos " , " Codigo␣Assunto " ,
path_resultados , y_train . shape [ 0 ] )

# ## Criando matr i ze s

# #### TF−IDF

start_time = time . time ( )
t f i d f_t rans f o rmer , x_t f id f_tra in , x_t f id f_te s t = \

func . extraiFeaturesTFIDF_train_test ( df_amostra ,
X_train [ ’ texto_stemizado ’ ] , X_test [ ’ texto_stemizado ’ ] , path_resultados )

tota l_t ime = time . time ( ) − start_time
print ( "Tempo␣para␣montar␣matr i ze s ␣TF−IDF␣ ( f e a t u r e s : ␣␣ "

+ str ( x_t f id f_tra in . shape [ 1 ] ) + " ) ␣ : "
+ str ( t imede l ta ( seconds=tota l_t ime ) ) )

# #### BM25
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bm25_transformer , x_bm25_train , x_bm25_test = func . extraiFeaturesBM25 ( df_amostra ,
t f i d f_t rans f o rmer , x_t f id f_tra in , x_t f id f_tes t , path_resultados )

# #### LSI

l s i 100_trans fo rmer , x_ls i100_tra in , x_ls i100_test = func . ex t ra iFeature sLSI ( df_amostra ,
X_train [ ’ texto_stemizado ’ ] , X_test [ ’ texto_stemizado ’ ] ,
100 , path_resu ltados )

l s i 250_trans fo rmer , x_ls i250_tra in , x_ls i250_test = func . ex t ra iFeature sLSI ( df_amostra ,
X_train [ ’ texto_stemizado ’ ] , X_test [ ’ texto_stemizado ’ ] ,
250 , path_resu ltados )

# ## Grid Search
# #### Com TF−IDF
#
# Coloque aqui a quant idade de con f i gu racoe s d i f e r e n t e s a serem t e s t a d a s
# no GridSearch para cada modelo .

numero_de_configuracoes_por_modelo=2

# #### Mult inomial N a v e−Bayes (NB)

param_grid_NB = {
’ estimator__n_estimators ’ : [ 3 , 5 ] ,
’ estimator__max_samples ’ : [ 0 . 8 , 0 . 5 ] ,
’ estimator__base_estimator__alpha ’ : [ 0 . 0 0 01 , 0 . 001 , 0 . 01 , 0 . 1 , 0 . 5 , 1 ]

}
modeloNB = func . chama_treinamento_modelo ( x_t f id f_tra in , y_train , x_t f id f_tes t ,

y_test , c l a s s i f i c ado rNB ,
nomeAlgoritmoNB , ’TFIDF ’ ,param_grid_NB ,
numero_de_configuracoes_por_modelo ,
n_cores_grande , id_execucao , data , path_resultados , d f_resu l tados ,
nome_arquivo_destino , X_test )

modelos . append ( [ modeloNB . getNome ( ) ,modeloNB . getFeatureType ( ) ,
modeloNB . ge tMic roPrec i s i on ( ) ,modeloNB ] )

# #### SVM

param_grid_SVM = {
’ estimator__n_estimators ’ : [ 3 , 5 ] ,
’ estimator__max_samples ’ : [ 0 . 8 , 0 . 5 ] ,
’ estimator__base_estimator__base_estimator__C ’ : [ 0 . 0 1 , 0 . 1 , 1 , 10 ]

}
modeloSVM = func . chama_treinamento_modelo ( x_t f id f_tra in , y_train , x_t f id f_tes t , y_test ,
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c lass i f i cadorSVM , nomeAlgoritmoSVM , ’TFIDF ’ ,
param_grid_SVM , numero_de_configuracoes_por_modelo ,
n_cores_grande , id_execucao , data , path_resultados , d f_resu l tados ,
nome_arquivo_destino , X_test )

modelos . append ( [ modeloSVM . getNome ( ) , modeloSVM . getFeatureType ( ) ,
modeloSVM . ge tMic roPrec i s i on ( ) ,modeloSVM ] )

# #### Random Forest (RF)

param_grid_RF = {
’ estimator__n_estimators ’ : [ 3 , 5 ] ,
’ estimator__max_samples ’ : [ 0 . 8 , 0 . 5 ] ,
’ estimator__base_estimator__max_depth ’ : [ 3 0 , 5 0 , 1 00 ] ,
’ estimator__base_estimator__n_estimators ’ : [ 1 00 , 200 , 300 ] ,
’ estimator__base_estimator__min_samples_leaf ’ : [ 0 . 0 5 , 0 . 1 , 0 . 5 ] ,
’ estimator__base_estimator__min_samples_split ’ : [ 0 . 0 5 , 0 . 1 , 0 . 5 ] ,
’ estimator__base_estimator__max_features ’ : [ 0 . 3 , 0 . 5 , 0 . 8 ]

}
modeloRF = func . chama_treinamento_modelo ( x_t f id f_tra in , y_train ,

x_t f id f_tes t , y_test , c l a s s i f i c ado rRF ,
nomeAlgoritmoRF , ’TFIDF ’ ,param_grid_RF ,
numero_de_configuracoes_por_modelo ,
n_cores_grande , id_execucao , data , path_resultados , d f_resu l tados ,
nome_arquivo_destino , X_test )

modelos . append ( [ modeloRF . getNome ( ) , modeloRF . getFeatureType ( ) ,
modeloRF . ge tMic roPrec i s i on ( ) , modeloRF ] )

# #### Multi−l a y e r Perceptron

param_grid_MLP = {
’ estimator__n_estimators ’ : [ 3 , 5 ] ,
’ estimator__max_samples ’ : [ 0 . 8 , 0 . 5 ] ,
’ estimator__base_estimator__hidden_layer_sizes ’ : [ ( 1 0 , 1 0 ) , ( 1 0 , 5 , 1 0 ) ] ,
’ est imator__base_estimator__activation ’ : [ ’ i d e n t i t y ’ , ’ l o g i s t i c ’ , ’ tanh ’ , ’ r e l u ’ ] ,
’ estimator__base_estimator__solver ’ : [ ’ sgd ’ , ’adam ’ , ’ l b f g s ’ ] ,
’ estimator__base_estimator__alpha ’ : [ 0 . 0 0 1 , 0 . 01 , 0 . 05 , 0 . 1 ] ,
’ est imator__base_estimator__learning_rate ’ : [ ’ constant ’ , ’ adapt ive ’ , ’ i n v s c a l i n g ’ ] ,
’ estimator__base_estimator__max_iter ’ : [ 2 00 , 300 , 400 ]

}
modeloMLP = func . chama_treinamento_modelo ( x_t f id f_tra in , y_train , x_t f id f_tes t , y_test ,

c lass i f i cadorMLP , nomeAlgoritmoMLP , ’TFIDF ’ ,
param_grid_MLP , numero_de_configuracoes_por_modelo ,
n_cores_pequeno , id_execucao , data , path_resultados ,
d f_resu l tados , nome_arquivo_destino , X_test )

modelos . append ( [ modeloMLP . getNome ( ) ,modeloMLP . getFeatureType ( ) ,
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modeloMLP . ge tMic roPrec i s i on ( ) ,modeloMLP ] )

# #### Criando d i c i o n a r i o s com a melhor con f i guracao de cada modelo

#MNB
param_grid_melhor_NB = {

’ estimator__n_estimators ’ :
[ modeloNB . getBestParams ( ) . get ( ’ estimator__n_estimators ’ ) ] ,

’ estimator__max_samples ’ :
[ modeloNB . getBestParams ( ) . get ( ’ estimator__max_samples ’ ) ] ,

’ estimator__base_estimator__alpha ’ :
[ modeloNB . getBestParams ( ) . get ( ’ estimator__base_estimator__alpha ’ ) ]

}

# SVM
param_grid_melhor_SVM = {

’ estimator__n_estimators ’ :
[modeloSVM . getBestParams ( ) . get ( ’ estimator__n_estimators ’ ) ] ,

’ estimator__max_samples ’ :
[modeloSVM . getBestParams ( ) . get ( ’ estimator__max_samples ’ ) ] ,

’ estimator__base_estimator__base_estimator__C ’ :
[modeloSVM . getBestParams ( ) .

get ( ’ estimator__base_estimator__base_estimator__C ’ ) ]
}

# RF
param_grid_melhor_RF = {

’ estimator__n_estimators ’ :
[ modeloRF . getBestParams ( ) . get ( ’ estimator__n_estimators ’ ) ] ,

’ estimator__max_samples ’ :
[ modeloRF . getBestParams ( ) . get ( ’ estimator__max_samples ’ ) ] ,

’ estimator__base_estimator__max_depth ’ :
[ modeloRF . getBestParams ( ) . get ( ’ estimator__base_estimator__max_depth ’ ) ] ,

’ estimator__base_estimator__n_estimators ’ :
[ modeloRF . getBestParams ( ) . get ( ’ estimator__base_estimator__n_estimators ’ ) ] ,

’ estimator__base_estimator__min_samples_leaf ’ :
[ modeloRF . getBestParams ( ) . get ( ’ estimator__base_estimator__min_samples_leaf ’ ) ] ,

’ estimator__base_estimator__min_samples_split ’ :
[ modeloRF . getBestParams ( ) . get ( ’ estimator__base_estimator__min_samples_split ’ ) ] ,

’ estimator__base_estimator__max_features ’ :
[ modeloRF . getBestParams ( ) . get ( ’ estimator__base_estimator__max_features ’ ) ]

}

# MLP
param_grid_melhor_MLP = {

122



’ estimator__n_estimators ’ :
[modeloMLP . getBestParams ( ) . get ( ’ estimator__n_estimators ’ ) ] ,

’ estimator__max_samples ’ :
[modeloMLP . getBestParams ( ) . get ( ’ estimator__max_samples ’ ) ] ,

’ estimator__base_estimator__hidden_layer_sizes ’ :
[modeloMLP . getBestParams ( ) . get ( ’ estimator__base_estimator__hidden_layer_sizes ’ ) ] ,

’ est imator__base_estimator__activation ’ :
[modeloMLP . getBestParams ( ) . get ( ’ est imator__base_estimator__activation ’ ) ] ,

’ estimator__base_estimator__solver ’ :
[modeloMLP . getBestParams ( ) . get ( ’ estimator__base_estimator__solver ’ ) ] ,

’ estimator__base_estimator__alpha ’ :
[modeloMLP . getBestParams ( ) . get ( ’ estimator__base_estimator__alpha ’ ) ] ,

’ est imator__base_estimator__learning_rate ’ :
[modeloMLP . getBestParams ( ) . get ( ’ est imator__base_estimator__learning_rate ’ ) ] ,

’ estimator__base_estimator__max_iter ’ :
[modeloMLP . getBestParams ( ) . get ( ’ estimator__base_estimator__max_iter ’ ) ]

}

# #### BM25

modeloNB_BM25 = func . chama_treinamento_modelo ( x_bm25_train , y_train , x_bm25_test ,
y_test , c l a s s i f i c ado rNB ,
nomeAlgoritmoNB , ’BM25 ’ , param_grid_melhor_NB , 1 , n_cores_grande ,
id_execucao , data , path_resultados , d f_resu l tados , nome_arquivo_destino ,
X_test )

modelos . append ( [modeloNB_BM25 . getNome ( ) ,modeloNB_BM25 . getFeatureType ( ) ,
modeloNB_BM25 . ge tMic roPrec i s i on ( ) ,modeloNB_BM25 ] )

modeloSVM_BM25 = func . chama_treinamento_modelo ( x_bm25_train , y_train , x_bm25_test ,
y_test , c lass i f i cadorSVM ,
nomeAlgoritmoSVM , ’BM25 ’ ,param_grid_melhor_SVM , 1 , n_cores_grande ,
id_execucao , data , path_resultados , d f_resu l tados , nome_arquivo_destino ,
X_test )

modelos . append ( [modeloSVM_BM25 . getNome ( ) ,modeloSVM_BM25 . getFeatureType ( ) ,
modeloSVM_BM25 . ge tMic roPrec i s i on ( ) ,modeloSVM_BM25 ] )

modeloRF_BM25 = func . chama_treinamento_modelo ( x_bm25_train , y_train , x_bm25_test ,
y_test , c l a s s i f i c ado rRF , nomeAlgoritmoRF ,
’BM25 ’ , param_grid_melhor_RF , 1 , n_cores_grande , id_execucao ,
data , path_resultados , d f_resu l tados , nome_arquivo_destino , X_test )

modelos . append ( [modeloRF_BM25 . getNome ( ) ,modeloRF_BM25 . getFeatureType ( ) ,
modeloRF_BM25 . ge tMic roPrec i s i on ( ) ,modeloRF_BM25 ] )

modeloMLP_BM25 = func . chama_treinamento_modelo ( x_bm25_train , y_train , x_bm25_test ,
y_test , c lass i f i cadorMLP ,

123



nomeAlgoritmoMLP , ’BM25 ’ ,param_grid_melhor_MLP , 1 , n_cores_pequeno ,
id_execucao , data , path_resultados , d f_resu l tados , nome_arquivo_destino ,
X_test )

modelos . append ( [modeloMLP_BM25 . getNome ( ) ,modeloMLP_BM25 . getFeatureType ( ) ,
modeloMLP_BM25 . ge tMic roPrec i s i on ( ) , modeloMLP_BM25 ] )

# #### LSI 100

modeloSVM_LSI100 = func . chama_treinamento_modelo ( x_ls i100_tra in , y_train , x_ls i100_test ,
y_test , c lass i f i cadorSVM ,
nomeAlgoritmoSVM , ’ LSI100 ’ , param_grid_melhor_SVM , 1 , n_cores_grande ,
id_execucao , data , path_resultados , d f_resu l tados , nome_arquivo_destino ,
X_test )

modelos . append ( [ modeloSVM_LSI100 . getNome ( ) ,modeloSVM_LSI100 . getFeatureType ( ) ,
modeloSVM_LSI100 . ge tMic roPrec i s i on ( ) ,
modeloSVM_LSI100 ] )

modeloRF_LSI100 = func . chama_treinamento_modelo ( x_ls i100_tra in , y_train , x_ls i100_test ,
y_test , c l a s s i f i c ado rRF ,
nomeAlgoritmoRF , ’ LSI100 ’ , param_grid_melhor_RF , 1 , n_cores_grande ,
id_execucao , data , path_resultados , d f_resu l tados , nome_arquivo_destino ,
X_test )

modelos . append ( [ modeloRF_LSI100 . getNome ( ) , modeloRF_LSI100 . getFeatureType ( ) ,
modeloRF_LSI100 . ge tMic roPrec i s i on ( ) , modeloRF_LSI100 ] )

modeloMLP_LSI100 = func . chama_treinamento_modelo ( x_ls i100_tra in , y_train , x_ls i100_test ,
y_test , c lass i f i cadorMLP ,
nomeAlgoritmoMLP , ’ LSI100 ’ , param_grid_melhor_MLP , 1 , n_cores_pequeno ,
id_execucao , data , path_resultados , d f_resu l tados , nome_arquivo_destino ,
X_test )

modelos . append ( [ modeloMLP_LSI100 . getNome ( ) ,modeloMLP_LSI100 . getFeatureType ( ) ,
modeloMLP_LSI100 . ge tMic roPrec i s i on ( ) , modeloMLP_LSI100 ] )

# #### LSI 250

modeloSVM_LSI250 = func . chama_treinamento_modelo ( x_ls i250_tra in , y_train , x_ls i250_test ,
y_test , c lass i f i cadorSVM ,
nomeAlgoritmoSVM , ’ LSI250 ’ , param_grid_melhor_SVM , 1 , n_cores_grande ,
id_execucao , data , path_resultados , d f_resu l tados , nome_arquivo_destino ,
X_test )

modelos . append ( [ modeloSVM_LSI250 . getNome ( ) ,modeloSVM_LSI250 . getFeatureType ( ) ,
modeloSVM_LSI250 . ge tMic roPrec i s i on ( ) , modeloSVM_LSI250 ] )

modeloRF_LSI250 = func . chama_treinamento_modelo ( x_ls i250_tra in , y_train , x_ls i250_test ,
y_test , c l a s s i f i c ado rRF ,
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nomeAlgoritmoRF , ’ LSI250 ’ , param_grid_melhor_RF , 1 , n_cores_grande ,
id_execucao , data , path_resultados , d f_resu l tados , nome_arquivo_destino ,
X_test )

modelos . append ( [ modeloRF_LSI250 . getNome ( ) , modeloRF_LSI250 . getFeatureType ( ) ,
modeloRF_LSI250 . ge tMic roPrec i s i on ( ) , modeloRF_LSI250 ] )

modeloMLP_LSI250 = func . chama_treinamento_modelo ( x_ls i250_tra in , y_train , x_ls i250_test ,
y_test , c lass i f i cadorMLP ,
nomeAlgoritmoMLP , ’ LSI250 ’ , param_grid_melhor_MLP , 1 , n_cores_pequeno ,
id_execucao , data , path_resultados , d f_resu l tados , nome_arquivo_destino ,
X_test )

modelos . append ( [ modeloMLP_LSI250 . getNome ( ) ,modeloMLP_LSI250 . getFeatureType ( ) ,
modeloMLP_LSI250 . ge tMic roPrec i s i on ( ) , modeloMLP_LSI250 ] )

# Encontrando o modelo vencedor

modelos_df = pd . DataFrame (modelos ,
columns=[ ’Nome␣Modelo ’ , ’ Feature ␣Type ’ , ’ micro_prec i s ion ’ , ’Modelo ’ ] )

modelos_df= modelos_df . sor t_va lues (by=’ micro_prec i s ion ’ , ascending=False )
print ( "O␣modelo␣ vencedor ␣ f o i ␣o␣ " + modelos_df . i l o c [ 0 ] [ ’Nome␣Modelo ’ ] + " , ␣com␣ " +

( str ( "%.2 f " % modelos_df . i l o c [ 0 ] [ ’ micro_prec i s ion ’ ] ) ) + " ␣de␣micro␣ p r e c i s a o " )

modelo_vencedor = modelos_df . i l o c [ 0 ] [ ’Modelo ’ ]

a rqu ivoP i ck l e = open( path_resu ltados + "MelhorModelo . p " , ’wb ’ )
p i c k l e . dump(modelo_vencedor . getBestEst imator ( ) , a rqu ivoP i ck l e )
a rqu ivoP i ck l e . c l o s e ( )

i f modelo_vencedor . getFeatureType ( ) == ’ LSI100 ’ :
feature_vencedora = open( path_resu ltados + "MelhorModeloFeature . p " , ’wb ’ )
p i c k l e . dump( l s i 100_trans fo rmer , feature_vencedora )
feature_vencedora . c l o s e ( )

e l i f modelo_vencedor . getFeatureType ( ) == ’ LSI250 ’ :
feature_vencedora = open( path_resu ltados + "MelhorModeloFeature . p " , ’wb ’ )
p i c k l e . dump( l s i 250_trans fo rmer , feature_vencedora )
feature_vencedora . c l o s e ( )

e l i f modelo_vencedor . getFeatureType ( ) == ’TFIDF ’ :
feature_vencedora = open( path_resu ltados + "MelhorModeloFeature . p " , ’wb ’ )
p i c k l e . dump( t f id f_t rans f o rmer , feature_vencedora )
feature_vencedora . c l o s e ( )

e l i f modelo_vencedor . getFeatureType ( ) == ’BM25 ’ :
feature_vencedora = open( path_resu ltados + "MelhorModeloFeature . p " , ’wb ’ )
p i c k l e . dump( bm25_transformer , feature_vencedora )
feature_vencedora . c l o s e ( )
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print ( "O␣modelo␣para␣ trans formacao ␣dos␣ t ex to s ␣pre−proces sados ␣ se ␣ encontra ␣no␣ arquivo ␣ "
+ path_resultados +
"MelhorModeloFeature . p " + " ␣e␣o␣modelo␣de␣ c l a s s i f i c a c a o ␣no␣ arquivo ␣ "
+ path_resultados + "MelhorModelo . p " )

Listing D.2: Funcoes Auxiliares

#############################################
# S c r i p t com funcoes a u x i l i a r e s u t i l i z a d a s no p r o j e t o C l a s s i f i c a d o r de Assuntos
# Por Ana Carol ina Pere ira Rocha
# Data : 10/12/2019
#############################################
from modelo import ∗

#############################################
#############################################
# FUNCOES DE PRE−PROCESSAMENTO DE TEXTOS
#############################################
#############################################
import s s l
import n l tk

try :
_create_unver i f i ed_https_context = s s l . _create_unver i f i ed_context

except Attr ibuteError :
pass

else :
s s l . _create_default_https_context = _create_unver i f i ed_https_context

# n l t k . download ( ’ s topwords ’ )
# n l t k . download ( ’ r s l p ’ )

# −−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−
# Funcao que remove marcacoes HTML de um t e x t o
# −−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−
from bs4 import Beaut i fu lSoup

def removeHTML( texto ) :
" " "
Funcao para remover HTML
: param t e x t o :
: re turn : t e x t o sem tag s HTML
" " "
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texto = texto . r ep l a c e ( ’ \n ’ , ’ ␣ ’ )
t exto = texto . r ep l a c e ( ’ \ t ’ , ’ ␣ ’ )
return Beaut i fu lSoup ( texto , ’ lxml ’ ) . get_text ( " ␣ " , s t r i p=True )

# −−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−
# Funcao que remove acentos , numeros , pa l av ra s menores que 3 carac te re s ,
# c a r a c t e r e s e s p e c i a i s e tranforma em minusculo
# −−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−
import re

stemmer = nl tk . stem .RSLPStemmer ( )

def processa_stemiza_texto ( texto ) :
" " "
Funcao para remover c a r a c t e r e s e s p e c i a i s , acentos , pontuacoes , n m e r o s ,
s topwords e pa l av ra s menores que 3 c a r a c t e r e s .
: param t e x t o :
: re turn : t e x t o processado
" " "
global stopwords_processadas
textoProcessado = normal ize ( ’NFKD’ , texto ) . encode ( ’ASCII ’ , ’ i gno r e ’ ) . decode (

’ASCII ’ )
textoProcessado = re . sub ( ’ [^ a−zA−Z ] ’ , ’ ␣ ’ , t extoProcessado )
textoProcessado = textoProcessado . lower ( )
textoProcessado = textoProcessado . s p l i t ( )
textoProcessado = [ pa lavra for palavra in

textoProcessnome_arquivo_destinoado i f
not palavra in stopwords_processadas ]

textoProcessado = [ pa lavra for palavra in textoProcessado i f
len ( pa lavra ) > 3 ]

textoProcessado = [ stemmer . stem ( palavra ) for palavra in textoProcessado ]
return ’ ␣ ’ . j o i n (word for word in textoProcessado )

# −−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−
# Funcao que f a z o processamento dos t e x t o s para cada r e g i o n a l
# −−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−
from unicodedata import normal ize
import pandas as pd
import os
import csv
import time
import mul t i p ro c e s s i ng as mp
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from datet ime import t imede l ta

# [1 ,2 ,3 ,4 ,5 ,6 ,7 ,8 ,9 ,10 ,11 ,12 ,13 ,14 ,15 ,16 ,17 ,18 ,19 ,20 ,21 ,22 ,23 ,24 ]
stopwords_processadas = [ ]

def processaDocumentos ( path_fonte_de_dados , path_destino_de_dados ,
r e g i o n a i s =[1 , 2 , 3 , 4 , 5 , 6 , 7 , 8 , 9 , 10 , 11 , 12 , 13 , 14 ,

15 , 16 , 17 , 18 , 19 , 20 , 21 , 22 , 23 ,
2 4 ] ) :

" " "
Funcao para proces sar os documentos de todos os r e g i o n a i s . Ao f i n a l do
processamento , serao armazenados arqu i vo s csv com o c o n t e d o dos documentos
processados e seus metadados .
: param path_fonte_de_dados : D i r e t o r i o onde serao buscados os arqu i vos csv
com o c o n t e d o dos documentos a serem processados . E esperado que os documentos
contenham o nome no s e g u i n t e padrao : ’ TRT_XX_documentosSelecionados . csv ’ ,

onde XX se r e f e r e s i g l a do Tribunal Regional , sempre com do i s
d i g i t o s ( 0 1 , 0 2 , 1 0 , 2 0 . . . )

: param path_destino_de_dados : D i r e t o r i o onde serao gravados os documentos
que foram processados . Os documentos serao armazenados com o s e g u i n t e nome :
’ TRT_XX_documentosSelecionadosProcessados . csv ’
: param r e g i o n a i s : l i s t a dos Tribunais Regionais a serem buscados ( apenas um

d i g i t o ) . Por padrao , i r a buscar todos
os reg iona i s , da 1 24 reg iao

" " "
global stopwords_processadas
print ( " Passando␣ stopwords ␣ pe lo ␣pre ␣processamento . . . . " )
stopwords = n l tk . corpus . stopwords . words ( ’ portuguese ’ )
for row in stopwords :

pa lavraProcessada = normal ize ( ’NFKD’ , row ) . encode ( ’ASCII ’ ,
’ i gno r e ’ ) . decode (

’ASCII ’ )
stopwords_processadas . append ( pa lavraProcessada )

for r e g i o n a l in r e g i o n a i s :
s i g l a_ t r t = " { :02d} " . format ( r e g i o n a l )
print ( "−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−" )
print ( ’ Processando ␣ texto ␣dos␣documentos␣do␣TRT␣ ’ + s i g l a_ t r t )
nome_arquivo_origem = path_fonte_de_dados + ’TRT_’ + s i g l a_ t r t \

+ ’ _documentosSelecionados . csv ’
nome_arquivo_destino = path_destino_de_dados + ’TRT_’ \

+ s i g l a_ t r t + ’ _documentosSelec ionadosProcessados . csv ’

i f not os . path . e x i s t s ( nome_arquivo_origem ) :
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print (
"Nao␣ f o i ␣ encontrado ␣o␣ arquivo ␣de␣documentos␣do␣TRT␣ "
+ s i g l a_ t r t + " . ␣Buscou−se ␣ pe lo ␣ arquivo ␣ " + nome_arquivo_origem )

continue

colnames = [ ’ index ’ , ’ nr_processo ’ , ’ id_processo_documento ’ ,
’ cd_assunto_nivel_5 ’ , ’ cd_assunto_nivel_4 ’ ,
’ cd_assunto_nivel_3 ’ , ’ cd_assunto_nivel_2 ’ ,
’ cd_assunto_nivel_1 ’ , ’ tx_conteudo_documento ’ ,
’ d s_ident i f i cador_un ico ’ ,
’ d s_ ident i f i c ador_un i co_s imp l i f i c ado ’ , ’ ds_orgao_julgador ’ ,
’ ds_orgao_julgador_colegiado ’ , ’ dt_juntada ’ ]

d f_trt = pd . read_csv ( nome_arquivo_origem , sep=’ , ’ , names=colnames ,
index_col=0, header=None ,
quot ing=csv .QUOTE_ALL)

# remove as t a g s HTML
start_time = time . time ( )
pool = mp. Pool (7 )
df_trt = df_trt . dropna ( subset=[ ’ tx_conteudo_documento ’ ] )
d f_trt [ ’ texto_processado ’ ] = pool .map(removeHTML, [ row for row in

df_trt [
’ tx_conteudo_documento ’ ] ] )

pool . c l o s e ( )
tota l_t ime = time . time ( ) − start_time
print ( ’Tempo␣para␣processamento ␣do␣ texto : ’ + str (

t imede l ta ( seconds=tota l_time ) ) )

# f a z a stemizacao
start_time = time . time ( )
pool = mp. Pool (7 )
df_trt = df_trt . dropna ( subset=[ ’ texto_processado ’ ] )
d f_trt [ ’ texto_stemizado ’ ] = pool .map( processa_stemiza_texto ,

[ row for row in
df_trt [ ’ texto_processado ’ ] ] )

pool . c l o s e ( )
tota l_t ime = time . time ( ) − start_time
print ( ’Tempo␣para␣ stemizacao ␣do␣ texto : ’ + str (

t imede l ta ( seconds=tota l_time ) ) )

# −−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−
# VERIFICA O CONTEUDO DE UM DOCUMENTO
# f = open ( " . / t e s t e . html " , "w")
# f . wr i t e ( d f_ t r t . i l o c [ 0 ] [ ’ tx_conteudo_documento ’ ] )
# f . c l o s e ( )
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# import webbrowser
# webbrowser . g e t ( ’ f i r e f o x ’ ) . open_new_tab ( ’ . / t e s t e . html ’ )
# −−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−

df_trt = df_trt . drop ( columns=[ ’ tx_conteudo_documento ’ ] )
print ( " Encontrados ␣ " + str (

d f_trt . shape [ 0 ] ) + " ␣documentos␣para␣o␣TRT␣ " + s i g l a_ t r t )

i f os . path . i s f i l e ( nome_arquivo_destino ) :
os . remove ( nome_arquivo_destino )

df_trt . to_csv ( nome_arquivo_destino , sep=’#’ , quot ing=csv .QUOTE_ALL)

#############################################
#############################################
# FUNCOES DE RECUPERACAO DOS DADOS
#############################################
#############################################

# −−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−
# Funcao que recuperar amostra e s t r a t i f i c a d a pe l o codigo de assunto dentre
# todos os cod igos e x i s t e n t e s no d a t a s e t . Nao f a z boo t s t r app ing . .
# −−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−
def s t ra t i f i ed_sample_df ( df , co l , n_samples ) :

" " "
Funcao que recupera n_samples de cada documento baseado .
: param df : data frame que contem os dados
: param c o l : nome da coluna para f a z e r a s t r a t i f i c a c a o
: param n_samples : quant idade de e lementos a ser recuperado de cada c l a s s e .
O codigo abaixo pode func ionar com ooversampling , recuperando sempre n_samples
de um assunto , ou sem oversampling , recuperando n_samples ou a
quant idade d i s p o n i v e l de exemplos , caso nao e x i s t a n_samples exemplos .
: re turn : dataframe e s t r a t i f i c a d o p e l o s v a l o r e s apresentados na coluna c o l
" " "
# −−−−−−−−−−−−−−−−−−−−−−−−−−−−−−
# COM OVER SAMPLING
# min_accepted = 50
# df_ = df . groupby ( c o l ) . app ly ( lambda x : x . sample ( calcularValorMinimo ( x . shape [ 0 ] ,
# n_samples , min_accepted ) , random_state=42, r ep l a c e = isResampl ing ( x . shape [ 0 ] ,
# min_accepted ) ) )

# −−−−−−−−−−−−−−−−−−−−−−−−−−−−−−
# SEM OVER SAMPLING
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df_ = df . groupby ( c o l ) . apply (
lambda x : x . sample (min( x . shape [ 0 ] , n_samples ) , random_state=42))

# −−−−−−−−−−−−−−−−−−−−−−−−−−−−−−
df_ . index = df_ . index . d r op l ev e l (0 )
return df_

def i sResampl ing ( value , min_accepted ) :
i f ( va lue > min_accepted ) :

return False
else :

return True

def calcularValorMinimo ( value , n_samples , min_accepted ) :
minimoEncontrado = min( value , n_samples )
i f (minimoEncontrado < min_accepted ) :

return min_accepted
else :

return minimoEncontrado

# −−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−
# Funcao que recupera os documentos de cada csv
# −−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−

def c o l l e c t_ r e s u l t s ( r e s u l t ) :
" " " Uses apply_async ’ s c a l l b a c k to se tup up a separa t e Queue f o r each proces s " " "
r e s u l t s . extend ( r e s u l t )

def recupera_n_amostras_por_assunto_por_regional ( s i g l a_t r t , assuntos ,
nroElementos , path , s u f i x o ) :

" " "
Funcao que , dado um reg iona l , uma l i s t a de assuntos , e d e f i n i d a a a quant idade
de amostras de cada item , busca o arqu ivo com os documentos do r e g i o n a l informado
e r e t i r a o n m e r o de e lementos de dado assunto de s t e r e g i o n a l
: param r e g i o n a l : s i g l a do r e g i o n a l onde se deve buscar os dados
: param assuntos : l i s t a de assuntos a se buscar
: param quantidadeAmostras : quant idade de e lementos de cada assunto . Se nao
e x i s t i r a quant idade demandada , i r a l i m i t a r a quant idade retornada em cada c l a s s e
ao minimo e x i s t e n t e
: re turn :
" " "
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nome_arquivo = path + ’TRT_’ + s i g l a_ t r t + ’ _documentosSelec ionadosProcessados ’ \
+ su f i x o + ’ . csv ’

i f not os . path . e x i s t s ( nome_arquivo ) :
print (

"Nao␣ f o i ␣ encontrado ␣o␣ arquivo ␣de␣documentos␣do␣TRT␣ " + s i g l a_ t r t
+ " . ␣Buscou−se ␣ pe lo ␣ arquivo ␣ " + nome_arquivo )

return [ ]
df_trt_csv = pd . read_csv ( nome_arquivo , sep=’#’ , quot ing=csv .QUOTE_ALL)
df_trt_csv . l o c [ : , ’ s i g l a_ t r t ’ ] = "TRT" + s i g l a_ t r t ;

# Removendo dados que nao serao ne ce s sa r i o s nessa i t e r a c a o
df_trt_csv . cd_assunto_nivel_3 = pd . to_numeric ( df_trt_csv . cd_assunto_nivel_3 )
d f_t r t_ f i l t r ado = df_trt_csv [ df_trt_csv . cd_assunto_nivel_3 . i s i n ( as suntos ) ]

del ( df_trt_csv )
# E s t r a t i f i c a n d o
df_amostra = st ra t i f i ed_sample_df ( d f_t r t_ f i l t r ado , ’ cd_assunto_nivel_3 ’ ,

nroElementos )

# df_amostra [ ’ cd_assunto_nivel_3 ’ ] . va lue_counts ( )
print (

" Quantidade␣de␣documentos␣ recuperados ␣no␣TRT␣ " + s i g l a_ t r t + " : ␣ " + str (
df_amostra . shape [ 0 ] ) )

return df_amostra . va lue s . t o l i s t ( )

def recupera_amostras_de_todos_regionais ( l i s t aAs sunto s , nroElementos , path ,
s u f i x o=’ ’ ,
r e g i o n a i s =[1 , 2 , 3 , 4 , 5 , 6 , 7 , 8 , 9 ,

10 , 11 , 12 , 13 , 14 , 15 , 16 ,
17 , 18 , 19 ,
20 , 21 , 22 , 23 , 2 4 ] ) :

" " "
Funcao que busca n ( nroElementos ) documentos ( ou tan to s quanto d i s p o n i v e i s )
em arqu i vos CSVs para os 24 Tribunais Regionais
: param l i s t a A s s u n t o s : assuntos a serem buscados
: param nroElementos : quant idade de e lementos a ser recuperada
: param r e g i o n a i s : l i s t a dos r e g i o n a i s nos qua i s se va i buscar os documentos .
Por padrao , i r a buscar todos

os reg iona i s , da 1 24 reg iao
: param path : l o c a l onde recuperar os documentos dos r e g i o n a i s
: re turn : data frame com o c o n t e d o de documentos e os metadadaos
correpondentes de todos os r e g i o n a i s
" " "
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global r e s u l t s
r e s u l t s = [ ]
print ( " Buscando␣ " + str (

nroElementos ) + " ␣ e lementos ␣de␣cada␣ assunto ␣em␣cada␣ r e g i o n a l " )
start_time = time . time ( )

pool = mp. Pool ( p r o c e s s e s=mp. cpu_count ( ) )
# fo r i in range (1 , 25 ) :
for r e g i o n a l in r e g i o n a i s :

pool . apply_async ( recupera_n_amostras_por_assunto_por_regional ,
a rgs=(
" { :02d} " . format ( r e g i o n a l ) , l i s t aAs sunto s , nroElementos ,
path , s u f i x o ) ,
c a l l b a ck=c o l l e c t_ r e s u l t s )

pool . c l o s e ( )
pool . j o i n ( )

df = pd . DataFrame ( r e s u l t s ,
columns=[ ’ index ’ , ’ nr_processo ’ , ’ id_processo_documento ’ ,

’ cd_assunto_nivel_1 ’ ,
’ cd_assunto_nivel_2 ’ , ’ cd_assunto_nivel_3 ’ ,
’ cd_assunto_nivel_4 ’ ,
’ cd_assunto_nivel_5 ’ , ’ d s_ident i f i cador_un ico ’ ,
’ d s_ ident i f i c ador_un i co_s imp l i f i c ado ’ ,
’ ds_orgao_julgador ’ ,
’ ds_orgao_julgador_colegiado ’ , ’ dt_juntada ’ ,
’ texto_processado ’ ,
’ texto_stemizado ’ , ’ s i g l a_ t r t ’ ] )

print ( df . shape )
tota l_t ime = time . time ( ) − start_time
print ( "Tempo␣para␣ recuperar ␣amostra␣de␣ todos ␣ os ␣ r e g i o n a i s ␣ " ,

str ( t imede l ta ( seconds=tota l_t ime ) ) )
return df

r e s u l t s = [ ]

# −−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−
# Funcao que mostra a d i s t r i b u i c a o de e lementos por assunto
# −−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−
import matp lo t l i b . pyplot as p l t

def mostra_balanceamento_assunto ( data , t i t l e , y l abe l , x labe l , path , qnt_elem ) :
" " "
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Funcao que c r i a um g r a f i c o de barras a p a r t i r de um conjunto de dados para
mostrar a quant idade de e lementos por

assunto
: param data : dados a serem processados
: param t i t l e : t i t u l o do g r a f i c o
: param y l a b e l : l a b e l do e i xo y
: param x l a b e l : l a b e l do e i xo x
: param path : l o c a l onde sera gravado o g r a f i c o gerado
: param qnt_elem : quant idade de ementos em data .
" " "
p l t . c l f ( )
p l t . c l a ( )
p l t . c l o s e ( )
data . p l o t . bar ( ylim=0)
p l t . t i t l e ( t i t l e )
p l t . y l ab e l ( y l ab e l )
p l t . x l ab e l ( x l ab e l )
p l t . l egend ( )
# p l t . bar ( data )
p l t . s a v e f i g ( " {0}{1}. png " . format ( path , " Balanceamento_Assuntos_ " + str (

qnt_elem ) + "_Elementos " ) )
# p l t . show ()

# df = pd . DataFrame( y_train . va lue_counts ( ) )
# df = df . rese t_index ()
# df . columns = [ ’ assunto_nivel_3 ’ , ’ qnt_documentos ’ ]
# p l t . bar ( d f [ ’ assunto_nivel_3 ’ ] , d f [ ’ qnt_documentos ’ ] , a l i g n =’ cen ter ’ , a lpha =0.5)

# −−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−
# Funcao que d i v i d e conjunto de treinamento e t e s t e de s t r a t i f i c a d o por assunto
# −−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−
from sk l e a rn . mode l_se lect ion import t r a i n_t e s t_sp l i t

def sp l i tT ra i nTe s t ( df_amostra_final ) :
X_train , X_test , y_train , y_test = t r a i n_t e s t_sp l i t (

df_amostra_final [ [ ’ s i g l a_ t r t ’ , ’ nr_processo ’ , ’ id_processo_documento ’ ,
’ texto_stemizado ’ ] ] ,

df_amostra_final [ ’ cd_assunto_nivel_3 ’ ] , t e s t_ s i z e =0.2 ,
random_state=42,
s t r a t i f y=df_amostra_final [ ’ cd_assunto_nivel_3 ’ ] )

return X_train , X_test , y_train , y_test
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#############################################
#############################################
# FUNCOES AUXILIARES DE MODELOS
#############################################
#############################################

# −−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−
# Salva os v a l o r e s p r e d i t o s
# −−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−
def sa lvaPred i cao (modelo , X_test , y_true , y_pred , y_pred_proba_df ,

d f_resu l tados , path_resultados ) :
nome_arquivo_predicao = path_resultados + ’ predicao_ ’ + modelo . getNome ( ) + ’ . csv ’
df_pred = X_test [ [ ’ s i g l a_ t r t ’ , ’ nr_processo ’ , ’ id_processo_documento ’ ] ]
df_pred [ ’ y_true ’ ] = y_true
df_pred [ ’ y_pred ’ ] = y_pred
df_pred = df_pred . reset_index ( drop=True )
# y_pred_proba_df = y_pred_proba_df . rese t_index ( drop=True )
df_pred = df_pred . j o i n ( y_pred_proba_df )
df_pred [ ’ modelo ’ ] = modelo . getNome ( )
df_pred . to_csv ( nome_arquivo_predicao )

# −−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−
# Grava metr icas de execucao e modelo
# −−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−
def salvaModelo (modelo , path_resultados , d f_resu l tados , nome_arquivo_destino ) :

modelo . s a l v aC l a s s i f i c a t i o nRepo r t (
path_resu ltados + ’ C la s s i f i c a t i onRepo r t_ ’ + modelo . getNome ( ) + ’ . csv ’ )

modelo . salvaModelo ( path_resultados )
d f_resu l tados = df_resu l tados . append (modelo . __dict__ , ignore_index=True )
with open( nome_arquivo_destino , ’ a ’ ) as f :

d f_resu l tados . t a i l ( 1 ) . to_csv ( f , header=False )

# −−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−
# Chama o treinamento do modelo
# −−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−
def chama_treinamento_modelo ( x_trainamento , y_train , x_teste , y_test , modelo ,

nomeModelo , feature_type , param_grid ,
n_iteracoes , n_jobs , id_execucao , data ,
path_resultados , d f_resu l tados ,
nome_arquivo_destino , X_test_or ig ina l ) :

modelo = treina_modelo_grid_search ( x_trainamento , y_train , modelo ,
nomeModelo , feature_type , param_grid ,
n_iteracoes , n_jobs )
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modelo , y_pred , y_pred_proba_df = testa_modelo ( x_teste , y_test , modelo )
modelo . setIdExecucao ( id_execucao )
modelo . setData ( data )
modelo . imprime ( )
salvaModelo (modelo , path_resultados , d f_resu l tados , nome_arquivo_destino )
sa lvaPred i cao (modelo , X_test_orig inal , y_test , y_pred , y_pred_proba_df ,

d f_resu l tados , path_resultados )
return modelo

def t e s t e ( ) :
print ( ’ i t ␣works ’ )

# −−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−
# Grava modelo de transformacao de f e a t u r e s
# −−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−
import p i c k l e

def sa lvaTrans former ( trans former , nome , path ) :
nomePicke = path + nome + ’ . p ’
a rqu ivoP i ck l e = open( nomePicke , ’wb ’ )
p i c k l e . dump( trans former , a rqu ivoP i ck l e )
a rqu ivoP i ck l e . c l o s e ( )

def carregaModelo ( arquivo ) :
with open( arquivo , " rb " ) as i npu t_ f i l e :

return p i c k l e . load ( i npu t_ f i l e )

#############################################
#############################################
# FUNCOES DE GERACAO DE FEATURES
#############################################
#############################################

# −−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−
# Funcao de geracao de matr iz TF−IDF
# −−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−
from sk l e a rn . f e a tu r e_ex t ra c t i on . t ex t import Tf i d fVe c t o r i z e r

def extraiFeaturesTFIDF_train_test ( df , X_train , X_test , path ) :
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t f i d f_v e c t o r i z e r = T f i d fVe c t o r i z e r ( token_pattern=r ’ (?u)\b [A−Za−z ]+\b ’ ,
max_df=0.8 , min_df=5)

t f i d f_t ran s f o rme r = t f i d f_v e c t o r i z e r . f i t ( df . texto_stemizado . astype ( str ) )
sa lvaTrans former ( t f i d f_t rans f o rmer , ’TFIDF ’ , path )
x_t f id f_tra in = t f i d f_t ran s f o rme r . trans form (X_train )
x_t f id f_te s t = t f i d f_t ran s f o rme r . trans form (X_test )
return t f i d f_t rans f o rmer , x_t f id f_tra in , x_t f id f_te s t

# −−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−
# Funcao de geracao de matr iz BM25
# −−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−
from BM25_Transformer import ∗

def extraiFeaturesBM25 ( df_amostra_final , t f i d f_t rans f o rmer , x_t f id f_tra in ,
x_t f id f_tes t , path ) :

d f_amostra_f ina l_t f id f = t f i d f_t ran s f o rme r . trans form ( df_amostra_final )
bm25_transformer = BM25Transformer ( )
bm25_transformer . f i t ( d f_amostra_f ina l_t f id f )
sa lvaTrans former ( bm25_transformer , ’BM25 ’ , path )
x_bm25_train = bm25_transformer . trans form ( x_t f id f_tra in )
x_bm25_test = bm25_transformer . trans form ( x_t f id f_te s t )
return bm25_transformer , x_bm25_train , x_bm25_test

# −−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−
# Funcao de geracao de matr iz LSA
# −−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−
from sk l e a rn . decomposit ion import TruncatedSVD
from sk l e a rn . p i p e l i n e import Pipe l i n e

def recupera_ls i_trans fo rmer ( df , t op i c s ) :
t f i d f_v e c t o r i z e r = T f i d fVe c t o r i z e r ( token_pattern=r ’ (?u)\b [A−Za−z ]+\b ’ ,

max_df=0.8 , min_df=5)
svd_model = TruncatedSVD(n_components=top i c s , a lgor i thm=’ randomized ’ ,

n_iter=10, random_state=42)
svd_transformer = P ipe l i n e ( [ ( ’ t f i d f ’ , t f i d f_v e c t o r i z e r ) ,

( ’ svd ’ , svd_model ) ] )
svd_transformer = svd_transformer . f i t ( df . texto_stemizado . astype ( str ) )
return svd_transformer

def ext ra iFeature sLSI ( df_amostra_final , X_train , X_test , top i c s , path ) :
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svd_transformer = recupera_ls i_trans fo rmer ( df_amostra_final , t o p i c s )
sa lvaTrans former ( svd_transformer , ’ LSI ’ + str ( t op i c s ) , path )
x_ls i_tra in = svd_transformer . trans form (X_train )
x_l s i_te s t = svd_transformer . trans form (X_test )
return svd_transformer , x_ls i_tra in , x_l s i_te s t

#############################################
#############################################
# FUNCOES DE MODELAGEM
#############################################
#############################################

# −−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−
# Funcao que f a z a busca de hiper−parametros para um modelo
# −−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−
from imblearn . ensemble import Ba lancedBagg ingC la s s i f i e r
from sk l e a rn . mu l t i c l a s s import OneVsRestClas s i f i e r
from sk l e a rn . mode l_se lect ion import RandomizedSearchCV
from sk l e a rn . mode l_se lect ion import St ra t i f i edKFo ld

def treina_modelo_grid_search ( x_tf id f_tra in , y_train , c l a s s i f i c a d o r , nomeModelo ,
feature_type , param_grid ,
n_iterat ions_gr id_search , n_jobs ) :

print ( ">>␣Fazendo␣Grid␣Search ␣para␣ c l a s s i f i c a d o r ␣ " + nomeModelo )
# max_samples=round ( x_t f i d f_ t ra in . shape [ 0 ] ∗ 0 .6 )
s t r a t i f y_5_fo ld s = St ra t i f i edKFo ld ( n_sp l i t s =5, random_state=42)
start_time = time . time ( )
c l a s s i f i c a d o rBag = Ba lancedBagg ingC la s s i f i e r ( c l a s s i f i c a d o r , n_jobs=1,

boots t rap=False ,
random_state=42)

c las s i f i cadorOVR = OneVsRestClas s i f i e r ( c l a s s i f i c ado rBag , n_jobs=1)
gr id_search = RandomizedSearchCV( es t imator=class i f i cadorOVR ,

param_distr ibut ions=param_grid ,
cv=st ra t i f y_5_fo ld s ,
n_jobs=n_jobs , verbose=2, r e f i t=True ,
n_iter=n_iterat ions_gr id_search ,
s c o r i ng=’ prec i s ion_weighted ’ )

gr id_search . f i t ( x_t f id f_tra in , y_train )
g r i d_r e su l t s = " "
means = gr id_search . cv_results_ [ ’ mean_test_score ’ ]
s td s = gr id_search . cv_results_ [ ’ s td_test_score ’ ]
for mean , std , params in zip (means , stds ,

gr id_search . cv_results_ [ ’ params ’ ] ) :
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g r i d_r e su l t s += "%0.3 f ␣(+/−%0.03 f ) ␣ f o r ␣%r ␣\n" % (mean , std ∗ 2 , params )

tota l_t ime = time . time ( ) − start_time
print (

"Tempo␣para␣ execucao ␣do␣GridSearch ␣para␣OVR␣Balanced␣Bagging␣ "
+ nomeModelo + " ␣para␣ " + str (

x_t f id f_tra in . shape [ 0 ] ) + " ␣ e lementos : ␣ " ,
str ( t imede l ta ( seconds=tota l_t ime ) ) )

modelo = Modelo ( feature_type + ’_ ’ + nomeModelo )
# modelo . setMaxSamples ( max_samples )
modelo . setTamanhoConjuntoTreinamento ( x_t f id f_t ra in . shape [ 0 ] )
modelo . setTempoProcessamento (

str ( t imede l ta ( seconds=gr id_search . re f i t_time_ ) ) )
modelo . setFeatureType ( feature_type )
modelo . se tBestEst imator ( gr id_search . best_estimator_ )
modelo . setBestParams ( gr id_search . best_params_ )
modelo . setGridCVResults ( g r i d_r e su l t s )
return modelo

# −−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−
# Funcao que f a z o t e s t e de um modelo
# −−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−−

from sk l e a rn . met r i c s import pre c i s i on_reca l l_ f s co r e_suppor t as s co r e
from sk l e a rn . met r i c s import pre c i s i on_reca l l_ f s co r e_suppor t as s co r e
from sk l e a rn . met r i c s import mult i labe l_confus ion_matr ix
from sk l e a rn . met r i c s import accuracy_score
from sk l e a rn . met r i c s import balanced_accuracy_score
from sk l e a rn . met r i c s import c l a s s i f i c a t i o n_ r e p o r t

def testa_modelo ( x_t f id f_tes t , y_test , modelo ) :
print ( ">>␣Testando␣ c l a s s i f i c a d o r ␣ " + modelo . getNome ( ) )
start_time = time . time ( )
y_pred = modelo . getBestEst imator ( ) . p r ed i c t ( x_t f id f_te s t )
y_pred_proba = modelo . getBestEst imator ( ) . predict_proba ( x_t f id f_te s t )
y_pred_proba_df = pd . DataFrame ( y_pred_proba ,

columns=modelo . getBestEst imator ( ) . c l a s s e s_ )
tota l_t ime = time . time ( ) − start_time
print ( "Tempo␣para␣ f a z e r ␣a␣ pred icao ␣de␣␣ " + str (

x_t f id f_te s t . shape [ 0 ] ) + " ␣ e lementos : ␣ " ,
str ( t imede l ta ( seconds=tota l_t ime ) ) )

start_time = time . time ( )
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accuracy = accuracy_score ( y_test , y_pred )
balanced_accuracy = balanced_accuracy_score ( y_test , y_pred )
macro_precis ion , macro_recal l , macro_fscore = sco r e ( y_test , y_pred ,

average=’macro ’ ,
l a b e l s=np . unique (

y_pred ) ) [ : 3 ]
micro_prec i s ion , micro_reca l l , micro_fscore = sco r e ( y_test , y_pred ,

average=’ weighted ’ ,
l a b e l s=np . unique (

y_pred ) ) [
: 3 ]

confus ion_matrix = mult i labe l_confus ion_matr ix ( y_true=y_test , y_pred=y_pred )
c l a s s e s = y_test . unique ( ) . astype ( str ) . t o l i s t ( )
# p r i n t ( c l a s s i f i c a t i o n _ r e p o r t ( y_test , y_pred , target_names=c l a s s e s ) )
c l a s s i f i c a t i o n_ r e p o r t_d i c t = c l a s s i f i c a t i o n_ r e p o r t ( y_test , y_pred ,

target_names=c l a s s e s ,
output_dict=True )

tota l_t ime = time . time ( ) − start_time
# p r i n t ( ’ Confusion matrix : \ n ’ , conf_mat )
print (

"Tempo␣para␣ recuperar ␣metr i cas : ␣␣ " + str ( t imede l ta ( seconds=tota l_t ime ) ) )

modelo . setAccuracy ( accuracy )
modelo . setBalancedAccuracy ( balanced_accuracy )
modelo . s e tMacroPrec i s i on ( macro_precis ion )
modelo . setMacroReca l l ( macro_recal l )
modelo . setMacroFscore ( macro_fscore )
modelo . s e tMi c roPre c i s i on ( micro_prec i s ion )
modelo . s e tMic roReca l l ( mic ro_reca l l )
modelo . se tMicroFscore ( micro_fscore )
modelo . setConfus ionMatr ix ( confus ion_matr ix )
modelo . s e tC l a s s i f i c a t i o nRepo r t ( c l a s s i f i c a t i o n_ r e p o r t_d i c t )

return modelo , y_pred , y_pred_proba_df

Listing D.3: Classe Modelo

#!/ usr / b in /env python3
# −∗− coding : u t f−8 −∗−
" " "
Created on Sat Oct 27 16 :08 :24 2018

@author : anarocha
" " "
import pandas as pd
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import os
import p i c k l e

class Modelo :
def __init__( s e l f , nome , feature_type = None , tempo_processamento = None ,

best_params_ = None , best_estimator_ = None , gr id_scores_ = None ,
accuracy = None , balanced_accuracy = None , macro_precis ion = None ,
macro_recal l = None , macro_fscore = None , micro_prec i s ion = None ,
mic ro_reca l l = None , micro_fscore = None , confus ion_matrix = None ,
num_estimators = None , max_samples = None ,
tamanho_conjunto_treinamento = None , id_execucao = None ,
data = None , c l a s s i f i c a t i o n_ r e p o r t = None , gr id_cv_resu l t s = None ) :

s e l f . nome = nome
s e l f . f eature_type = feature_type
s e l f . tempo_processamento = tempo_processamento
s e l f . best_params_ = best_params_
s e l f . best_estimator_ = best_estimator_
s e l f . gr id_scores_ = grid_scores_
s e l f . accuracy = accuracy
s e l f . balanced_accuracy = balanced_accuracy
s e l f . macro_precis ion = macro_precis ion
s e l f . macro_recal l = macro_recal l
s e l f . macro_fscore = macro_fscore
s e l f . micro_prec i s ion = micro_prec i s ion
s e l f . m ic ro_reca l l = micro_reca l l
s e l f . micro_fscore = micro_fscore
s e l f . confus ion_matrix = confus ion_matr ix
s e l f . num_estimators = num_estimators
s e l f . max_samples = max_samples
s e l f . tamanho_conjunto_treinamento = tamanho_conjunto_treinamento
s e l f . id_execucao = id_execucao
s e l f . data = data
s e l f . c l a s s i f i c a t i o n_ r e p o r t = c l a s s i f i c a t i o n_ r e p o r t
s e l f . g r id_cv_resu l t s = gr id_cv_resu l t s

def setNome ( s e l f , nome ) :
s e l f . nome = nome

def setFeatureType ( s e l f , f eature_type ) :
s e l f . f eature_type = feature_type

def setTempoProcessamento ( s e l f , tempo_processamento ) :
s e l f . tempo_processamento = tempo_processamento

def setBestParams ( s e l f , best_params_ ) :
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s e l f . best_params_ = best_params_

def se tBestEst imator ( s e l f , best_estimator_ ) :
s e l f . best_estimator_ = best_estimator_

def s e tGr idScore s ( s e l f , gr id_scores_ ) :
s e l f . gr id_scores_ = grid_scores_

def setAccuracy ( s e l f , accuracy ) :
s e l f . accuracy = accuracy

def setBalancedAccuracy ( s e l f , balanced_accuracy ) :
s e l f . balanced_accuracy = balanced_accuracy

def se tMacroPrec i s i on ( s e l f , macro_precis ion ) :
s e l f . macro_precis ion = macro_precis ion

def setMacroReca l l ( s e l f , macro_recal l ) :
s e l f . macro_recal l = macro_recal l

def setMacroFscore ( s e l f , macro_fscore ) :
s e l f . macro_fscore = macro_fscore

def s e tMic roPre c i s i on ( s e l f , micro_prec i s ion ) :
s e l f . micro_prec i s ion = micro_prec i s ion

def s e tMic roReca l l ( s e l f , m ic ro_reca l l ) :
s e l f . m ic ro_reca l l = micro_reca l l

def setMicroFscore ( s e l f , micro_fscore ) :
s e l f . micro_fscore = micro_fscore

def setConfus ionMatr ix ( s e l f , confus ion_matrix ) :
s e l f . confus ion_matrix = confus ion_matr ix

def setNumEstimators ( s e l f , num_estimators ) :
s e l f . num_estimators = num_estimators

def setMaxSamples ( s e l f , max_samples ) :
s e l f . max_samples = max_samples

def setTamanhoConjuntoTreinamento ( s e l f , tamanho_conjunto_treinamento ) :
s e l f . tamanho_conjunto_treinamento = tamanho_conjunto_treinamento

def setIdExecucao ( s e l f , id_execucao ) :
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s e l f . id_execucao = id_execucao

def setData ( s e l f , data ) :
s e l f . data = data

def s e tC l a s s i f i c a t i o nRepo r t ( s e l f , c l a s s i f i c a t i o n_ r e p o r t ) :
s e l f . c l a s s i f i c a t i o n_ r e p o r t = c l a s s i f i c a t i o n_ r e p o r t

def setGridCVResults ( s e l f , g r id_cv_resu l t s ) :
s e l f . g r id_cv_resu l t s = gr id_cv_resu l t s

def getNome ( s e l f ) :
return s e l f . nome

def getFeatureType ( s e l f ) :
return s e l f . f eature_type

def getTempoProcessamento ( s e l f ) :
return s e l f . tempo_processamento

def getBestParams ( s e l f ) :
return s e l f . best_params_

def getBestEst imator ( s e l f ) :
return s e l f . best_estimator_

def getGr idScores ( s e l f , gr id_scores_ ) :
return s e l f . gr id_scores_

def getAccuracy ( s e l f ) :
return s e l f . accuracy

def getBalancedAccuracy ( s e l f ) :
return s e l f . balanced_accuracy

def getMacroPrec i s ion ( s e l f ) :
return s e l f . macro_precis ion

def getMacroRecal l ( s e l f ) :
return s e l f . macro_recal l

def getMacroFscore ( s e l f ) :
return s e l f . macro_fscore

def ge tMic roPrec i s i on ( s e l f ) :
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return s e l f . micro_prec i s ion

def getMicroReca l l ( s e l f ) :
return s e l f . m ic ro_reca l l

def getMicroFscore ( s e l f ) :
return s e l f . micro_fscore

def getConfus ionMatr ix ( s e l f ) :
return s e l f . confus ion_matrix

def getNumEstimators ( s e l f ) :
return s e l f . num_estimators

def getMaxSamples ( s e l f ) :
return s e l f . max_samples

def getTamanhoConjuntoTreinamento ( s e l f ) :
return s e l f . tamanho_conjunto_treinamento

def getIdExecucao ( s e l f ) :
return s e l f . id_execucao

def getData ( s e l f ) :
return s e l f . data

def g e tC l a s s i f i c a t i o nRepo r t ( s e l f ) :
return s e l f . c l a s s i f i c a t i o n_ r e p o r t

def getGridCVResults ( s e l f ) :
return s e l f . g r id_cv_resu l t s

def imprime ( s e l f ) :
print ( " ␣ " )
print ( "Nome␣modelo : ␣ " + s e l f . nome)
print ( " Quantidade␣de␣ e lementos ␣de␣ tre inamento : ␣ "

+ str ( s e l f . tamanho_conjunto_treinamento ) )
print ( "Tempo␣de␣ tre inamento : ␣ " + str ( s e l f . tempo_processamento ) )
print ( " Feature ␣Type : ␣ " + s e l f . f eature_type )
print ( " Accuracy : ␣ " + str ( s e l f . accuracy ) )
print ( " Balanced␣Accuracy : ␣ " + str ( s e l f . balanced_accuracy ) )
print ( ’ macro_precis ion ␣%s␣\nmacro_recal l ␣␣␣␣%s␣\nmacro_fscore ␣␣␣␣%s ’

% ( s e l f . macro_precis ion , s e l f . macro_recal l , s e l f . macro_fscore ) )
print ( ’ micro_prec i s ion ␣%s␣\ nmicro_reca l l ␣␣␣␣%s␣\ nmicro_fscore ␣␣␣␣%s ’

% ( s e l f . micro_prec i s ion , s e l f . micro_reca l l , s e l f . micro_fscore ) )
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def s a l v aC l a s s i f i c a t i o nRepo r t ( s e l f , arquivo ) :
df = pd . DataFrame . from_dict ( s e l f . c l a s s i f i c a t i o n_ r e p o r t )
df [ ’ nome_algoritmo ’ ]= s e l f . nome
df [ ’ id_execucao ’ ]= s e l f . getIdExecucao ( )
i f not ( os . path . i s f i l e ( arquivo ) ) :

with open( arquivo , ’ a ’ ) as f :
d f . to_csv ( f , header=True )
f . c l o s e ( )

else :
with open( arquivo , ’ a ’ ) as f :

d f . to_csv ( f , header=False )
f . c l o s e ( )

def salvaModelo ( s e l f , path ) :
nomePicke = path + ’Modelo_ ’ + s e l f . nome . r ep l a c e ( ’ ␣ ’ , ’ ’ ) + ’ . p ’
a rqu ivoP i ck l e = open( nomePicke , ’wb ’ )
p i c k l e . dump( s e l f . getBestEst imator ( ) , a rqu ivoP i ck l e )
a rqu ivoP i ck l e . c l o s e ( )

Listing D.4: BM25 Transformer

# coding : UTF−8
# Codigo r e t i r a d o de : h t t p s :// g i t h u b . com/ arosh /BM25Transformer

from __future__ import absolute_import , d i v i s i on , pr int_funct ion , \
un i c od e_ l i t e r a l s

import numpy as np
import s c ipy . spar s e as sp
from sk l e a rn . base import BaseEstimator , TransformerMixin
from sk l e a rn . u t i l s . v a l i d a t i o n import check_i s_f i t t ed
from sk l e a rn . f e a tu r e_ex t ra c t i on . t ex t import _document_frequency

class BM25Transformer ( BaseEstimator , TransformerMixin ) :
" " "
Parameters
−−−−−−−−−−
use_idf : boolean , o p t i o n a l ( d e f a u l t=True )
k1 : f l o a t , o p t i o n a l ( d e f a u l t =2.0)
b : f l o a t , o p t i o n a l ( d e f a u l t =0.75)
References
−−−−−−−−−−
Okapi BM25: a non−b inary model − In t roduc t i on to Informat ion R e t r i e v a l
h t t p :// n lp . s t an fo rd . edu/IR−book/ html / h t m l e d i t i o n / okapi−bm25−a−non−binary−model−1. html
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" " "

def __init__( s e l f , use_idf=True , k1=2.0 , b=0.75) :
s e l f . use_idf = use_idf
s e l f . k1 = k1
s e l f . b = b

def f i t ( s e l f , X) :
" " "
Parameters
−−−−−−−−−−
X : sparse matrix , [ n_samples , n_features ]

document−term matrix
" " "
i f not sp . i s s p a r s e (X) :

X = sp . csc_matrix (X)
i f s e l f . use_idf :

n_samples , n_features = X. shape
df = _document_frequency (X)
i d f = np . l og ( ( n_samples − df + 0 . 5 ) / ( df + 0 . 5 ) )
s e l f . _idf_diag = sp . spd iags ( id f , d i ags=0, m=n_features ,

n=n_features )
return s e l f

def trans form ( s e l f , X, copy=True ) :
" " "
Parameters
−−−−−−−−−−
X : sparse matrix , [ n_samples , n_features ]

document−term matrix
copy : boolean , o p t i o n a l ( d e f a u l t=True )
" " "
i f hasattr (X, ’ dtype ’ ) and np . i s subdtype (X. dtype , np . f loat ) :

# prese rve f l o a t f ami l y dtype
X = sp . csr_matrix (X, copy=copy )

else :
# conver t counts or b inary occurrences to f l o a t s
X = sp . csr_matrix (X, dtype=np . f l oa t64 , copy=copy )

n_samples , n_features = X. shape

# Document l e n g t h ( number o f terms ) in each row
# Shape i s ( n_samples , 1)
dl = X.sum( ax i s=1)
# Number o f non−zero e lements in each row
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# Shape i s ( n_samples , )
sz = X. indptr [ 1 : ] − X. indptr [0 : −1 ]
# In each row , repea t ‘ d l ‘ f o r ‘ sz ‘ t imes
# Shape i s (sum( sz ) , )
# Example
# −−−−−−−
# d l = [4 , 5 , 6 ]
# sz = [1 , 2 , 3 ]
# rep = [4 , 5 , 5 , 6 , 6 , 6 ]
rep = np . repeat (np . asar ray ( d l ) , sz )
# Average document l e n g t h
# Sca lar va lue
avgdl = np . average ( d l )
# Compute BM25 score on ly f o r non−zero e lements
data = X. data ∗ ( s e l f . k1 + 1) / (

X. data + s e l f . k1 ∗ (1 − s e l f . b + s e l f . b ∗ rep / avgdl ) )
X = sp . csr_matrix ( ( data , X. i nd i c e s , X. indptr ) , shape=X. shape )

i f s e l f . use_idf :
check_i s_f i t t ed ( s e l f , ’ _idf_diag ’ , ’ i d f ␣ vec to r ␣ i s ␣not␣ f i t t e d ’ )

expected_n_features = s e l f . _idf_diag . shape [ 0 ]
i f n_features != expected_n_features :

raise ValueError ( " Input ␣has␣ n_features=%d␣whi l e ␣ the ␣model "
" ␣has␣been␣ t ra ined ␣with␣ n_features=%d" % (

n_features , expected_n_features ) )
# ∗= doesn ’ t work
X = X ∗ s e l f . _idf_diag

return X
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Anexo I

Termo de abertura do projeto
Classificador de Assuntos
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